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Abstract

In the continuously developing field of artificial intelligence, machine learning has cur-
rently taken a central position. Previously rules were sufficient to solve mundane tasks,
but today’s challenges require more advanced methods. This thesis investigates different
techniques for developing advanced artificial intelligence for the game StarCraft 2, and
compares the different methods. In total three agents were developed. The first two were
based on a reinforcement learning method called Advantage Actor Critic (A2C) where the
second one also included imitation of an interactive expert policy. The third one was an
behavioral cloning (BC) agent, which is a kind of imitation learning, trained on a dataset
pre-generated by an expert policy. A2C with imitation resulted in the highest win rate of
75 % against the built-in hard Al while the BC agent only achieved a 17 % win rate. The
basic A2C agent could only win against the very-easy Al. In conclusion our agents that
used imitation learning performed better than the one only using reinforcement learning,
possibly due to an insufficient implementation of A2C.

Sammandrag

Inom artificiell intelligens, som kontinuerligt utvecklas, har maskininldrning tagit en cen-
tral roll. Medan regelbaserad Al varit tillricklig for att 10sa grundldggande uppgifter be-
hover dagens utmaningar mer avancerade metoder. Arbetet undersoker olika tekniker for
att utveckla avancerad artificiell intelligens till spelet StarCraft 2, och jamfér dem mot
varandra. Totalt utvecklades tre agenter. De forsta tva baserades pa en reinforcement
learning-metod kallad Advantage Actor Critic (A2C) dér den andra dven inkluderade imi-
tation av en interaktiv expertpolicy. Den tredje var en behavioral cloning-agent (BC), som
ar en sorts imitation learning, trdnad pa en datamingd forgenererad av en expertpoli-
cy. A2C med imitation resulterade i den hogsta vinstandelen pa 73,4 % mot den svara
inbyggda Al:n medan BC-agenten enbart uppnadde en vinstandel pa 17 %. Den grund-
laggande A2C-agenten kunde enbart vinna mot den mycket ldtta Al:n. Slutsatsen &r att
de agenter som anvinde sig av imitation learning presterade béttre dn den som enbart an-
vinde reinforcement learning, mojligtvis pa grund av en otillricklig implementering av
A2C.
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Inledning

Berikningshastigheten hos datorer har markant dkat arligen i flera decennier, precis som
den amerikanske datavetaren Gordon Moore forutspadde redan 1965 (Moore 1965). Un-
der de senaste 60 dren har berikningshastigheten okat en biljon ganger och tkningen
verkar inte sluta (Expert Exchange 2019). Ett viktigt teknikomrade som har stor nytta av
dessa snabba berédkningar dr forskningen kring artificiell intelligens.

1.1 Artificiell intelligens

Artificiell intelligens, eller Al, dr ett vetenskapsomrade med mal att skapa intelligenta
maskiner som inom manga omraden kan automatisera komplext arbete dir enbart berik-
ningskraft inte racker till (McCarthy 2007). Det kan exempelvis vara bilkorning eller di-
agnostisering av sjukdomar. Verkligheten &r ofta vildigt komplicerad och darfor kan spel
anvinds som substitut. Spel har ofta strikta regler och dr déarfor mer forutsdgbara. Genom
att utveckla Al som kan spela spel kan olika algoritmer utvirderas innan de appliceras pa
verkligheten.

Det gar att dela upp Al i tva kategorier: symbolisk Al och icke-symbolisk Al. Symbo-
lisk Al bygger pa en underliggande kunskapsbas som redan innehaller information ur
vilken Al:n, med vissa regler, kan dra slutsatser eller utféra handlingar (D’souza 2018).
Beslutsfattandet foljer pa sa sitt ett resonemang som dven minniskor kan folja (Bhatia
2017). Symbolisk Al kan dven kallas regelbaserad Al. Ett stort framsteg med symbolisk
Al gjordes ar 1997 da IBM:s schackspelande dator Deep Blue vann Over virldsméstaren
1 schack, Garry Kasparov (Anderson 2017). Den kunde utforska upp till 200 miljoner
mojliga schackpositioner per sekund och kunde med hjélp av en algoritm bestimma det
optimala draget (IBM 2011).

Ett bradspel som en ren symbolisk Al:n dnnu inte har lyckats besegra professionella spe-
lare pa dr go. Det har en mycket storre tillstandsrum att utforska jamfort med schack
(Silver och Hassabis 2016). Med hjélp av ett artificiellt neuronnit lyckades dock fore-
taget DeepMind skapa den icke-symboliska Al:n AlphaGo som snabbt kunde evaluera
virdefulla drag enbart baserat pa stenarnas nuvarande positioner. Det hade den lirt sig
genom maskininldrning. Detta minskade utfallsrummet avsevirt och i kombination med
klassiska sokalgoritmer kunde AlphaGo besegra virldsmistaren Lee Sedol (Silver, Huang

1



1. Inledning

m. fl. 2016; Hassabis 2016).

1.2 Maskininlarning och artificiella neuronnat

Maskininlédrning dr ett delomrade inom Al som handlar om att fa datorer att ldra sig 16-
sa problem genom analys av stora datamédngder, utan att explicit programmera hur de
ska 16sa uppgiften (Chollet 2018). Pa senare ar har stora framsteg gjorts inom omradet.
Framforallt beror det pa utveckling av bittre hardvara och den stora mingd data som
tillgéingliggjordes genom internets framvixt under borjan pa 2000-talet (Chollet 2018).
Bild- och taligenkénning, sjdlvkorande bilar och chatbottar ir alla exempel pa ny teknik
som mojliggjorts av maskininldrning och som ansags vara mycket svara problem att 16sa
bara for nagra ar sedan. Manga av de senaste framstegen inom maskininldrning bygger
pa en kategori berikningsmodeller kallade artificiella neuronnét, ANN. De inspireras av
séttet neuroner utfor berdkningar i1 biologiska hjarnor. Utvecklingen av dessa borjade re-
dan under 1940-talet och framsteg fortsatte att goras under hela 1900-talet. Otillrackliga
méngder berdkningskraft och data gjorde dock att tillampningarna lange forblev begrin-
sade (Wikipedia 2019[a]).

Med utvecklingen som skett av beridkningshastigheter i samband med nya mojligheter att
samla in data, samt lagring av denna data, har ett stort intresse uppstatt under senare ar
(Chollet 2018). Idag #r maskininldrning med neuronnét ett attraktivt forskningsomrade
med manga stora foretag och forskningsgrupper sasom Google och OpenAl inblanda-
de(OpenAl 2018; Silver, Huang m. fl. 2016).

1.3 StarCraft 2

Ett spel som idag utforskas i maskininldrningssyfte dr StarCraft 2. Det dr ett realtidsstra-
tegispel utvecklat av foretaget Blizzard Entertainment. Spelarens frimsta objektiv dr att
besegra sina motstandare genom att forstora deras enheter och byggnader. For att astad-
komma detta behover spelaren samla in resurser. Dessa resurser anvinds for att bygga
enheter som i sin tur anvinds for att attackera motstandarna. Figur 1.1 visar en bild fran
spelet. Dir syns spelet ur den minskliga spelarens perspektiv, med karta, enheter, byggnad
och killor for olika resurser.
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Figur 1.1: Figuren visar StarCraft 2 fran en spelares perspektiv. Hir syns dven grinssnittet
som spelaren anvinder for interaktion med spelet. Pa den 6vre delen syns ocksa enheter
kallade SCV, som bygger byggnader och samlar resurser. I mitten dr basbyggnaden och
runt omkring blda kristaller for att samla mineraler, och grona killor for att samla gas.

StarCraft 2 innehaller intressanta utmaningar for maskininldarning. Detta dr samma anled-
ningar till att det anses vara ett av de svaraste spelen i virlden att bemistra (Sun m. fl.
2018). Nagra av dessa ir:

* Realtid: StarCraft 2 dr ett realtidsstrategispel. Det innebér att alla spelare utfor
handlingar samtidigt. Detta skiljer sig fran spel sasom Schack dér spelare véntar
pa varandra. Det gor att det dr viktigt att utféra handlingar vid ritt tidpunkt.

* Handlingsrum: Mingden handlingar som kan utforas vid varje tidpunkt kallas for
handlingsrummet. Denna mingd uppskattas ha en storlek pa ca 10%° i StarCraft
2. For liknelse har handlingsrummet i bradspelet go en storlek pa 361 (DeepMind
2019).

1.4 Syftet med arbetet

Malet var att skapa en konkret applikation av maskininldrning i form av en Al till StarCraft
2. Al:n skulle kunna besegra de inbyggda regelbaserade Al-motstandarna upp till at-
minstone svar svarighetsgrad. Fokus lades fraimst pa omradet reinforcement learning da
detta uppfattades ha storre potential in de andra undersdkta metoderna. Imitation learning
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1. Inledning

undersoktes ocksa for att kunna jamfora och analysera mellan metoderna.

Syftet med detta dr att undersoka hur maskininldrning kan anvindas for att lata en dator
16sa komplexa problem som vanligtvis dr ldtta for manniskor att se svaret pa. Spel i form
av schack och go har tidigare anvints som milstolpar for utvecklingen, och StarCraft 2 &r
nista steg i den riktningen. Eftersom spelet kriaver komplexa strategier och langtidspla-
nering skulle AI som med hjilp av maskininldrning lért sig spela spelet utgora ett tydligt
framsteg 1 modellering av ménskligt beslutsfattande.

1.5 Etiska problem med Al

I dagens samhille finns det vissa etiska svarigheter med AI. Om Al utvecklas oforsiktigt
till att bli for avancerad fruktar manga att det kan leda till stora samhélleliga problem. Ett
problem handlar om att avancerad Al skulle kunna ersétta manniskor inom manga yrken.
Detta kan leda till utbredd arbetsloshet och vixande samhillsklyftor. En annan aspekt
handlar om nér Al ska fatta moraliska beslut, exempelvis med sjdlvkorande bilar. Om en
situation uppstar dar antingen foraren eller en fotgidngare skadas pa grund av beslut fattan-
de av Al vems fel var olyckan (Nyholm och Smids 2016)? Vidare finns dven diskussioner
om de generella applikationsmdjligheterna som dagens Al-forskning siktar pa. Al &r sil-
lan bunden till en viss applikation utan kan i manga fall, med sma modifikationer, direkt
foras in i andra omgivningar. Detta skapar problem da de kan anvindas for skapa 16sning-
ar pa olampliga problem eller anvéindas i militdra applikationer, vilket manga forskare ar
emot (Bossman 2016).

Vi anser dock att de etiska konsekvenser vart projekt kan ha dr mycket sma da var pro-
blemstéllning handlar om att skapa en Al for att spela ett spel. Eftersom vi applicerar
principer snarare dn utvecklar dem finns ingen risk att vi infor nya koncept som kan miss-
brukas.
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Teori

Maskininldrning &r ett begrepp inom datavetenskap som handlar om att fa datorer att l4-
ra sig fran olika typer av data. Maskininldrning dr bra for att hitta 16sningar till problem
genom att identifiera monster i datan. Det finns manga olika mojliga tillvigagangssitt for
att implementera maskininldrning. Nedan presenteras dirfor de begrepp och maskininlér-
ningsmetoder som dr relevanta for arbetet.

2.1 Grundlaggande uttryck

Oavsett omradet inom artificiell intelligens anvénds ibland olika uttryck for att beskriva
de grundliggande koncepten. Hér fortydligas hur de anvinds i denna rapport.

2.1.1 Tillstand

Tillstandet, dven kallat state, dr den nuvarande situationen i omgivningen som ska model-
leras. Omgivningen kan vara ett spel eller nagon annan typ av miljo. Exempelvis startar
ett schackparti alltid i samma tillstand, med alla pjdser pa bradet pa varsina sidor.

Beslut kommer ofta fattas baserat pa nuvarande tillstand. Tillstandet kan ocksa innefatta
saker som inte #r direkt synliga, exempelvis hur méanga resurser som finns tillgingliga
eller hur mycket tid som har gatt. (Matiisen 2019)

2.1.2 Handlingsrum

Ett handlingsrum, eller action space, ir de handlingar som &r mgjliga utifran det nuva-
rande tillstandet. Exempelvis i spelet tre i rad, som spelas pa en 3 x 3 ruta stor spelplan,
har spelaren ett lika stort handlingsrum som tomma spelrutor. I StarCraft 2 dr handlings-
rummet otroligt stort, och definieras i sin renaste form som alla musklick spelaren kan
gora.
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2.1.3 Beloning

En beloning, reward pa engelska, &r sittet for en agent som tranas med maskininldrning
att ldara sig vilka handlingar som &r bra och daliga givet specifika tillstand. Nér den utfor
handlingar som leder mot slutmalet &r beloningarna positiva, vilket forstarker beteendet.
Ar handlingarna kontraproduktiva for mélet kommer beldningen istéllet vara negativ och
avrada for fortsatt beteende av den typen.

2.2 Reinforcement learning

Reinforcement learning ér ett omrade inom maskininldrning dér agenter trinas till att lara
sig utfora handlingar som maximerar en numerisk beloning i en omgivning. Beloningen
ar ett matt pa hur bra agentens handlingar &r pa att uppna det mal som trdningen ska leda
till. Exempelvis kan det handla om att vinna s manga matcher i StarCraft 2 som mojligt.
Agenten viljer till en borjan handlingar slumpmaissigt och observerar vilken beloning de
leder till. Den lér sig sedan over tid vilken handling som leder till den hogsta forvintade
beloningen i ett givet tillstand.

2.2.1 Markov-beslutsprocesser

Det matematiska ramverket bakom reinforcement learning kan formuleras som en Markov-
beslutsprocess (Sutton och Barto 2018), pa engelska ofta forkortat MDP, vilket dr ett
stokastiskt sitt att modellera beslutsfattande. I en MDP befinner sig agentens omgivning
vid varje tidpunkt 7 i ett tillstand s;. Agenten observerar vid varje tidpunkt omgivningens
tillstand och viljer utifran det att utféra en handling a;, som leder till att omgivningen
hamnar i ett nytt tillstand s;, och att en skalédr beloning r;. | ges till agenten. Processen
fortsitter ddrefter att upprepas, antingen for evigt eller tills ett sluttillstand sy nas, diar T
ar det totala antalet tidssteg (Sutton och Barto 2018). Denna iterativa process leder till en
foljd av tillstand och handlingar

50,d0,51,01,52,02, ...

som kallas for en bana. En visualisering av denna process kan ses i figur 2.1
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Figur 2.1: Figuren visar interaktionen mellan en agent och dess omgivning. Agenten utfor
en handling som gor att omgivningen hamnar i ett nytt tillstand och ger en beloning till
agenten. Agenten utfor sedan en ny handling beroende pa det nya tillstandet och processen
upprepas (Sutton och Barto 2018).

2.2.2 Begrinsade Markov-beslutsprocesser

I en begrinsad Markov-beslutsprocess ér antalet mojliga tillstand 8, handlingar A och
beloningar R begrinsade mingder (Sutton och Barto 2018). Varje mojlig kombination av
nista tillstdnd s, 1 = s” och beloning r,, | = r, efter en vald handling a, = a i ett tillstdnd
s; = s, har da en vildefinierad diskret sannolikhet

p(s',rls,a).

Bade beloningen och nésta tillstand &r alltsa slumpmaéssiga variabler. Sannolikheten for
omgivningens niista tillstdnd s, | = s’ ges alltsd av

p(s'|s,a) =Y p(s',rls,a)
reR

vilket kallas for tillstandsovergangssannolikheten (Sutton och Barto 2018). Notera att
detta inte dr en begrinsning till enbart stokastiska omgivningar, eftersom sannolikheten
for nista tillstand i en deterministisk omgivning helt enkelt ges av

, 1 for ett enda tillstand s’
p(sls,a) = -
0 for alla andra tillstand

Det tidigare nimnda exemplet schack dr en omgivning med en sadan tillstandsovergangs-
sannolikhet, eftersom samma drag vid en viss konfiguration av spelplanen alltid resulterar
1 samma nya konfiguration.
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Ett exempel pa en begransad Markov-beslutsprocess visas i figur 2.2.

Figur 2.2: Figuren visar en grafisk representation av en begrinsad Markov-
beslutsprocess. Tillstanden representeras hiar av noderna sg, s; och s, och de mojliga
handlingarna av noderna ag och a;. Pilar utgaende fran ett tillstand visar handlingar som
ar mojliga fran detta, och pilar utgaende fran en handling visar mojliga nista tillstand.
Talen bredvid de sistndmnda pilarna ir tillstdndsovergangssannolikheterna p(s'|s,a) fran
ekvation (2.2.2) och talen (-1, +5) vid dndarna av de pilar som pekar utat ar beloningar.
(waldoalvarez [CC BY-SA 4.0 https://creativecommons.org/licenses/by-sa/4.0]) (Wikipe-
dia 2019[b])

2.2.3 Policy

En agent viljer handlingar enligt en sa kallad policy m(a,s) (Sutton och Barto 2018), som
ger en betingad sannolikhet att vélja handling a i tillstand s, det vill siga

m(a,s) = p(a|s) eller ibland skrivet 7(als).

Om omgivningen utvecklas med upprepade tillimpningar av 7 fas en bana, och en sadan
bana som borjar fran initialtillstandet sq kallas for en utrullning av policyn 7.

Vanligtvis dr agentens mal att ldra sig en policy som maximerar den totala framtida belo-
ningen G; fran den nuvarande tidpunkten ¢

G =rp1+rqa+rgs+..

For en icke-dndlig bana blir G; dock oédndligt stor, vilket dr problematiskt. For att bland
annat 16sa detta problem infors ofta en avdragsfaktor y € [0, 1] i G, (Sutton och Barto
2018) enligt

Gi=rip1+ Y2+ Vrs+.. = Y Yritek
k=0

8



2. Teori

som garanterar att G, konvergerar till ett dndligt virde. Avdragsfaktorn avgodr hur hogt
agenten ska virdera framtida beloningar. Det kan ses som att agenten far en tidshorisont
som den begrénsas till att forsoka maximera beloningen inom.

Inom imitation learning anvinds ocksa en sa kallad expertpolicy, betecknat *, som ska
vara en policy som maximerar eller dr nédra pa att maximera G;. Sadana policyer skulle
kunna vara minniskostyrda savil som optimala algoritmer.

For att aterigen anknyta till schack-exemplet skulle en enkel policy kunna vara att alltid
folja en forutbestimd ordning av drag, oberoende av hur spelplanen ser ut. Trots att en
sadan policy kan leda till en och annan vinst dr den langt ifran optimal. En expertpolicy
skulle da kunna vara en schackvirldsmaéstare, och forutsatt att beloningar ges utifran vins-
ter och forluster leder dennes drag till det hogsta vintevérdet pa G;. For att avgora vilket
drag detta dr kan vdrdefunktioner anvindas, vilka beskrivs i nésta delkapitel.

2.2.4 Virdefunktioner

Ett centralt begrepp inom reinforcement learning dr véirdefunktionen Vy av ett tillstand
s, vilket definieras som vintevirdet av G, om agenten borjar i ett tillstand och foljer en
specifik policy 7 (Sutton och Barto 2018)

(o)

Z ?/(’”t+1+k

k=0

Va(s) =Ez[Gi|s] =Eq

s] . 2.1

Ett annat nirbeslédktat begrepp dr handlings-tillstandsvirdet, oftare kallat Q-véirdet, av en
handling a vid tillstand s. Det definieras som vintevirdet [E; av G; om agenten befinner
sig i tillstand s, véljer handling a och sedan f6ljer en specifik policy 7 (Sutton och Barto
2018)

Or(s,a) = EE[Gt\s,a} =E,

Z 7/{”t+1+k
k=0

I princip kan bade tillstandsvirdena Vy(s) och Q-vérdena Qr(s,a) under en viss policy ©
uppskattas genom att lata agenten folja policyn i omgivningen ett stort antal ganger och
medelvirdesbilda den totala beloningen G; som erholls efter varje tillstand och handling
som forekom. Upprepas detta tillrdckligt manga gnger kommer medelvirdena Vy(s) och
Ox(s,a) att konvergera till de korrekta virdena Vz(s) och Q(s,a). Denna metod kallas
for Monte Carlo-sampling och dr en av flera metoder for att uppskatta de bada vérdefunk-
tionerna (Sutton och Barto 2018).

s,a] 2.2)

I manga fall dr dock antalet mojliga tillstind § och handlingar A vildigt stort, vilket
dessvirre gor Monte Carlo-metoder ineffektiva (Sutton och Barto 2018). Detta eftersom
agenten maste utforska omgivningen orimligt manga ganger innan bra uppskattningar
fas av de bada virdefunktionerna Vy(s) och Qz(s,a). Da anvinds ofta parametriserade
uppskattningar Vy ¢(s) och Oz ¢(s,a) av dessa istillet, vars virden beror pa en uppsiitt-
ning anpassningsbara parametrar 6 = (6;, 65, ...). Exempelvis kan artificiella neuronnét
anvindas for sadana parametriserade uppskattningar, vilket beskrivs senare i kapitel 2.4.
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2.2.5 Temporal Difference learning

Gemensamt for bade tillstandsvédrdena och Q-virdena ar att de uppfyller Bellmanekvatio-
nen, vilket innebdr att viardet for ett visst tillstand kan uttryckas i vérdet for ndstkommande
tillstand (Sutton och Barto 2018). For tillstandsvirdena blir detta

Va(s) =Ex[rip1 +Yrisa+..|s] = Ex[rip1 +YGig | 5]

2.3
B[+ Wal(s)] 5] -

dir Vz(s') dr tillstandsvérdet for nésta tillstind s'. Figur 2.3 visar en grafisk illustration
av detta. Denna egenskap gor det mojligt att uppskatta V(s) utan att behova samla in
fullstindiga banor 7 (Sutton och Barto 2018); tillstandsvérdet V(s) kan enligt den sista
likheten i (2.3) istéllet uppskattas av

Va(s) = re1 + V(s (2.4)
dir Vz(s') i sin tur 4r en uppskattning av nista tillstindsvirde gjord pa samma siitt.

Genom att likt Monte Carlo-sampling lata agenten folja policyn i omgivningen ett stort
antal ganger, men istidllet uppdatera tillstandsvirdena enligt ekvation (2.4) efter varje steg,
kommer dessa till slut konvergera till de korrekta tillstandsvirdena (Sutton och Barto
2018). Denna metod dér ett tillstandsvérde uppskattas utifran det foljande tillstandsvirdet
kallas for one-step Temporal Difference learning eller TD(0). Det gor det alltsa mojligt
att forbattra uppskattningarna av tillstandsviardena under traningsprocessen istillet for att
behova vinta tills N stycken banor har samlats in som vid Monte Carlo-sampling.

En mer generell variant av metoden dr n-step Temporal Difference learning eller TD(n).
Pa ett liknande sitt som tidigare kan tillstandsvirdet skrivas som

n
Vr(s) :]E,;[r,H + Y2+ ’S] :Eﬂ[ Z ?’k”t+1+k+3’n+1Vn(St+l+n =) ’S]
k=0

vilket betyder att Vz(s) kan uppskattas utav
Vr(s) = Z ?’krt+1+k +7’"+ Va(Ses14n = S,)
k=0

dir Vi (S; 14, = §') alltsd dr virdet for det resulterande tillstindet efter n steg. Ovansté-
ende ekvationer giller dven for Q-virdena som darfor ocksa kan uppskattas genom TD
learning. (Sutton och Barto 2018)
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S
V(s) ~—

(s,a)
OOO

OO0 OO —v(s)
S,

Figur 2.3: Figuren visar en grafisk illustration av sambandet mellan virdet for ett tillstand
s och virdet for ett foljande tillstind s'. Enligt Bellmanekvationen 2.3 #r virdet V (s)
véantevardet av alla mojliga nista tillstands viarden och beloningen som dessa ger. I figuren
visas ett av flera sédana mojliga nista tillstind med virdet V (s") och tillhérande beloning
r.

2.2.6 Experience replay

For att mer effektivt utnyttja uppsittningar av tillstand, handlingar och tillhérande bels-
ningar, kallade erfarenheter, som ses av agenten kan en metod kallad experience replay,
DRLseries anviandas (Matiisen 2019). Erfarenheterna sparas da i en sa kallad replay buf-
fer, vilken kan ses som ett minne for agenten, som de kan hidmtas ifran och trénas pa flera
ganger. Vanligtvis sker detta parallellt med att agenten utforskar omgivningen. Detta ex-
empelvis genom att vilja ut och trdna agenten pa ett antal slumpmaissiga erfarenheter for
varje val av handling den gor. Eftersom agenten da tridnas pa en blandning av erfarenheter
fran vildigt olika delar av omgivningen och som diarmed har en lag korrelation leder det
ocksa till en policy som &r stabilare i en storre miangd tillstand.

2.2.7 Q-learning

Q-learning &r en reinforcement learning-metod som gar ut pa att anvinda Bellmanekva-
tionen for att uppskatta den optimala Q-véardefunktionen (Russel och Norvig 2009). Q-
virdena sparas i en sa kallad Q-tabell, dir varje handlings Q-virde givet ett visst till-
stand kan slas upp. Enligt Bellmanekvationen ges Q-virdefunktionen av (Sutton och Bar-
to 2018)
Ox(s,a) =Ex[ri1+ YWa(s')|s,a]

Eftersom detta dr ett vintevirde kan det uppskattas genom medelvirdesbildning. Da den
optimala Q-virdefunktionen fas av en policyn som alltid viljer handlingen a med storst
Q-virde blir uppskattningen enligt Bellmanekvationen for Q-virdena

Or(s,a) =ri1 + ymax O(s',a) (2.5)

11
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dir " dr nista tillstdnd. Medelvirdesbildning av tillrickligt manga uppskattningar enligt
(2.5) konvergerar alltsa till de optimala Q-virdena. Da medelvérdesbildningen brukar sker
kontinuerligt under tréningsforloppet sa gors ett viktat medelvirde mellan det gamla me-
delvirdet Q (s, a)gammalc Och den nya Q-virdesuppskattningen Ox(s,a) efter varje val av
handling enligt

@n(saa) = (1 - a)@n:(S?a)gammalt + OCQ;-L-(S,Q)

som alltsa efter tillrackligt manga utrullningar konvergerar till den optimala Q-virdesfunktionen.
Vikten o brukar kallas for inldrningshastighet och avgor hur hogt nya Q-virdesuppskattningar
Qﬂ(s,a) ska viktas i medelvirdesbildningen. Hur denna bist viljs dr nagot som behover
undersokas for varje omgivning, men sma virden som exempelvis 107 ir vanliga.

2.2.8 Policy gradient

En annan typ av metod inom reinforcement learning ir sa kallad policy gradient, vilken
skiljer sig fran virdebaserade metoder som exempelvis Q-learning. Policy gradient hittar
varken optimala virdefunktioner eller viljer handling utefter dessa i varje tillstand. Istdllet
syftar den till att parametrisera agentens policy och justera denna sa att vintevirdet av
den totala framtida beloningen maximeras (Sutton och Barto 2018; Hui 2019a). Policyn
ar da beroende av, och differentierbar med avseende pa, en uppsittning parametervirden
0 € R och tecknas ofta som
mg(a,s).

Likt virdefunktionen i ekvation (2.1), som dr den forvéntade totala framtida beloningen
givet ett tillstand, kan en malfunktion J inféras. Malfunktionen beskriver den forvintade

totala framtida beloningen fran initialtillstandet givet en policy 7y som ges av (Sutton och
Barto 2018)

J(0) =Eg,

i ;/r(s,,at)] =Y Py(1)R(7), (2.6)
t=0 T

dér 7 dr en bana.

Pg(7) dr sannolikheten att en bana T f6ljs givet en policy mg och den totala beloningen
R(7) som banan ger. En bra policy leder till en storre beloning vilket 6kar J. Inldrningen
blir dérfor ekvivalent med att maximera J, alltsa finna parametrar 6 som maximerar
malfunktionen:
0" = argmaxJ(0) = argmaxZPg(T)R(T).
0 0 T

0" kan hittas iterativt genom gradient ascent. Metoden gar ut pa att finna malfunktionens

gradient med avseende pa 6 och sedan uppdatera 6 med gradienten och inldrningshastig-
heten o enligt

0« 0+ aVel(0). 2.7)

Valet av  blir en balansgang, da sma o innebir sma uppdateringar till 8 och dirmed lang-
sammare traning, medan stora & kan leda till att maximumet 1 J passeras. Med gradient
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ascent blir maximumet inte heller garanterat globalt da metoden inte skiljer pa lokala och
globala maximum. Detta innebir att policyn lér sig en strategi som &r bittre dn liknande
strategier men dr potentiellt langt fran den bésta.

Det gér att visa att VgJ(0) kan skattas som

o 1 N—-1T-1
Ve](e) = N Z Z Vg log(irg(a,-7,|s,-7,))R(T,-) (28)
i=0 t=0

dédr N idr det totala antalet episoder som ska anvédndas i skattningen och i dr den i:te episo-
den, samt att antalet tidssteg begrénsats till 7. For en hirledning av detta uttryck hédnvisas
lasaren till appendix B. I praktiken blir flodet som i algoritm 1, som sedan kdrs manga
ganger for att forbéttra policyn.

input : Policyns parametrar 0, antal episoder N, trdningsparameter &
output: Uppdaterade parametrar 0

gradient < en array av N nollor;

for i <— O to N do
Generera T = (s9,4d0,51,d1,...,5T—1,ar—1) for en hel episod utefter mg;
Berikna beloningen R givet banan 7;

T—1
gradient[i] %zlv Y. Vglog(mg(arls:))R;
=0

end
N—1
return 6 +a Y, gradient]i]
i=0
Algoritm 1: Algoritm som beskriver policy gradient. Hir syns dr processen for att ga
igenom banor och uppdatera gradienten efter vilken beloning som erholls.

2.3 Supervised learning

Supervised learning ar den gren av maskininldrning som gér ut pa att lira en Al ge ritt
utdata givet en viss indata (Russel och Norvig 2009; deeplizard 2019) genom att tridna den
med ett stort antal korrekta in-utdata-par. Den gor detta genom att optimera en rad vikter
0 for att minimera den sa kallade forlustfunktionen. Det ér en typ av malfunktion som ska
minimeras istédllet for att maximeras.

2.3.1 Klassifikation och regression

I ett klassifikationsproblem har anvindaren nagon data som ska klassificeras i nagon av
flera klasser (Russel och Norvig 2009). Exempelvis kan problemet vara att bestimma om
en bild innehaller en katt, en hund eller inget alls. Indatan kan da vara en bild vars pixlar
ses som matriser. Nér en sadan bild x matas in i klassificeringsfunktionen g fas ett utfall
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y som 1 detta fallet dr en vektor med tre element. Det forsta elementet dr sannolikheten
att det dr en katt, det andra elementet dr sannolikheten att det dr en hund och det tredje
elementet dr sannolikheten att det inte dr nagot av dem. Detta illustreras i figur 2.4.

94% katt
>l 5 e
1% 1nget

X & Y

Figur 2.4: Ett exempel pa hur indata i form av en bild x klassificeras av g som en sanno-
likhet av tre mojliga utfall i en vektor g(x) = y. I exemplet ir det enligt g vildigt troligt
att x forestéller en katt.

2.3.2 Traning och validering

Vid supervised learning kriavs insamlad data som modellen kan arbeta utifran. Dessa de-
las in i trdningsdata och valideringsdata. Det dr viktigt for utvecklingen av en modell att
fa manga olika tillstand och handlingar att tridnas pa, for att den littare ska kunna hitta
monster. Darfor anvinds traningsdata separat fran valideringsdata. Pa sa sitt kan valide-
ringsdatan, som da &r unik, anvéndas for att se hur effektiv modellen har trinats. Sa linge
modellen inte trinas pa valideringsdatan kan ytterligare validering utforas med hjilp av
den efter fortsatt trining. Resultaten kan da jamforas mellan olika generationer av model-
len for att se nédr den nar sin topp. Risken med for mycket lik triningsdata &r sa kallad
overfitting (Russel och Norvig 2009), nér den tror att den hittar monster som faktiskt inte
finns da for mycket data &r for lik.

For att se hur vil en modell lirt sig anvédnds valideringsdatan tillsammans med en forlust-
funktion L (deeplizard 2019; Russel och Norvig 2009). En vanlig sadan dr medelkvadrat-

felet, som ges av
I & 2
L= Y (i)
i
dér y dr en vektor som representerar utdatan som modellen ska ldra sig, y d&r modellens
uppskattning av y och n utdatans dimension. Minimeras forlustunktionen sa innebér det

alltsa att modellens utdata y #r bra uppskattningar av den korrekta utdatan y.
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2.3.3 Imitation learning

Imitation learning 4r en underkategori av supervised learning. Istillet for att ldra en Al att
klassificera olika indata, lar Al:n sig en policy 7 som ska imitera en sa kallad expertpolicy
7 (Yue och Le 2018). Det finns olika sitt att utfora imitation learning. Ett enkelt sétt dr
behavioral cloning dér problemet behandlas som ett vanligt klassifikationsproblem med
skillnaden att trainingsméngden kommer fran manga utrullningar av 7*. Al:ns egna policy
7 kommer da trinas till att forsoka utfoéra samma handlingar som expertpolicyn. En nack-
del med den hir metoden é&r att expertpolicyns utrullningar inte nddvéndigtvis innehaller
alla mojliga tillstand; eftersom den endast utfoér bra handlingar kommer den exempelvis
inte hamna i daliga tillstand. Det innebir att 7 inte kommer ldra sig att hantera dessa till-
stand dven om 7" vet vilka handlingar som &r optimala i dessa fall (Yue och Le 2018).
Sadana problem dyker fort upp da z sannolikt inte kommer hirma 7* exakt.

En annan mojlighet &dr imitation learning med en interaktiv expertpolicy, dér utrullningar
av " inte dr nodvindiga. Istdllet utfors triningen genom att i utrullningar av 7 lata m*
observera banan och skapa en imitationsforlustterm som beror pa skillnaden i 7(a;|s;) och
mt*(ay|s;), exempelvis i form av medelkvadratfelet i ekvation (2.3.2). Detta later agenten
ldra sig ritta till misstag, ndgot som behavioral cloning inte kunde (Yue och Le 2018; Hui
2019b).

2.4 Artificiella neuronnit

Teorin bakom artificiella neuronnét borjade forst utvecklas under 1940 talet dar Warren
McCulloch och Walter Pitts med hjédlp av matematik och algoritmer baserade en metod
som heter threshold logic (McCulloch 1990). Detta skapade védgen for borjan av neuronnét
(Kleene 1956).

Ett artificiellt neuronnit dr en berdkningsmodell som inspirerats av séttet biologiska hjér-
nor utfor berdkningar och anvénds vanligtvis for funktionsuppskattning (Wikipedia 2019[a]).
De bestar av ett flertal ssmmankopplade lager av noder. Ett exempel pa detta illustreras
i figur 2.5 med ett neuronnit bestaende av tre fullt sammankopplade lager med olika an-
tal noder. Noderna i varje lager ir kopplade till noderna i foregaende lager savil som de
nidstfoljande. Om varje nod i ett lager dr kopplade till alla noder i dess foregaende la-
ger kallas lagret for ett dense layer(deeplizard 2019), eller ett full sammankopplat lager.
Det forsta lagret i ett nédtverk kallas for inmatningslagret medan det sista lagret kallas for
utmatningslagret. Data som ges till inmatningslagret kommer att propagera genom neu-
ronnitet tills en utmatning fas fran utmatningslagret. Vilken inmatning som ger en viss
utmatning beror ddirmed pa hur noderna i neuronnitet 4r sammankopplade och styrkan pa
dessa kopplingar. Nista delkapitel beskriver vad detta innebér.
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Inmatnings Lager | Gomt Lager Utmatnings Lager

Figur 2.5: Ett neuronnit bestaende av tre fullt sammankopplade lager: ett inmatnings-
lager, ett gomt lager och ett utmatningslager. x1,x2 ar indata och yl,y2 ér utdatan fran
nétverket. w_a och w_b dr exempel pa vikter som finns pa varje koppling.

2.4.1 Matematisk modell

Ett neuronnit fungerar genom att varje nod i ett lager ger ett utviirde som &r en funktion
av en viktad summa av utvirdena hos det féregaende lagrets noder adderat med en bias b
for varje nod (Skalski 2019) (Rashid 2016). For den i:te noden i det nuvarande lagret kan
denna summa z; tecknas

Zi = Wi1X1 +WipXp + ...+ WipXn + b;

— —»T
=wiX' +bj,
dar
T
X = [X1, X2, «vy Xp]

ar det foregaende lagrets utvirden och

- T

Wi = [Wi1, Wi2, ..., Win]

ar deras respektive vikter tillhorande nod i. Denna berdkning utfors for varje nod i det
nuvarande lagret. Om lagret innehaller m noder kan detta uttryckas med matrisekvationen

Z=wx +b
Eller uttryckt fullstidndigt:
21 Wil win o o Wi | | X by
2 Wal Wwaa ot wou | |X2 by
=1 . +
Zm Wmil Wm2 - Wmn| |Xn bm

)
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Nodens utvirde y; bestims med en funktion g, dven kallad aktiveringsfunktion, sa att
Ji = 8(zi).

Detta beridknas for alla noder och skickas sedan vidare till nédsta lager som en vektor, dér
processen borjar om pa nytt (Skalski 2019; Sanjeevi 2019; Rashid 2016). Undantagen &r
da dessa dr inmatnings- eller utmatningslager. Om neuronnitet anviands exempelvis som
en policy i en reinforcement learning-algoritm kommer inmatningslagret fa sina inviarden
fran tillstandet s, och utmatningslagret ge utvirdet a; (eller p(a;|s;)).

2.4.2 Aktiveringsfunktioner

Aktiveringsfunktionen bestimmer karakteristiken av en nods utvérde (Babs 2019). Exem-
pelvis finns den linjira aktiveringsfunktionen

g(zi) =2z

som inte dndrar pa summan alls. Ett sddant utvirde kommer inte vara begrénsat i storlek
vilket inte alltid &r onskvért. Exempelvis om neuronnitet ska modellera sannolikheten att
en bild forestiller en katt ska utvirdet varken kunna vara negativt eller storre &n 1.

En annan aktiveringsfunktion dr ReLU, kort for rectified linear unit. Denna dr samma
som den linjdra aktiveringsfunktionen forutom att alla negativa vérden blir 0. ReLU ir
en mycket populir aktiveringsfunktion da den dr bade snabb och hjilper till att motverka
problem med att gradienter blir for sma (Skalski 2019).

2.5 Djupinliarning

Ett artificiellt neuronnit med fler 4n ett gomt lager kallas for djupt. En av de mest hdpnads-
vickande egenskaperna for djupa artificiella neuronnit dr att de med tillrickligt manga
lager och noder samt ritt val av vikter kan visas kunna uppskatta alla mojliga kontinuer-
liga funktioner av dess inmatning godtyckligt bra (Sutton och Barto 2018). Notera dock
att detta teoretiska resultat kan kriva enormt stora lager for att fa exakta uppskattningar,
men generellt &dr relativt sma lager tillrickliga for att ge uppskattningar med god over-
ensstimmelse for de flesta funktioner. Justering av ett neuronnéts vikter for att uppna en
viss typ av funktionsuppskattning brukar kallas for inldrning, och nér detta gors for djupa
neuronnit kallas det for djupinldrning eller pa engelska deep learning.

Applikation av djupa neuronnit pa reinforcement learning och supervised learning ger
deep reinforcement learning och deep supervised learning. 1 deep supervised learning an-
vinds neuronnit for att exempelvis ge en klassifikation av vad en bild visar. Nitverkets
vikter uppdateras utifran den eftersokta utsignalen. Vid deep reinforcement learning an-
vinds djupa neuronnit exempelvis for att uppskatta vardefunktioner eller parametrisera
agentens policy.
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2.5.1 Deep Q-learning (DQL)

Nir ett neuronnit anvéinds for uppskattning av Q-vérdena vid reinforcement learning kal-
las metoden for Deep Q-learning. Anledningen till att neuronnit anvénds istédllet for en
Q-tabell som vid den tidigare beskrivna metoden Q-learning dr for att stora handlings-
och tillstandsrum kridver en extremt stor miangd korningar for det ska ga att bestimma
Q-virderna explicit. Dessutom krivs en stor miangd minne for att lagra dessa i en Q-tabell
(Hui 2019a). Ett neuronnit ddremot har en begrinsad méngd justerbara vikter som enkelt
kan lagras i datorns minne, och om tillrdckligt manga lager och noder anvénds kan neu-
ronndtets Q-virdesuppskattning ha god dverensstimmelse med de korrekta Q-viérdena.

2.5.2 Advantage Actor Critic (A2C)

Actor Critic dr en metod som kombinerar de tidigare beskrivna metoderna Policy gradient
och Deep Q-learning for effektivare inldrning (Nicholls 2019; Karagiannakos 2019). Pa
samma sitt som i Policy gradient parametriseras agentens policy i A2C av en uppsittning
justerbara parametrar 6 i form av ett artificiellt neuronnit. I delkapitel 2.2.8 beskrevs
malfunktionen J(6) som ska maximeras av agenten vid Policy gradient, vilken ges av

J(G) = Eﬂe

i‘éy’r(s,,a,)] = ZP@(T)R(T).

Maximering av J(60) kan goras genom sa kallad gradient ascent, ddr parametrarna 6 upp-
dateras enligt ekvation (2.7) med VgJ(0) uppskattad enligt

- N—-1T-1
Vol (0) = ¥ Z Z Vo log(mg (ais]sis))R(T). (2.9)
i=0 =0

For varje parameteruppdatering krivs da insamling och medelvirdesbildning av N styc-
ken banor 71, 7, ..., Ty enligt agentens nuvarande policy 7g.

Ett sitt att tolka ekvation (2.9) &r att policyns parametrar 6 dndras sa att den framtida
totala beloningen utgaende fran initialtillstandet 5o maximeras. Ett alternativt till detta ar
att istéllet dndra policyn till att maximera den totala framtida beloningen utgaende fran ett
slumpmdissigt tillstand, vilket gors genom att ersétta R(7) = Vz(so) med Q-vérdet for den
valda handlingen i ett sadant slumpmassigt tillstand. Det nya uttrycket for parameterupp-
dateringen ges da av

N7
VeJ(0) = N Y. Y Volog(mg(aislsi))Qn(sis,ais) (2.10)
i=0 1=0

Ytterligare ett neuronnit anvinds vanligtvis for att gbra en parametriserad uppskattning
av Q-virdena Qg 4 och trinas pd samma sitt som i DQL.

Algoritmen anvinder alltsa tva stycken neuronnit. Det forsta parametriserar agentens po-
licy och brukar kallas for en actor, och det andra gor en parametriserad uppskattning av
Q-virdena och brukar kallas for en critic.
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Temporal Difference learning, som beskrevs i delkapitel 2.2.5, kan dven implementeras
for att slippa samla in N stycken hela banor 7; for varje uppdatering av neuronnitens
parametrar. Uppdatering av neuronnitsparametrarna kan da ske efter n stycken par av
tillstand och handlingar har samlats in, vilket ger en avsevirt snabbare inldrning (Sutton
och Barto 2018). For n = 1 sker uppdatering av neuronnitens parametrar efter varje val
av handling. Criticens parametrar uppdateras som vid DQL och actorns parametrar 0
uppdateras enligt

Vol (8) = Volog(mg(as|s:))Or.o (5. ar). 2.11)

Intuitivt kan detta tolkas som Q-vérdena viktar uppdateringar av parametrarna 6 mot po-
licyer som leder till hoga Q-vérden.

Aven om storre parameteruppdateringar sker mot policyer som leder till hoga Q-virden
snarare 4n laga kan uppdateringar fortfarande ske mot de sistnimna med ekvation (2.11)
sa linge Q-virdena dr positiva. En bittre strategi hade varit att uppdatera parametrarna
bort frén policyer med laga Q-virden. Av denna anledning brukar Q-virdena Qy ¢ (si, i)
i ekvation (2.11) ersittas med en sa kallad dvertagsfunktion, eller pa engelska advantage
function, Az ¢(sis,a;;) som ges av

An,q) (Stvat) = Qn,q) (stuat) - Vn,q) (St)

Eftersom virdefunktionen Vy ¢ dr lika med véntevirdet av ett tillstinds Q-vérden

Vi(s) =Ex[Qx(s,a)] Zn’a|sQﬂsa)

blir Az (s,a) ett matt pa hur mycket bittre den valda handlingens Q-virde r én tillstandets
medel-Q-virde. Uppdateringar kommer da ske bort fran policyer som viljer handlingar
med ldgre Q-virden in tillstandens medel-Q-virde. Algoritmen brukar da kallas for Ad-
vantage Actor Critic eller A2C.

Entropin H(x) av agentens policy kan dven anvindas for 6ka agentens tendens att ut-
forska omgivningen. Entropi &r ett matt pa hur utspridd en sannolikhetsfordelning &r 6ver
de mojliga utfallen och definieras som

Zﬂ? s)logm(als)

Hog entropi innebér en utspridd sannolikhetsfordelning dir sannolikheten dr jimforbart
stor for varje mojligt utfall, medan lag entropi innebér en spetsig sannolikhetsfordelning
ddr sannolikheten for ett fatal utfall dr hog och lag for 6vriga. Genom att ligga till en
viktad entropiterm i ekvationen for parameteruppdateringar uppmuntras alltsa agenten till
att vilja handlingar mer slumpmaéssigt och dirmed utforska omgivningen.

Det slutgiltliga uttrycket for parameteruppdateringar med Q-virdena utbytta till en dver-
tagsfunktionen och med en viktad entropiterm blir

VoJ () = Vo (log(ma (ays)))Aro (s1.c1) — B Y. w(als) log x(als)
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7o)
o\

ctor
A
Omagivning
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Figur 2.6: Figuren visar sig hur actor, critic och omgivningen arbetar med varandra. Hir
ser man hur handlingen a; paverkar omgivningen som i sin tur avger ett tillstand s; och
en beloning r;. Criticen tar emot tillstandet och beloningen och skattar Q-virdet ¢ som
anvinds for att uppdatera actorns policy.
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Avgransningar

Pa grund av den begrinsade hardvaran och tid projektet utforts under har en rad forenk-
lingar av spelet gjorts.

3.1 Handlingsrum

For att reducera spelets stora handlingsrum har ett antal foérbestimda handlingar program-
merats in. Exempel pa sadana handlingar &r att bygga en enhet/byggnad eller att ga till
attack. Dessa handlingar byggs upp utav ett antal mindre handlingar sasom musklick och
kamerahantering. Genom denna abstrahering behdver Al:n inte hantera dessa alternativ
och handlingsrymden reduceras till de handlingar vi definierat. Ett stérre handlingsrum
hade teoretiskt sett varit mojligt, men hade endast utokat trianingstiden véldigt mycket.

3.2 Tillstand

Tillstanden som agenten baserar sina handlingar pa kommer att begrinsas till en vektor
bestdende av visentlig information. Dessa vektorparametrar dr en forenkling av den till-
gingliga informationen i spelet.

3.3 Raser

Det finns tre raser 1 StarCraft 2 som alla har olika enheter och spelsitt. Vi har darfor beslu-
tat att bade var Al och motstandaren enbart spelar som rasen Terran. Framst innebar det
att alla grundldggande handlingar blir enklare att programmera, och lika manga undan-
tagsfall behover inte goras. Det sparar mycket arbete i forberedelser. En annan férdel med
detta &r att Al:n kan trdnas mot sig sjdlv. Att Al:n endast behover lira sig att spela med
en specifik matchuppstéllning istéllet for alla nio mojliga paskyndar ocksa inldrningspro-
cessen.
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3. Avgrinsningar

3.4 Karta och koordinater

Da det finns en stor mingd olika kartor som alla paverkar spelet, och ddrmed inldrnings-
processen, anvinds enbart kartan Abyssal Reef. En agent som kan spela pa flera kartor
skulle behdva inbyggda funktioner for att ldsa av omraden pa ett annat sitt dn vad som
kommer behovas nu. I samband med val av karta kan faktumet att koordinater blir kon-
stanta utnyttjas.

3.5 Spellige

Var Al kommer bara spela i ett 1-mot-1 ldge. Att 6ka antalet spelare introducerar mer
komplexitet da tillstand och framgang beror 4nnu mindre pa agentens handlingar. Agenten
hade teoretiskt sett kunnat spela en perfekt omgang i spelet, men de andra spelarna gjorde
4ndd s den forlorar och #ndi fir en negativ beloning. Aven motsatsen kan ske. Denna
avgransning gjordes darfor for att undvika for manga utomstaende osékerheter.

3.6 Fog of War

For underlitta trining av agenter dr spelmekaniken Fog of War avstingd. Fog of War
doljer vanligtvis de delar av kartan som spelaren inte har enheter vid. Med Fog of War
pa skulle agenten behova ldra sig skicka ivdag enskilda enheter for att samla information
om motstandaren. Agenten skulle dven behdva minnas vad den observerat. Dock hade
agenten dnda inte haft perfekt information om hela speltillstandet, vilket skulle kunna leda
till daliga beslut. Att implementera ett minne eller informationsinsamling skulle kriva en
mer komplex 16sning som vi inte utfor.

Genom att stinga av Fog of War har Al:n perfekt information. Detta innebér att var Al
har tillgang till hela spelets tillstand vid varje tidpunkt.
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Utforande

Innan arbetet med att utveckla en AI med hjilp av maskininldrning paborjades behovde
en struktur for programmet skapas. Nér det var gjort inleds arbetet med maskininldrning.

4.1 Ramverk for interaktion med StarCraft 2

For att en Al ska kunna interagera med spelet behovdes forst ett ramverk skapas. Ram-
verket lag som ett skelett till Markov-beslutsprocessen for spelet. I StarCraft 2 involverar
det nuvarande tillstandet manga aspekter. Det kan vara hur mycket resurser spelaren har
eller antalet och placeringen pa varje fiendeenhet. Dérfor finns det extremt manga olika
diskreta tillstand.

Handlingarna som spelaren kan utfora dr ocksa extremt manga. Varje klick pa skdrmen
har en potential att fordndra tillstandet markant. Dessutom kan tillstandet fordndras utan
att en viktig handling utfors. Darfor dr de nya tillstanden oforutsidgbara, baserat pa vad
motstandaren gor.

Till slut definieras beloningarna i StarCraft 2 ofta baserat pa hur mycket ndrmare vinst
varje handling tog spelaren. Andra definitioner sa som att belona specifika handlingar kan
skapa problem, eftersom agenten da istéllet kan ldgga fokus pa andra saker dn vinst. Pa
grund av detta valdes slutligen en beloning utefter vinst eller forlust.

Den kod som framstillts under projektet finns tillginglig i Appendix B. Dir beskrivs
kodbasen bade i skrift och grafiskt.

4.1.1 PySC2

For att skapa ramverket anvédnder vi oss av Pythonbiblioteket PySC2. Detta bibliotek &r
utvecklat av DeepMind tillsammans med spelskaparna Blizzard. Biblioteket ger oss till-
gang till en mingd funktioner for att bland annat hdmta information och utféra handlingar
i spelet.

Biblioteket, som dr utvecklat i maskininldarningssyfte, ger oss dven tillgang till en mangd
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lagupplosta bilder av vad Al:n kan se, sa kallade feature layers. Dessa ger information om
exempelvis vilken spelare enheter tillhor, kartans utseende eller vad som sker dir kameran
ar. Visualieringen utav dessa lager kan ses i figur 4.1.

Figur 4.1: Visualiseringen utav den information Al:n har tillgang till. Pa véns-
ter sida dr den nuvarande skidrmpositionen och vad som genom den observeras.
Pa hoger sida ser man de olika “feature layers” som finns tillgdngliga, exem-
pelvis “minimap_player_relative” didr man ser vilken spelare enheter tillhor eller
”screen_unit_hit_points” som ger information om enheters tillstand i form av hilsa.

Interaktionen med spelet bygger pa PySC2’s stegfunktion som med en parameter kan ju-
steras hur ofta den anropas. Frekvensen av anrop begrinsar hur ofta Al:n utfér handlingar.

Varje anrop till stegfunktionen far tillbaka en handling att utfora. Det kan till exempel
vara att flytta kameran, bygga eller markera en enhet. Denna stegfunktion anvinds for att
uppdatera tillstandet och utfora handlingar enligt Algoritm 2.

UpdatedState = False;

while True do

if UpdatedState then

vilj handling och utfor den (4 Steg, agent anrop);
UpdatedState = False;

else

Uppdatera State (4 Steg);

UpdatedState = True;

end

end

Algoritm 2: En Oversikt 6ver programloopen. Varje handling och tillstandsuppdatering
tar 4 steg da det ramverk vi konstruerat kréver ett flertal steg per handling. Detta forklaras
i kommande avsnitt.
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4.1.2 Definiera tillstand

Tillstanden som skulle matas in till agenten bestamdes till att vara data om antalet en-
heter bidgge spelare har, midngden resurser i form av mineraler, gas och mat agenten har,
tiden som har passerat sedan matchens borjan samt tidpunkten da agenten senast anfoll
tillsammans med dess davarande arméstorlek. Figur 4.1 innehaller en fullstidndig tabell
over vilka maskininldrnings metoder som anvént vilka tillstandsvariabler. Alternativet var
att anvdnda bilddata som PySC2 bidrar med, som ocksa innehaller spatiell information,
men pa grund av begrédnsad tid och brist pa datorresurser beslutades att inte ha med detta.
Det hade potentiellt givit bittre resultat, men den utokade informationen hade antagligen
lett till lingre traningstider. Ut6ver detta anvindes tva olika sitt att hamta tillstand pa, dar
den andra iterationen var mer effektiv men kriavde modifikation av PySC2-biblioteket.

Den forsta iterationen krivde att Al:n gick igenom alla byggnader genom att flytta runt
kameran till deras positioner och lade till dem i en kontrollgrupp. Det dr en funktion i
StarCraft som later spelare aterfa markering av en grupp enheter eller byggnader utan att
manuellt behdva markera dem igen. Denna kontrollgrupp anvindes sedan for att bestim-
ma vilka enheter och byggnader som tillhorde agenten i spelet. Denna implementation
namns da en del tester som kordes vid ett tidigt stadie anvinde sig utav denna.

En funktion for att rikna motstandarens enheter genom att anvianda kartan togs ocksa
fram. Den riknade ut hur den kunde anvinda sa fa skarmforflyttningar som mojligt for
att se alla motstandarens enheter, da det kriavdes. Den tog dock viktig tid fran agentens
handlingar, och kunde i vissa fall rikna fel. Darfor ersattes det i den andra iterationen.

Den andra iterationen utvecklades da insikten av att den forsta implementationen skapar
inkonsistenser i hur lang tid det tar att uppdatera tillstandet. Exempelvis varierade anta-
let platser kameran behovde flyttas till. For att agenten léttare ska kunna hitta monster
gjordes detta om genom att modifiera PySC2-biblioteket sa att antalet enheter och bygg-
nader kunde extraheras utan nagon explicit handling. Byggnader ldggs fortfarande till i
kontrollgruppen da den uppfyller andra funktioner. Denna dndring gor att uppdateringen
utav tillstandet tar konstant tid.
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Tabell 4.1: Tillstandsparametrar och i vilken utstrickning de anvinds under tréning av
olika maskininldrningsmetoder. IL star for Imitation Learning och BC for Behavioral Clo-
ning.

Parameter Q-learning | DQL | A2C | A2C-IL
minerals X X
vespene gas X
food_used
food_cap
idle_workers
steps
command_centers
supply_depots
refineries
barracks
factories
starports

SCVs X X
marines X
hellions

medivacs

reapers

vikings
enemy_command_centers
enemy_supply_depots
enemy_refineries
enemy_barracks
enemy_factories
enemy_starports
enemy_scvs
enemy_marines
enemy_hellions
enemy_medivacs
enemy_reapers
enemy_vikings
number_of_enemy_units
number_of_enemy_buildings
last_attacked
attacking_units
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4.1.3 Skapa ett handlingsrum

Handlingsrummet da alla mojliga kombinationer av kamerarorelser eller enskilda mar-
keringar dr med dr alldeles for stort. Darfor skapas ett handligsrum som bygger pa en
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4. Utforande

uppsittning av dessa mindre handlingar. Detta handlingsrum redovisas 1 tabell 4.2 till-
sammans med vilka delar av det vara testade maskininldrningsmetoder anvinde. Om ex-
empelvis en byggnad ska byggas blir hela sekvensen med att markera en arbetare, flytta
kameran till basen, vilja vilken byggnad som ska placeras och sedan var den ska placeras
en enda handling. Handlingen expand bygger dock en ny bas pa foérutbestimda koordi-
nater. Handlingen refurn_scv tar en ledig arbetare och beordrar denne att hamta resurser
igen (nagot som behdvs efter att de byggt en byggnad) och distribute_scv distribuerar
arbetarna till alla lediga resursnoder. attack markerar alla egna trupper och beordrar dem
att anfalla den ndarmaste fiendeenheten pa kartan medan retreat samlar alla egna trup-
per vid en hardprogrammerad koordinat i mitten av kartan. Slutligen gor wait ingenting,
nagot som behovs ibland. Alla dessa handlingar var programmerade att ta lika lang tid
att utfora, inklusive wait, vilket ocksa innebar att vissa handlingar @ven inneholl kortare
wait-handlingar.

Byggnadsplaceringen slumpades eftersom agenten inte far nagon spatiell information i
tillstandet. Detta innebdr bland annat att vissa enheter inte kunde byggas eftersom de
kridvde byggnader med specifik placering. Vissa andra enheter krivde spatiell information
for att kunna anviandas 6verhuvudtaget (exempelvis vilja ett litet omrade att beldgra) och
implementerades saledes inte i handlingsrummet.

Tabell 4.2: En 6versikt pa de handlingar som definierats och i vilken utstrickning de
anvénts under trining eller datainsamling. IL star for Imitation Learning och BC for Be-
havioral Cloning.

Handling Q-learning | DQL | A2C | A2C-IL | BC
wait X X X X X
build_scv X X X X X
build_supply_depot X X X X X
build_barracks X X X X X
build_marine X X X X X
build_refinery X X
expand X
build_factory X
build_starport X
build_reaper X
build_hellion X
build_medivac X
build_viking X
return_scv X X X X X
attack X X X X
retreat X
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4.2 Test av olika maskininlarningsmetoder

Flera olika maskininldrningsmetoder testades parallellt. Dels testades Q-learning, beha-
vioral cloning och olika deep reinforcement learning-metoder. I detta avsnitt diskuteras
de metoder som provats men som vergivits pa grund av olika anledningar. For de mest
aktuella och framgangsrika metoderna hinvisas ldsaren till avsnitt 4.2.3 och 4.2.4

4.2.1 Q-learning

Den forsta maskininldrningsmodellen som testades var Q-learning. For att snabbt forsoka
fa insikt av potentialen av Q-learning kordes tester pa de forsta minuterna dir agenten
forsokte uppna ett mal av att bygga en viss mingd enheter och samla en viss mangd
resurser.

Trots ett mycket forenklat tillstand av bara ett par variabler samt anvdndning av enbart de
simplaste handlingarna blev Q-tabellen for stor. Storleken av tabellen innebar att {or att
kunna bestimma om det ger resultat skulle triningen ta for lang tid. Tillstandets variabler
kan hittas 1 tabell 4.1 och mdjliga handlingar i tabell 4.2.

Da problem med antalet unika tillstand identifierades gick arbetet vidare till Deep-Q-
Learning. Istdllet for att ha vissa virden for varje tillstdnd approximerar det vad som
borde vara bist vid ett givet tillstand.

4.2.2 DQL

Da Q-learning inte gav nagra resultat da tabellen blev for stor provades DQL eftersom
den, istillet for att sla upp vilken handling som &r bist i en tabell, approximerar vilken
handling som &r bist givet ett tillstand. De mojliga handlingarna hittas i tabell 4.2.

Da antalet unika tillstand inte liangre &r ett problem kordes agenten Gver hela matcher
och tillstandet utdkades till fler variabler. De kan hittas i tabell 4.1. Det verkade som att
den ldrde sig nagot men det slutade med att den ldrde sig att enbart utfora en handling.
Da det verkade som att trdningen var instabil gick arbetet vidare till A2C dir trdningen
stabiliseras.

4.2.3 Advantage Actor Critic (A2C)

Som sista reinforcement learning-metod provades algoritmen Advantage Actor Critic eller
A2C. Tillstanden som anvindes under traningen hittas i tabell 4.1 och de mojliga hand-
lingarna i tabell 4.2.

Genom att lata critic-ndtverket uppskatta tillstindsvardefunktionen Vp(s) kunde denna
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anvindas denna till att i sin tur uppskatta Ag(s,a) enligt
Ao(s,a) = r(s,a) + Wa(s') — Vo(s)

Agenten spelade mot den inbyggda Al:n och trdnades med en sa kallad experience replay,
dér tillstand, handlingar, beloningar och nista tillstand sparades i en replay-buffer.

Optimering av nitverkets parametrar gjordes till en borjan med vanlig gradient ascent,
men 1 ett forsok att snabba upp tridningstiden provades dven optimeringsalgoritmen RMS-
prop. For att undvika for stora uppdateringar av actor-nitverket implementerades gradi-
entklippning vilket begrinsade gradientens storlek till intervallet [-1,1].

For att forbittra agentens tendens till att utforska omgivningen introducerades dven en
viktad entropiterm i actorns malfunktion. Tva sitt att vikta denna provades, ett diar den
holls pa en konstant lag niva under hela triningsforloppet och ett dir den borjade hogt
och successivt minskades till en lag niva.

Malfunktionen utdkades dven med en imitationsterm for att hjdlpa agenten hitta en bra
forsta policy, 1 vad vi kallar for en A2C-IL-hybrid. Denna implementation kombinerar
A2C med en interaktiv expertpolicy * bestaende av en uppsittning regler som valde nésta
handling enligt en rad kriterier. Expertpolicy kunde vinna mot den svara motstandar-AlL:n.
Imitationstermens vikt minskade ju fler traningsmatcher agenten spelar.

4.2.4 Behavioral cloning

Forutom olika reinforcement learning-metoder testades dven ren imitation learning i form
av behavioral cloning. For att kunna gora detta kridvdes data i form av par av tillstand och
tillhorande korrekt handling. Eftersom tillstands- och handlingsrummen var véldigt be-
gransade jamfort med de riktiga tillstands- och handlingsrummen kunde inte data fran
riktiga spelare anvindas; det blev svart att Gversitta riktiga spelares tillstand och hand-
lingar till data agenten kunde hantera. For att 16sa detta problemet anvéindes data fran
matcher dir en slumppolicy métte en inbyggd Al Tillstdndsvariablerna som sparades
finns i tabell 4.1 och de olika handlingarna agenten kunde léra sig finns i tabell 4.2.

Da slumpmassigt val av handling inte var tillrickligt for att vinna mot den inbyggda litta
motstandaren, viktades sannolikheten for slumppolicyn att utfora en viss handling beroen-
de pa vilken minut i spelet som pagick. Med de viktade sannolikheterna f6r handlingarna
spelades 6ver 2000 matcher. Fran de ca 1400 vinsterna sparades data i form av par av
tillstand och handling.

Vissa handlingar valdes, pa grund av viktningen, oftare dn andra handlingar. For att fa ba-
lanserad indata slingdes saledes 6verflodiga tillstands- och handlingspar slumpmassigt sa
att det fanns lika mycket data, 2500 tillstand, for varje handling med undantag for retreat.
Da implementationen av retreat-handlingen visade sig vara problematisk togs ingen data
for retreat med 1 indatan till neuronnétet.

For att underlitta triningen av neuronnétet normerades tillstanden innan datan anvindes.
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Normeringen gjordes genom att sitta ett maxvirde for varje parameter. Sedan dividera-
des parametervirdet med maxvirdet for att fa ett tal mellan O och 1 for varje parameter.
Handlingen for det givna tillstandet beskrevs av en vektor av lingd 16 med nollor pa var-
je index forutom en etta pa det indexet som motsvarande den utforda handlingen. Detta
kallas for one-hot encoding.

4.2.5 Byggnadsplacering

I StarCraft 2 spelar det roll hur spelaren har byggt sin infrastruktur. En dalig placerad
byggnad kan exempelvis leda till att resursinsamligen blir langsammare. Dessutom kan
en strategisk placering av byggnader anvédndas for att forsvara sig mot fiendens armé.
Dirfor inleddes arbete med att forsoka forbittra den befintliga, slumpmaéssiga utplace-
ringsmetoden. Detta gors genom att utveckla en reinforcement learning agent vars mal dr
att hitta bésta plats for utplacering av byggnader.

For att finna vilken plats agenten ska bygga pa observeras skdrmen och identifierar vart
nuvarande byggnader finns. Dessa sparas som 1:or och O:or didr byggnader har virdet 0.
Fran detta kan agenten skapa en lista av listor dir den kan bestimma den storsta ytan den
kan placera nista byggnad pa. Detta dr med hjélp av en algoritm som riknar ut den storsta
arean av de andra areorna som finns i det nya uppgjorda miljon.
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Result: Hamtar storsta virdet av listan

initialisering av Listan och andra virden;

max Area = 0, area = 0, temporér y =0, minimumsize = 9;
while 7ill slutet av listan do

Berikna ut det nya vérdet for listan;

Hémtar position for max virdet 1 listan;

for x i Range(minimumgize, maxvrdet) : do

Sdtter Lingden pa nuvarande lista och lingden -> 0;
for yi Kolumn do

if Kolla for det storsta virdet then
| nuvarande Lingden =+ 1

else
| nuvarande Lingden = 0

end

if nuvarande Lingden > Lingden then
ldngden = nuvarande lingden;
tempordra y virdet =y

end

area = ldngden*™ x;

if area >= max,., then

| Sditter viirdena for listan
end

if Ndgot av viirdena inte lista dr noll then
| Lista[i] = viirdet av arean

else
|  return Lista

end

end

end

Sditt viirdena ddir man kan bygga till noll;

Kollar om all virdena dr noll
end

return Lista

Algoritm 3: Hittar alla byggareor fran skidrmen.

Algoritmen 3 hamtar alla positioner agenten kan bygga pa. Denna algoritm l6ser ut den
stOrsta arean genom att bygga upp ett histogram av areor i miljon. Beloning for vald plats
ges beroende pa tillstandet av arenan. Exempelvis om det redan finns en byggnad eller
enhet dér sa straffas den medans om platsen &r fri far den en beloning. Med detta ska
agenten ldra sig vart det dr bra eller daligt att placera byggnader. Den forsoker hitta alla
positioner som &r storst i listan med hjilp av att reducera ner den den redan har hittat med
hjélp av 0, sedan sa forsoker man hitta nist storsta forbygg arean , tillslut sa har man da
hittat alla areor.
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Resultat

I denna del presenteras resultat for tre agenter som spelar spelet och byggnadsplacerings-
agenten. De tva forsta agenterna baserades pa A2C dir den andra var A2C-IL-hybriden.
Den tredje var baserad pa ren imitation learning. A2C-IL-hybriden resulterade i den hogs-
ta vinstandelen pa 73,4 % mot den svara inbyggda Al:n medan imitation learning-agenten
enbart uppnadde en vinstandel pa 17 %. Den grundliggande A2C-agenten kunde enbart
vinna mot den mycket litta Al:n. Byggnadsplaceringen lyckades delvis men hann inte
fardigstillas.

5.1 Advantage Actor Critic (A2C)

De tva A2C-implementationerna som testades var en med imitation learning och en utan.
Bigge anvinde tre gomda lager med 32, 32 respektive 16 noder.

5.1.1 Endast A2C

A2C-agenten trinades mot svarighetsgraden véldigt litt och spelade totalt 931 matcher
med en replay-buffer som kunde lagra 500000 gamla erfarenheter. Exakt hur vinstandelen
fordandrades med antalet traningsmatcher visas 1 figur 5.1. Initialt kunde den vinna med ren
slump innan den efter ungefdr 650 matcher lirde sig att vinna néstan 80 % av matcherna,
tills den 1 slutdndan forlorade alla matcher.

32



5. Resultat

100 -

Vinstandel (%)

100 200 300 400 500 600 700 800 900
Match
Figur 5.1: En A2C-agents vinstandel visualiserat som det glidande medelvérdet av de 50

foregaende och 50 foljande matcherna. Den spelade mot den inbyggda “vildigt l4tt”-Al:n
och anvinde sig av bade policyforlust och entropiforlust for inldarning.

5.1.2 A2C-IL-hybrid

A2C-IL-hybriden, som kombinerade A2C med en interaktiv expertpolicy, gav blandade
resultat. Generellt sett blev traningsprocessen alltid instabil i lingden nér agenten fran
borjan lért sig vinna for att sedan endast kunna forlora. Ett exempel pa detta visas i figur
5.2, dér en agent som trinades mot den inbyggda medium-Al:n hade lirt sig att vinna
vildigt ofta innan den efter 1100 traningsmatcher endast forlorade. Forhallandet mellan
imitationsforlusten och policyforlusten minskades for varje triningsmatch tills imitations-
forlusten efter 1000 matcher var obetydlig. Replay-buffern hade maxstorlek pa 100000
tillstand vilket motsvarar ungefir 200 matcher.
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Figur 5.2: En A2C-IL-hybridagents vinstandel visualiserat som det glidande medelvirdet

av de 50 foregaende och 50 foljande matcherna. Den spelade mot den inbyggda medium-
AlLn och anvinde sig av en A2C-algoritm tillsammans med imitation learning.

Neuronnitets vikter sparades nir agenten var som bist, vilket var nédr den hade trénats
i 700 matcher, och anvindes som bas for att trdna en ny agent mot svarighetsgraden
medium-svar med forhallandet mellan imitations- och policyforlusten aterstdlld. Med
denna iterativa process trinades sedan en agent mot den svara svarighetsgraden, vars
vinstandel 6ver matcher illustreras i figur 5.3. Nér den var som bist kunde den vinna
369 av 501 matcher mot svar svarighetsgrad, vilket motsvarar en vinstandel pa 73,4 %,
men traningen visade sig i slutindan dnda vara instabil.
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Figur 5.3: A2C-IL-hybridagents vinstandel visualiserat som det glidande medelvirdet av

de 50 foregaende och 50 foljande matcherna mot en inbyggd Al med svar svarighetsgrad.
Agenten baserades pa andra agenter som var trinade mot littare inbyggda Al:n som bas.

5.2 Behavioral cloning

Det artificiella neuronnitet som tranades med behavioral cloning lyckades som bist sla
den inbyggda svara motstandaren ca 17 % av matcherna den spelade. Mot den ldtta mot-
standaren vann modellen ca 95 % av matcherna. Notera att nitverket trinades pa data
tagen fran vinster mot den lidtta motstandaren.

I Figur 5.4 och 5.5 visas noggrannhet respektive forlust for ndtverket under traningen nér
nétverket bestod av tre sekvensiella fullt sammankopplade lager med 128, 32 respektive
16 noder var. Den optimeringsalgoritm som anvédndes var Adam med en inldrningshas-
tighet pA 10™3 och avtagande pa 107°. Nitverket trinades pa 10 epoker med en batch
size pa ett. Epoker dr antalet ganger nitverket tridnas pa datan och batch size &r antalet
tillstand-handlingspar som matas in at gangen innan nitverket uppdateras.
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Figur 5.4: Noggrannhet som funktion av epoker under triningen av niatverket med beha-
vioral cloning. Noggrannhet &dr hur ofta modellen viljer ritt handling. Notera att ca 6 %
noggrannhet dr forvintat om nétverket valde handlingar helt slumpméssigt.
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Figur 5.5: Forlust som funktion av epoker under trdningen av nétverket med behavioral
cloning. Forlust dr en summa av logaritmerat fel (cross entropy) och beskriver hur vil
modellen dr anpassad pa indatan. En forlust av 0 dr optimalt. Det intressanta &r inte det
exakta virdet pa forlusten utan skillnaden mellan traningsforlusten och valideringsforlus-
ten. Ar valideringsforlusten patagligt storre #n triningsforlusten har antagligen sa kallad
overfittning skett. Overfittning innebéar modellen har trénats for mycket pa samma data sa
att den blir sdmre pa att kénna igen generella monster och bara véljer ritt handling da den
kdnner igen indatan.
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5.3 Byggnadsplacering

Det andra reinforcement learning-omradet som arbetades pa dr byggnadsplaceringen. Har
har ytterligare en actor-critic-modell utnyttjats for att bestimma hur byggnader ska pla-
ceras. Beloningen som anvindes av agenten var baserad pa hur stor yta som valts och
mojligheten att bygga pa den. Resultatet blev att den lyckades utnyttja byggytan biittre,
exempelvis kan byggnader med sidkerhet placeras ndra varandra. Det blev dven en for-
minskning av byggnader pa oonskade platser, exempelvis bredvid mineralfilt.

Tyviérr har byggnadsplacerings-Al:n inte undersokts tillsammans med de andra agenter-
na, vars mal dr att vinna matcher, da tiden ej rickte till. Darfor har inget resultat av den-
na Al:s inverkan pa matchresultat kunnat tas fram. En anledning till tidsbristen var att
framstillningen av omgivningen agenten arbetar mot tog langre tid dn forvintat. Detta da
algoritmen som framstiller omgivningen behdvde goras om da en forsta implementation
var for langsam och i samband med frekvensen av anrop till den saktades spelet ner till
en oacceptabel niva.
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Diskussion

Diskussionen kommer inledas med separat analys av de olika metoderna. Direfter kom-
mer en jaimforelse mellan dem dir for- och nackdelar diskuteras.

6.1 A2C-implementationer

De olika implementationerna av A2C som testades, en ren A2C och en A2C-IL-hybrid,
gav vildigt olika resultat. Den visentliga skillnaden var att renodlad A2C endast kunde
vinna mot svarighetsgraden mycket litt. Tvirtemot detta kunde A2C-IL-hybriden efter
kort trianing redan vinna mot medium-Al:n och med kontrollerade triningsregimer dven
vinna mot svara Al-motstandare. I slutindan borjade dven denna agenten forlora utan
aterhdmtning inom de hundratals matcherna som spelades.

6.1.1 Orsaker till forlusterna

A2C-agenten lyckades aldrig bibehalla sin vinstandel ens mot mycket litt medan A2C-
IL-hybriden kunde uppritthalla en hog vinstandel mot svarare motstandare sa linge imi-
tationstermen var betydande. Detta tyder pa att det var criticen som inte lyckades léra sig
uppskatta virdefunktionen bra. I hybridagenten var imitationstermen hogt viktad i borjan
och avtog sakta nir antalet triningsmatcher 6kade. Att den till en borjan lyckades léra sig
vinna mot svarare motstandare kan darfor tillskrivas imitationsinldrningen, medan forlus-
terna som borjade uppsta senare i traningsprocessen orsakades av criticen.

Criticens funktion i algoritmen &r att vara en skattning av virdefunktionen som 1i sin tur
paverkar malfunktionen. En otrdnad eller felaktig critic leder darfor till att actorns policy
uppdateras pa fel sitt nar exempelvis gradient descent-optimering utfors. Det dr denna
felaktiga uppdatering som vi tror ledde till att A2C inte fungerade och att hybridagenten
i slutdndan slutade vinna.
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6.1.2 Att forbittra agenterna

Problemen med de A2C-implementationerna som testades hade 16sts om criticen ldrde
sig uppskatta virdefunktionen fortare. En uppenbar forbéttring dr att infora n-step TD
learning som beskrevs i delkapitel 2.2.5. Det skulle sannolikt ge snabbare konvergering av
criticens uppskattade virdefunktionen till den verkliga vardefunktionen och dirmed leda
till en policy som bittre maximerar véantevirdet av den framtida beloningen G;. Antalet
steg n som TD learning gors for blir da ytterligare en parameter som behover undersokas
for att hitta ett optimalt vérde.

Vidare skulle A2C-algoritmen kunna utdkas fran att anvinda en enda agent till flera agen-
ter som vardera utforskar olika oberoende omgivningar. De skulle alltsa spela olika mat-
cher av StarCraft 2. Det optimala antalet agenter dr da sannolikt det antal processorkarnor
som den dator triningen sker pa har, eftersom varje agent da kan koras parallellt. Eftersom
neuronnitets parametrar da uppdateras utefter flera olika oberoende omgivningar fyller
detta delvis samma syfte som replay-buffern tidigare gjorde, och det borde forslagsvis
dérfor undersokas om denna helt kan plockas bort utan paverkan pa resultatet.

Under utvecklingen av A2C-agenterna hade ocksa en rad olika parameterinstillningar tes-
tats, vilket inkluderade bland annat olika inldrningshastigheter, storleken pa neuronnitet,
vilka handlingar och tillstandsvariabler som skulle anvdndas, hur stor replay-buffern skul-
le vara samt hur de olika termerna i forlustfunktionen skulle viktas. Aven olika beléningar
testades. Justering av dessa skulle ocksa kunna bidra till 6kad prestanda for agenterna.

* Inldrningshastigheten paverkar hur mycket neuronnitet uppdaterar sina vikter var-
je traningsiteration. Actorns och criticens inldrningshastighet kan dndras oberoende
av varandra, vilket kan vara till fordel om criticen verkar ldra sig langsamt; om
actorns inldrningshastighet minskas kan det ge mer tid at criticen att ldra sig skat-
ta virdefunktionen. Alternativet vore att oka criticens inldrningshastighet, men om
den dr for stor finns det risk att criticen inte hittar ett minimum nér den minskar sin
egna forlustfunktion. Hur dessa tva inldrningshastigheter ska forhalla till varandra
kan dérfor experimenteras mycket med.

* Neuronniitstorlek i form av antal lager och antal noder undersoktes ocksa, dér
antalet gomda lager var mellan tva och tre och antalet noder per lager varierades
mellan 200 och 16. Malet var att forsoka ha ett neuronnét som har fa parametrar
att trdna men #nda har potentialen att vara en bra policy. Mycket i denna iterativa
process var bara spekulationer och 1 slutindan verkade det inte ha bidragit med
nagon mirkbar fordandring pa inldrningen.

» Handlings- och tillstandsrummen begrinsades i hopp om att triningen skulle ga
fortare i utbyte mot att Al:ns potential begridnsades, da vi antog att det krivdes
mer komplexa tillstand och handlingar for att kunna vinna mot de svaraste Al-
motstandarna.

* Beloningar var till en borjan tinkt att vara baserat pa det inbyggda poédngsystemet.
Detta system belonar och ger avdrag beroende pa hindelser under matchen. Pro-
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blem som uppstod med detta var att agenten kunde ndja sig med att ackumulera
poidng av saker som inte leder till vinst. Dirfor dvergick vi till att enbart belona
och straffa vinster och forluster vilket garanterar att agenten strévar efter vinst. Ett
problem med detta dr att nir beloningarna ér sa glesa kan det ta tid innan agenten
uppnar en vinst for forsta gangen och ddrmed inte vet vad som ska strivas efter.

* Replay-buffern innehaller gamla val av handlingar enligt ddvarande policy #’. Pro-
blematiken som kan uppsta &r att criticen, som i idealfallet ska ldra sig uppskatta
den totala framtida beloningen under policyn 7, istéllet ldr sig uppskatta den totala
framtida beloningen under 7'. I extremfallet kanske 7’ #r en viildigt gammal och
suboptimal policy som gor att criticen tror att en viss handling a givet tillstand s dr
dalig, nir den nuvarande policyn 7 egentligen oftast far en vinnande bana om den
viljer a givet s. Forutom minnesproblem kommer for stora replay-buffrar déarfor 1
extremfall kunna leda till en diskrepans mellan criticen och actorn. A andra sidan
kommer for sma buffrar kunna leda till simre inldrning om exempelvis vinster sker
sillan och forsvinner ur buffern innan agenten lar sig fran dem.

* Forlustfunktionen bestod av tre viktade termer: policyforlusten (som beror pa cri-
ticen), entropiforlusten samt imitationsforlusten, dir den sistndimnda endast var ak-
tuell for A2C-IL-hybriden. Kvalitativt bestimmer entropivikten hur mycket agen-
ten kommer utforska i forhoppning att det leder till en béttre policy medan imita-
tionsvikten bestimmer hur mycket policyn ska hidrma expertpolicyn. Vid inspektion
av policyerna efter lang triningstid, vilket innebar att endast policyforlusten och
entropiforlusten dr kvar, verkade det som att de borjade utfora endast ett par oli-
ka handlingar oavsett tillstand. Da vinster i spelet kriaver mer komplexa sekvenser
av handlingar ledde detta till att agenterna forlorade. Genom att 6ka entropivikten
skulle dessa daliga beteenden kunna motverkas till en viss grad; om criticen dn-
da vill att policyn fixerar sig pa ett par handlingar kommer entropiforlusten endast
bromsa ner konvergensen. Detta 16ser darfor inte pa det underliggande problemet
med criticen.

6.1.3 Forbittringars inverkan pa tidiga tester

Manga forbittringar, sa som inkludering av entropi-term med mera, implementerades un-
der utvecklingen av A2C agenten. Denna utveckling intriffade dérfor efter att vi limnat
Q-learning och DQL. Det &r darfor fullt mojligt att bittre resultat fran speciellt DQL
skulle kunna uppnés genom att utnyttja dessa forbéttringar dven dr.

Utover dessa forbattringar anvinde sig bade Q-learning och DQL av den forsta iteratio-
nen av tillstandet. Detta dr nagot som potentiellt begrinsat deras formaga att identifiera
monster i datan da intervallen mellan handlingarna varierade.
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6.2 Behavioral cloning

Det neuronnit som trinades med behavioral cloning nadde upp till malet att kunna vinna
mot den inbyggda svara motstandaren. Dock &r vinst 17 % av matcherna naturligtvis inte
optimalt. Eftersom nitverket trinades med data tagen fran vinster, som uppnatts med en
sub-optimal expertpolicy i from av en viktad slumppolicy, mot den litta motstandaren
dr det dock inte rimligt att den skulle vinna varje match. Om vi hade haft mer tid eller
kraftfullare hardvara hade vi kunnat fortsitta genom att generera data fran vinster mot
den svara motstandaren och efter det vinster mot nétverket sjdlv. Formodligen hade det
lett till en forbéttring da nétverket har visats kunna lira sig att imitera den data den trinas

pa.

Det ndmndes 1 kapitel 4.2.4 att retreat-handlingen var med 1 handlingsrummet nir tré-
ningsdatan genererades men inte anvindes nar vi tranade nétverket. Da retreat handlingen
i sig inte dndrade pa tillstandet, utifran de parametrar vi valde att definera tillstandet med,
uppstod det inget problem med att inte ta med den. Resultatet var bara att modellen aldrig
valde retreat eftersom den aldrig trinades pa nagon indata dér retreat var ritt val.

Som kunde forvintas fungerade behavioral cloning inte speciellt bra i situationer som den
inte var trinad pa. Da modellen endast var trdnad pa vinster av relativt lik karaktir sa
hamnade den ibland i tillstaind som den inte kéinde igen alls. Till exempel nir modellen
holl pa att borja forlora slutade den att ta bra beslut och borjade vilja en och samma
handling. Detta kan jamforas med att gang pa gang fatta beslutet att flytta en bonde i
schack. Ibland och under begrinsade tider kan det vara ritt beslut, men gors det om och
om igen kommer det till slut inte ga att gora lingre och matchen kommer forloras.

En annan nackdel med behavioral cloning, och imitation learning i allménhet, &dr att nit-
verket kan aldrig bli bittre dn den data som den trénas pa. Detta problemet har man inte
med reinforcement learning dér det inte finns nagon teoretisk 6vre grans pa hur bra nit-
verket kan bli.

6.3 Byggnadsplacering

Vi kan se att malet som den nuvarande byggnadsplacerings agenten har, har uppnatts. Det
skulle darfor vara intressant att se dess inflytande pa matchers utfall da vi skulle slippa
vissa inkonsekvenser av exempelvis mineralackumulering eller trupprorelser. Detta da
byggnader placerades pa platser som forhindrade optimal insamling av mineraler eller
blockerade avgorande korridorer som far trupper att ga en och en eller fastna.

Ytterligare forbittringar skulle kunna nas i vidareutveckling av denna agent. Exempelvis
kan man utoka dess miljo och fa den att identifiera andra potentiella blockeringar sa som
klippor. Man skulle dven kunna ge den feedback pa om byggnaden den placerat faktiskt
paborjats da oforutsdgbara hindelser kan ske fran det att placeringen beordras till det att
byggnaden paborjas. Exempelvis kan det ske att nagon enhet har rort sig till ytan blockerar
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den efter det att byggnaden placerats.

Dessa forbittringar dr saker som troligtvis skulle hjidlpa de Ovriga agenterna identifiera
monster i sin data eftersom men da med sékerhet kan sédga att en byggnad som beordrats
faktiskt lyckades placeras och paborjas. I dagsldget kan det exempelvis ske att en begidran
att bygga en byggnad inte resulterar i att den paborjas da de slumpade koordinater som
tagits fram inte dr en giltig plats for byggnaden. Detta skapar slump i vad en handling
faktiskt astadkommer vilket inte dr onskvirt.

6.4 Jamforelse mellan reinforcement och imitation lear-
ning

Eftersom vi har undersokt olika maskininldrningskoncept ér det intressant att se hur de
skiljer sig at i prestanda och trianingstid. Det matt som dr intressant att jamfora mellan
metoderna nir det géller prestanda dr huvudsakligen vinstandel. Andra matt sa som nog-
grannhet i behavioral cloning har ingen direkt motsvarighet i vara implementationer av
A2C och siger darfor inget relevant.

6.4.1 Prestanda

Det matt som framforallt dr intressant att jamfora mellan A2C-agenterna och behavioral
cloning-agenten ir andelen vinster som uppnas. Al:n som trinats via behavioral cloning
uppnade en vinstandel pa 6ver 90 % pa mot den svarighetsgrad av motstand den trénats
mot, vilket var svarighetsgraden litt. A2C-agenterna, framfor allt IL-hybriden, lyckades
periodvis uppna liknande vinstandelar mot bade litt, medium, och svar. Mot svar, som
ar den hogsta svarighetsgraden den trinades mot, lyckades den uppna en vinstandel pa
cirka 73 %. Skiftet av svarighetsgrad paverkar inte reinforcement learning lika mycket
som behavioral cloning; reinforcement learning ldr sig kontinuerligt att dverkomma sitt
problem medan behavioral cloning-Al:n dr baserad pa att data framstillts som den kan
trana mot och kan dérfor inte anpassa sig under speltid. Den behavioral cloning-Al som
framstillts hade trots detta en 17 % vinstandel mot den svara Al:n vilket var den Al som
vi hade som mal att besegra.

6.4.2 Triningshastighet

Det storsta hindret for bada varianterna av inldrningen har varit insamlingen av data eller
genereringen av spelet.

A2C och A2C-IL-hybriden har varit beroende av att vid varje tridningsforsok generera nya
matcher vilket gor att dndringar av parametrar eller fordndringar av spelomgivningen &r
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en forodande tidskostnad. Detta eftersom datagenereringen maste startas om i samband
med en ny triningssession.

Behavioral cloning har istillet varit beroende av redan insamlad data vilket tar lika lang
tid som for A2C-varianterna. Fordelen dr dock att vi kan @ndra sittet vi behandlar da-
tan pa eller dndra inldrningsparametrar utan att pa nytt behova generera data. Detta gor
att fordndringar av parametrar och jamforelse mellan dem dr mycket léttare. Tridningen
av nitverket dr inte det som &r tidsddande, utan det dr datagenereringen som for A2C-
varianterna inte dr gar snabbt att genomfora.

Dock behover behavioral cloning nya dataset vid fordndring av exempelvis svarighetsgrad
vilket, beroende pa den Onskade storleken av det, kan ta lang tid att generera. Under
traningen av var imitation Al dedikerades inte sa mycket resurser at datagenereringen och
dataméngden var pa grins till for liten vilket riskerar att resultera i overfitting.

6.5 Slutsats

De agenter som anvinde sig av imitation learning, bade behavioral cloning och interaktiv
expertpolicy, presterade bittre @n den som enbart anvinde A2C. Detta &r troligtvis pa
grund av en otillricklig A2C-implementering som resulterade i en undermalig critic. Vi
lyckades dock pa tva sitt att med imitation learning uppna vinster mot den inbyggda
svara Al:n dir den bista versionen (A2C-IL-hybriden) lyckas vinna 369 av 501 matcher
och ddrmed uppnas vart mal.
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Bibliografiska anteckningar

For att fa historik kring datorer och processorkraft gar det att 1asa Moores ursprungliga
artikel (Moore 1965) som legat till bas for mycket datorvetenskap. Mer information om
modern processorkraft i datorer gar ocksa att finna pa Exper Exchanges hemsida (Expert
Exchange 2019).

D’souzas artikel (D’souza 2018) och Bhatias artikel (Bhatia 2017) jimfor bdgge symbo-
lisk AI med icke-symbolisk Al; D’souza ger en lekmannabeskrivning av bada grenarna.
Bhatia diskuterar dem mer djupgaende och dven med en kort historisk inblick. Relaterat
till grundldggande teori om artificiell intelligens dr Markovbeslutprocesser som kan ldsas
mer om pa Wikipedia (Wikipedia 2019[b]). Stanford har ocksa en hemsida med tydliga
fragor och svar pa damnet (McCarthy 2007).

Béade Andersons artikel (Anderson 2017) och IBM:s artikel (IBM 2011) ger en tillba-
kablick till den historiska schack-matchen mellan Kasparov och Deep Blue. Anderson ger
ett mer historisk perspektiv kring schack-Al samt diskuterar hur tekniken har tillampats 1
andra omraden. IBM ger en kortare sammanfattning av IBM:s arbete med och paverkan
pa datorberikning.

Gillande spelet go och artificiell intelligens framsteg beskrevs arbetet i en artikel fran
DeepMind (Silver, Huang m. fl. 2016) samt i en kortare text fran densamma (Silver och
Hassabis 2016). Efter att dessa var skrivna dkte de till Seoul for att besegra vérldsmaésta-
ren. Det kan ldsas mer om 1 Hassabis blogginldgg (Hassabis 2016).

For att ldra sig mer om imitation learning finns det en hel del teori fran ett blogginldgg
av Hui (Hui 2019b). Foredrar man istéllet en tutorial gar det istillet att titta pa en som
kommer ifran Yue och Le (Yue och Le 2018). Den togs fram i forberedelse for en maski-
ninldrningskonferens.

Nagra artiklar som hanterar reinforcement learning och erbjuder léttlasliga och simpla in-
troduktioner till detta omrade &r Jonathan Hui i forsta delen av sin serie om reinforcement
learning (Hui 2019a) och Tambet Matiisen 1 sin artikel hos Intel (Matiisen 2019). Matiisen
lagger dven grunden for nagra mer avancerade koncept. Hui gér i sin serie in i mer djup
inom de olika koncepten vilket ger upphov till en bra basforstaelse om omradet. En bok
Hui haft som grund for sitt skrivande dr boken (Sutton och Barto 2018) dér Richard Sutton
och Andrew Barto ger en mer ingaende beskrivning. Nagra andra bocker som reflekterar
innehallet i de tidigare kéllorna dr boken (Chollet 2018) skriven av Francois Chollet samt
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boken (Russel och Norvig 2009) skriven av Stuart Russel och Peter Norvig.

Chollets bok har dven en explicit introduktion till neuronnit ett &mne som dven Russel
och Norvig tar upp. Men om man vill ha en mjukare introduktion till detta imne finns
ett par anonyma video serier (deeplizard 2019), (3Blue3Brown 2019) dir dessa koncept
presenteras pa ett pedagogiskt sitt i videoformat. Vill man hellre ha nagot mer lattlasligt
har Skymind en artikel (Skymind 2019) som behandlar detta. Det finns ocksa en svensk
sida fran Goteborgs Universitet som (Malmgren 2003) tar upp artificiella neuronnéit.

Rashids (Rashid 2016) bok om hur uppbyggnaden av neuronnét anvindes och hur mate-
matiken bakom dem funkar ger en enkel men ocksa pedagogisk forstaelse. Vill man ha en
mjukare forstaelse 6ver hur allt funkar ihop sa finns det flera bra blogginldgg som pratar
om detta (Babs 2019), (Sanjeevi 2019) och (Skalski 2019)

For att ga ndrmare in pa den specifika tekniken inom reinforcement learning som anvénts
finns en grundldggande beskrivning 1 ett blogginldgg (Karagiannakos 2019). Mer avance-
rade metoder, A3C, gas ocksa igenom lite mer grundligt pa en annan sida (Nicholls 2019).
Ett blogginldgg (Juliani 2019) som gar in specifikt hur entropi anvéinds inom reinforce-
ment learning kan ocksa vara intressant.

Flera andra har arbetat med att ta fram Al for StarCraft2, mycket av deras arbete ligger
till grund for denna rapport. En artikel fran DeepMind (Deepmind n.d.) beskriver deras
initiala arbete med att ta fram en Al for StarCraft 2. De tog sedan fram en agent som
kan ldsas mer om i deras artikel (Team 2019) samt ses pa Youtube (DeepMind 2019). En
annan grupp som tagit fram en agent &r tencent, som beskriver sitt arbete i en artikel (Sun
m. fl. 2018). Ett liknande arbete som &r utvecklat i spelet Dota 2 istillet for Starcraft 2 kan
lasas om 1 OpenAls artikel (OpenAl 2018).

For mer ldsning om etik inom artificiell intelligens finns en hemsida som beskriver de
storsta generella problemen (Bossman 2016), samt en artikel som beskriver ett kidnt etiskt
dilemma gillande sjdlvstyrande bilar i synnerhet (Nyholm och Smids 2016).

Gillande utvecklingen av neuronnirt kom till kan man see detta fran McCulloch och Pitt
som star en del i (McCulloch 1990). Den andra delen av detta dr var den sedan blev ap-
plicerbart i (1950) Kleene bok (Kleene 1956). Annras om man vill lite mer grundlidgnade
approch till vad neuralnitverk sa funkar wikipedia artikelern om det rétt bra (Wikipedia
2019[a])
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A

Ordlista

A2C: Forkorting for Advantage Actor Critic, en reinforcement learning-algoritm baserat
pa Actor Critic-algoritmen.

Accuracy: Pa svenska noggranhet. Beskriver hur ofta en modell viljer rétt svar. Anvinds
framfor allt vid supervised learning.

Actor Critic: En metod inom reinforcement learning som gar ut pa att en agent (actor) lar
sig vilja ritt handlingar, och en annan agent (critic) ldr sig viardefunktionen for tillstanden
for att kunna evaluera actorns beslut.

Adam: En specifik optimeringsalgoritm.

Agent: Ett annat namn for det program som utvecklas for att fatta ritt beslut.

Al Artificiell intelligens.

AlphaStar: En agent utvecklad av DeepMind som var forst i virlden med att besegra
professionella spelare.

ANN: Artificiellt neuronnit.

Avdragsfaktor: Tal mellan O och 1 som garanterar att den framtida beloningen konverge-
rar till ett dndligt virde.

Bana: En f6ljd av tillstand och handlingar.

Beloning: Matt pa hur bra en handling var som anvinds for en agent att ldra sig vad
den borde gora.

Blizzard: Blizzard Entertainment dr foretaget som utvecklade StarCraft 2.
Cross entropy: En typ av forlustfunktion.

Deep learning: En maskininldrningsmetod som pa nagot sitt anviander ett neuralt nét-



A. Ordlista

verk med atminstone ett lager mellan input och output.

DeepMind: Dotterforetag till Google som tillsammans med Blizzad utvecklat bade PySC2
och AlphaStar.

Dense layer: Om alla noder i ett lager 4dr kopplade till alla noder i dess foregaende la-
ger kallas lagret for ett dense layer.

Feature layer: Bilder som visar information grafiskt istéllet for med siffror eller tecken.
Oftast i form av kartor.

Fog of War: Fog of War ir en term som beskriver att kartan i StarCraft 2 endast 4r belyst
runt omkring sina egna enheter, vilket innebér att man inte har fullstindig information om
motstandaren.

Forlustfunktion: Ar funktionen som anvinds for att beridkna forlust.

Gradient ascent: En optimeringsmetod som finner lokala maximum genom att uppda-
tera parametrarna i gradienten av malfunktionens riktning.

Handling: Ett beslut som en agent tar som kan paverka tillstandet.
Handlingsrum: Mingden av mojliga handlingar givet ett tillstand.

Imitation learning: Imitation learning ir en underkategori av supervised learning.
Forlust: En summa av fel som vill minimeras vid trining av nétverk.

Maskininldrning: Maskininlidrning &r ett begrepp inom datavetenenskap som handlar om
att fa datorer att léra sig fran olika datatyper.

Matchup: Matchup ir vilken ras du och motstandaren spelar som.
MDP: Markovbeslutsprocess. Ett ramverk for att en dator ska kunna fatta beslut.

Monte Carlo sampling: Uppskattning som gors genom att samla in slumpmaéssig da-
ta.

MVC pattern: Star for Model-View-Controller pattern och ar ett arkitekturmonster.

Omgivning: Omgivningen 4dr miljon som anvédnds. Exempelvis ett spel som StarCraft
2.

Policy: I sammanhanget Markovbeslutsprocesser dr policyn funktionen som tar beslu-

ten. Denna modell tillimpas bland annat i reinforcement learning dér policyn dr agentens
beslutfattande. Den tar in ett tillstand och ger ut en sannolikhetsfordelning Gver olika

II
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handlingar som kan tas.
Policy gradient: En reinforcement learning-metod som syftar till att parametrisera agen-
tens policy och justera denna sa att vintevirdet av den totala framtida beloningen maxi-

meras.

PySC2: Python bibliotek utvecklat i maskininldrningssyfte som underléttar interaktion
med StarCraft 2.

Q-learning: En reinforcement learning-metod som berdknar Q-virdet for varje handling.
Q-virde: Virdefunktionen givet en specifik handling.

Reinforcement learning: Reinforcement learning ér ett omrade inom maskininldrning
dér agenter trédnas till att lidra sig utféra handlingar som maximerar en numerisk beloning
i en omgivning.

StarCraft 2: Realtidsstrategi-spel utvecklat av Blizzard.

Steg: Ett diskret matt pa tid inom den miljé som agenter arbetar i.

Supervised learning: En maskininldrningsmetod dir Al:n matas med indata och tillho-
rande korrekta utdata.

Temporal Difference learning: Inldrningsmetod dir agenten forutser vilka resultat som
kommer ske i framtiden och foriandrar modellen efter detta.

Tillstand: Ett tillstdnd inom programmet &r en beréiknings metod for en viss postion dér
man kan rikna for att komma till da ett annat tillstand.

Tillstandsovergangssannorlikhet: Sannolikheten for att nista tillstind kommer vara till-
stand s.

UML diagram: Forkorting for "unified modelling language", vilket &r ett sprak som kan
visuliera koddelar med diagram.

Utrullning: En utrullning &dr en bana som borjar fran initialtillstandet sy och foljer en
viss policy 7(ayls;).

Virdefunktion: Vintevirdet av den totala framtida beloningen givet en policy.
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Matematiska harledningar

B.1 Skattning av V,J(0)

For att beréikna VJ(0) kan sampling anvindas (). Det gar att visa att gradienten av Py (T)
med avseende pa parametrarna kan uttryckas som

VQPQ(T) ZPQ(T)VQPQ(T) (B.1)

genom att derivera en logaritm av en funktion:

f(x)Viog(f(x)) = f(x)

Insittning av ekvation (B.1) i uttrycket for gradienten ger
VoJ(0) = ZV@PQ (T)R(T)
—ZPG )V log(Pe(7))R(7)
=Ex, [Volog(Pe(7))R(17)]. (B.2)

Gradienten ér alltsa ett viantevirde och kan darfor samplas. Minns nu att Pg(7) dr sanno-
likheten for en bana givet en policy 7g(a, s). Detta uttrycks som

= p(s0) HTCG (ar|s))p(sir1lse,ar),
dar p ér tillstandsovergangssannolikheten. Logaritmen av uttrycket blir en summa
log(Pe(t)) = log(p(so)) + ) log(me (a|s;)) + }_ log(p(sr+1]st,ar))
=0 =0

och det faller sedan att gradienten med avseende pa 6 endast kommer paverka mittenter-
men, da p dr oberoende av parametriseringen. Det innebr att

Vglog(Py(t Z Volog(mg(als:))-

v
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Med hjilp av detta gar det att uttrycka gradienten i ekvation (B.2) i termer av 7y, sa att

(o]

VoJ(0) = Eq, Z Vg log(mg (ar|s:))R(7)
=0

VgJ(0) kan nu samplas genom att kora flera episoder, alltsa fullstindiga banor, vilket ger
skattningen

o 1 N—-1T-1
Ve](@) = N Z Z V@ log(ﬂg(a,-7,|s,-7t))R(T,-) (B.3)
i=0 =0

dir N dr det totala antalet episoder som ska anvéndas i skattningen och i dr den i:te episo-
den, samt att antalet tidssteg begrénsats till 7.



C

Kodbas

Vi kodbas finns att hitta via denna link:
https://github.com/DukeA/DAT02X-19-03-MachineLearning-Starcraft2.
Koden ér strukturerad sa att huvudprogrammet main startar mainLoop vilket i varje tids-
steg kor stegfunktionen implementerad i aiBot. aiBot i sin tur fragar selector-klassen om
vilket handling som ska utforas. Selektorn ger tillbaka en handling som ska utféras som
1 sin tur hiimtas i singleton-filerna for buildUnit/buildOrder/armyControl. Selektorn ba-
serar sitt val beroende pa den implementerade agenten. Exempelvis kan det vara A2C-
agenten som da anropas och finns placerad under MachineLearning-mappen. Hir kon-
strueras och definieras funktionerna agenten behover for att kunna tréna och gora beslut.

Vi har {orsokt efterfolja ett MVC-monster i koden. Delar av koden var nerstukterade med
att de skulle gora det minsta mojligt samt att ocksa ta bort vissa cirkuldra beroenden.
Detta gjordes genom att dela ner dessa klasser till mindre klasser med endast en uppgift.
Detta kan synas i figur C.1 som &r ett UML-diagram 6ver de klasser och filer som ingar i

kodbasen. Vissa specifika funktioner och kan ses i sekvensdiagrammen i figur C.2, figur
C.3 och figur C.4.
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C. Kodbas

BuildViodieLocations.py

BuildModelGather.py |
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Figur C.1: Ett UML-diagram av klass- och filkopplingar i kodbasen.
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Set An action for supply
depot

main mainLoop Aibot Selector BuildOrderController BuildOrders Action_singelton

T T T T T
- I | I | |
I | | | I
main = | | | | |
— I | | | |
mainLoop ] step(self,obs,epsilion,episode next_action | | |
> > | | |
-~ — = — — — — | | |
action | I
buildfsupplydepot(self,obs,sglf,buildflocation) | |
T >
| buiId_suppIydepot(self,obs,self.build_locAtion) |
I > _ .
| set_Action
| I |
I I |
| I |
| I |
| I |
_______ D
~ ?el_aclion() il
' | —
I I | |
________ | | | |
returnsAction | | ! L
T T
L | | ! '
I

X X X X X X X

Figur C.2: Sekvensdiagram 6ver hur en supply depot byggs. De andra byggmetoderna &r
snarlika.
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Satter build location var man

ska bygga
Aibot HelperClass BuildFacade BuildModell ocations BuildOrders Action_singelton
T
| CheckBuildPostion I T T I
> | | | |
I | I I
- boolean | | I |
CheckBU next_action —— —— | [
— | - setbuilding_location | |
True | >
I I I
| build_state |
| set_building_location | |
| | |
I I L R
| get_good_locations [
I I "
| D Euﬁ_l&ati_ons._buﬁ_lgarojns__era_rd) _____
I I |
I
I
I
I
)l(

X

X

X

Figur C.3: Visar punkten dér byggnaden som ska byggas bestdms.
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Predict the next action in the enviorment

Aibot Selector Actor_Crtic_Agent
T | |
Chceck_nektactipn nextAction > |
episode=0 |
UpdateState |
I
I R | — —
[Else] nextAction |
Predict
>
- -
return action

Figur C.4: Visar hur nésta handling bestdams.
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