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Sammandrag

Turbulensmodellering ar en vital del inom stromningsmekanik, dar Navier-Stokes
ekvationer ofta maste losas numeriskt. Detta ar valdigt datorkravande nér turbu-
lens uppstar, vilket skapar ett behov av forenklande turbulensmodeller. Genom att
anvinda tidsmedelviardade Navier-Stokes ekvationer tillsammans med k& — & model-
len och en icke-linjara Eddy Vicosity modell kan man minska komplexiteten hos
berédkningar. Huvudsyftet med arbetet ar att anvinda neurala nétverk och Random
Forest Regression for att undersoka om konstanterna som anvéands i dessa model-
ler kan ersédttas med funktioner, for att erhalla battre resultat. Arbetet fann att
anvandningen av ML-konstruerade funktioner presterade battre an konstanta stan-
dardvéarden i tva av tre fall, samt att neurala natverk generellt fungerade battre &n
random forest regression. Resultaten ar lovande och talar for att detta ar ett omrade
som bor undersokas vidare.

Nyckelord: Turbulensmodellering, Reynoldsspanningar, maskininlarning, neurala nat-
verk, Random Forest Regression, Square Duct, icke-linjar Eddy Viscosity model, k—¢
modell, tidsmedelvirda Navier-Stokes ekvationer.
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Applications of machine learning in non-linear turbulence modelling
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Abstract

Turbulence modeling is a vital part of fluid mechanics, where the Navier-Stokes equa-
tions often need to be solved numerically. This is computationally demanding due
to turbulence, creating a need for simplified turbulence models. By using Reynolds-
Averaged Navier Stokes together with the £ — ¢ model and a non-linear Eddy Visco-
sity model, one can reduce the complexity of calculations. The main purpose of this
study is to use neural networks and Random Forest Regression to investigate whet-
her the constants used in these models can be replaced with functions, which yield
better results. The study found that the use of ML-constructed functions performed
better than constant values in two out of three cases, and that neural networks ge-
nerally worked better than Random Forest Regression. The results are promising
and suggest that this is an area that should be further explored.

Keywords: Turbulence modelling, Reynold stresses, machine learning, neural network,
Random Forest Regression, deep learning, Square Duct, non-linear Eddy Viscosity
model, k& — e model, Reynolds-Averaged Navier Stokes.
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Akronymer

Nedan é&r listan Over akronymer som har anvints genom hela denna avhandling
listade i alfabetisk ordning:

DNS
GridSearchCV
MaAE

MAPE

ML

NEVM

NN
RANS

RFR
RMSPE
XGB

Direkt Numerisk Simulering

GridSearch Cross Validation

Maxiumum Absolut Error

Mean Average Percentage Error

Maskininldarning

Icke-linjar Eddy Viscosity Modell (Non-linear Eddy Viscosity Mo-
del)

Neuralt natverk

Tidsmedelviarda Navier-Stokes ekvationer (Reynolds Averaged
Navier-Stokes)

Random Forest Regression

Root Mean Square Percentage Error

Extreme Gradient Boost
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Nomenklatur

Nedan &ar nomenklaturen for index, uppséttningar, parametrar och variabler som
har anvénts genom hela denna avhandling.

Index

1,7 Index

Variabler

w'u u'v' u'w’

v, ww Eftersokta turbulenta Reynoldsspédnningar
Re Reynoldstal

p Densitet av medium

1 Dynamisk viskositet

L Karakteristisk langd

v Kinematisk viskositet

Tw Vaggskjuvspanning

Uy Friktionshastighet

Re, Friktions-Reynoldstal

l Langdskala

€ Dissipation av turbulent kinetisk energi
vy Turbulent kinematisk viskositet

k Turbulent kinetisk energi

a;j Anisotropisk tensor

Sij Skjuvningstensor

Qj Rotationstensor

dij Kronecker delta
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Eftersokta konstanter

Nod (neuron)
Indata
Indata vikt
Indata bias

Aktiveringsfunktion
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1

Inledning

1.1 Bakgrund

Inom stromningsmekaniken beskriver Navier-Stokes ekvationer fluiders rorelse. Des-
sa ekvationer saknar en allmén analytisk 16sning och 16ses darfor numeriskt, ofta med
hjélp av Direct Numerical Simulation (DNS). Detta blir dock extremt datorkra-
vande nar turbulens forekommer, sa for att gora berdkningarna kostnadseffektiva
anvands turbulensmodeller. Dessa uppskattar turbulensen i mindre komplexa ter-
mer som underlattar berdkningar. Exempel pa relevanta turbulensmodeller ar k — €
modellen kombinerad med en icke-linjar Eddy Viscosity modell (NEVM), som byg-
ger pa konstanter framtagna via empirisk data. Arbetet fokuserar pa att behandla
Navier-Stokes ekvationer, speciellt de tidsmedelvarderade Navier-Stokes ekvationer-
na (RANS), och Reynoldsspénningar.

Verktyg inom maskininldrning (ML) har utvecklats snabbt och uppmérksammats
inom berakningstunga forskningsdiscipliner. Darmed finns ett stort intresse av att
undersoka hur dessa kan anvindas inom turbulensmodellering. I nuldget anvands
empiriskt bestamda konstanter i modeller for turbulens, men béattre resultat kan
frambringas genom att ersatta konstanterna med funktioner beroende av olika egen-
skaper hos flodet. Dessa funktioner kan tas fram med hjalp av ML.

1.2 Syfte

Syftet med arbetet ar att undersoka om vedertagna numeriska simuleringsmodeller
for icke-linjara turbulensmodeller kan vidareutvecklas med hjalp av neurala natverk
(NN) och Random Forest Regression (RFR). Ambitionen ar att identifiera modeller
som kan anvandas till att prediktera Reynoldsspinningar for flera olika typer av
floden och forbattra resultaten med hjélp av ML.

1.3 Problemformulering
Det centrala problemet som avses losas ar att med hjalp av neurala natverk och
Random Forest Regression 16sa stangningsproblemet till RANS-ekvationer. Model-

lerna skall trdnas pa redan tillgénglig DNS-data. Utgangspunkten ar att ersatta
konstanter i Craft et al.s icke-linjara k — ¢ modell med funktioner anpassade ge-

1



1. Inledning

nom ML. Detta ska goras for DNS-data som representerar floden i olika geometrier.
Malet ar att ta fram modeller som generaliserar till andra geometrier och friktions-
Reynoldstal &n vad de tranades pa.

Modellernas prestanda ska éven optimeras och resultat ska jamforas mot standard-
virden fran litteratur. Generaliseringen till olika scenarion hos modellerna ska dven
utforskas.

1.4 Avgransningar

For att genomfora arbetet inom den givna tidsramen kréavs det vissa avgransningar.
Dessa begrinsningar omfattar olika aspekter sasom metod samt hur resultat varde-
ras.

DNS-datan nyttjad i arbete ar inte genererad av kandidatgruppen utan hamtas av
externa kallor. Denna data ar en central del arbetet och resultaten kan variera be-
roende pa kvalitén hod DNS-datan.

Utover detta innefattar metioden endast tva olika ML-modeller: neurala natverk och
RFR, da dessa bedomdes mest relevanta for arbetet. For resultaten tas inte heller
berdkningstiden for varje modell i beaktning, da detta inte anses vara relevant for
detta arbete.



2

Teori

I denna del av rapporten presenteras relevant teori om stromningsmekanik, neu-
rala natverk och Random Forest Regression, som ligger till grund for arbetet. Te-
oriavsnittet utgar fran att ldsaren har kunskap om grundléggande principer inom
stromningsmekanik.

2.1 Stromningsmekanik

Alla typer av stromning beror pa ett flodes egenskaper. Dessa egenskaper inkluderar
filtets hastighetsfordndring, dess tryckgradient, flodets viskositet. Stromningen kan
berédknas utifran Navier-Stokes ekvationer. For att forenkla modelleringen nyttjas
tidsmedelvardering for att fa ekvation (2.1)

_ou N _0u 10p d%*u N ?u\ ouvw  ouv (2.1)
U— +V— = ——— v — — .
ox dy p Ox ox?  Oy? ox dy
—— N——
Tidsderivata av hastighetsfalt Tryckgradient Viskosa termer Reynolds-spéanningar

De tidsmedelviarda Navier-Stokes ekvationerna, dven kallad RANS-ekvationerna, in-
kluderar okénda Reynoldsspanningar W som behover modelleras. Arbetet gruppen
ska gora grundrar sig i foregdende ars kandidatarbete [1] dar modellering av Rey-
noldsspanningar for fullt utvecklad kanalstromning undersoktes. Likt forra arets
kandidatarbete kommer detta arets utga fran den icke-linjara Eddy Viscosity mo-
dellen for att ta fram de okdnda Reynoldsspanningarna. Daremot kommer detta aret
istéallet for k—w modellen nyttja k —e modellen samt undersoka fall for gropgeometri
och Square Duct utéver kanalstomning och grénsskikt.

2.1.1 Friktions-Reynoldstal

For att ta reda pa vad for typ av flode som behandlas anvinds Reynoldstalet, defi-

nierat som
L L
Re:&:u—, v=" (2.2)
H v P
I fallet av viggavgrinsade turbulenta floden kan man anvénda ett modifierat Rey-
noldstal, ett sa kallat friktions-Reynoldstal. Friktions-Reynoldstalet anvander sig av

friktionshastigheten, u,, istillet for den karakteristiska hastigheten u. Definitionen

3



2. Teori

av friktionshastigheten utgar ifran definitionen av viggskjuvspanning 7, i (2.3)

ou
Tw = =] . (2.3)
oy =0
Viéggskjuvspanningen 7, kan dven uttryckas som i ekvation (2.4) [2]
Tw = pu’. (2.4)
Anvandning av (2.3) i (2.4) leder till
9 S\ 2
Tw=pui =  pul= ,u—u = U, = (Vu> . (2.5)
8y y=0 8y y=0
Friktions-Reynoldstalet definieras sedan som
L L
Re, = 2= = B2 (2.6)
o v

2.1.2 k — ¢ modellen

k — ¢ modellen ar en sa kallad tva-ekvations modell som nyttjar tva skalarer, den
kinetiska turbulensen k£ samt dissipationen € hos turbulensen for att 16sa stédngnings-
problemet medan konvektion och diffusion termerna antas vara forsumbara. De tva
ckvationer som kvarstar beskrivs enligt (2.7) samt (2.8)

3

k2

puk = [(u+ “k + P — p= (2.7)
(% €
_ Pt 9
pue = [(p + ;)5] + %(Celpk — CeapE). (2.8)

Detta i samband med antagandet att konvektion och diffusion antas vara féorsumbara
leder till ekvation (2.9)

. 0 Mt% 52

;an + (Cgl — 052) p? (29)

For att sedan 16sa ut Reynoldstensorerna defineras langdskalan ¢ samt den turbu-
lenta kinematiska viskositeten v; enligt

3/2
0= k"g (2.10)
k’2
v = c, k" = Cu (2.11)

Detta skapar ett ekvationssystem dér k och ¢ kan losas ut for att sedan ansatta
T = k/e. Detta anvénds sedan i den icke-linjira Eddy Viscosity modellen [3].

4



2. Teori

2.1.3 Den Icke-linjara Eddy Viscosity modellen (NEVM)

For att modellera de okénda Reynoldsspianningar, med hjalp av NEVM, utgar vi
fran Boussinesq-antagandet i (2.12),

Qij = _2Vt% )
L (0w, ou, (2.12)
Si; = =< .
J 2 8xj ﬁxz

Den anisotropiska tensorn a;; i (2.12) kan skrivas som [4]

a0
wu; 2

Qij = L géij )
{17 i (2.13)
572]' = . . )
0, i#J

dér ¢;; ar Kronecker delta. For k — ¢ modellen kan den anisotropiska tensorn a;;
modelleras med [4], [5]

Ajj = — 2C,T S84
+ 172 (Sikskj - ;SWS’“Z&U>
+ o (s — 5k ;)
+ c37? (Qiijk - ;leleéﬁ>
+ s (sipsuj — Qusikse;)

2
+ c57? <Qqumsmj + S lim Sy — 3Qm"9”151m5ij>

(2.14)

3

+ cgT SijSkiSkl
3

+ 77555,

dir 7 = k/e for k — ¢ modellen. Skjuvningstensorn s;; defineras enligt (2.12) och
rotationstensorn €);; definieras som

o _L(ou oy,
Yo 2 8$j 8.’13'1 .

Exakta formler existerar for ¢; men ofta sétts de till vedertagna konstanta vérden.
Bland annat kan de anséttas vara [2]

cp = —0.05, co =0.11, ¢ =021 ¢4 = —0.8, ¢5 =0, ¢cg = —0.5, ¢ =0.5. (2.15)
I matrisform kan den anisotropiska tensorn a,; representeras med

11 Qa2 Q13
a=|a2 ax a3/, (2.16)
13 Aag3 (33



2. Teori

da den ar symmetrisk. Utover detta ar sparet i matrisen noll, vilket medfor villkoret
att ayy + age + azs = 0 [4]. Eftersom a;; ar symmetrisk kan en ny kolonnmatris kon-

strueras a* = (an 19 Q13 Q99 (ng)T som innehaller de unika viardena i a. Ofta
anvinds konstanta véirden for ¢;, men for att fa battre precision kan funktionsvéirden
anvandas istallet. Det som soks ar varden pa konstanterna ¢;, ¢ = 1,...,7, men da
det finns maximalt 5 element i a* gar det inte att hitta varden for alla konstanter.
Den fullstdndiga ekvationen som ska losas ar

a* = Ac+Db, (2.17)

dar A ar en kvadratisk matris (n X n), vars element ar uttrycken som multipliceras
med konstanterna i (2.14), dar c &r en kolonnmatris (n X 1) med de ovan nidmnda
intressanta konstanterna och b ér en kolonnmatris (n x 1) med virde b = —2¢,,7s;;.
Notera dven att storleken pa matriserna bestdms utifran det relevanta flodet, da n
minskar om flode sker i farre riktningar.
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2.1.4 Flode genom olika geometrier

Forra arets kandidatarbete [1] undersokte fullt utvecklad kanalstromning och gréns-
skikt likt det i figur 2.1. For kanalstromning géller det att @y = w3 = 0/0x; =
0/0xs = 0, alltsa att det endast ar ett flode i x; riktningen och att forandring
endast sker i xy riktningen. For att berdkna exakta virden i varje punkt for de
intressanta konstanterna cy = ¢ 4 ¢3 och ¢y anvands foljande formler:

Gas3
Co=——"—~192
~(52)
(2.18)
. 2a11 + as3
2= T 2
(%)
Formler ovan géller dven for gransskikt, likt det i figur 2.1b [4].
- > L _eandny
I -2 .

(a) Kanalstromning (b) Gransskikt

Figur 2.1: Geometrin for tva fall av flode.

Utover kanalstromning och gréansskikt undersoks aven formlerna for gropgeometri,
se figur 2.2. For gropgeometri géller det att g = 0/0x3 = 0 [2], varav skjuvnings-
tensorn s;; och rotationstensorn €2;; far f6ljande matrisform

a 1 (9w , 0w
Gxi 2 (8&:; 6zi) 0
— 1 (ou, , Ou o
s=1 (G +3) oz O
0 0 0 (2.19)
1 (du o ’
0 3 (5 - 52) 0
— 1 (9w, _ 0w
P=lmm-m) o o)
0 0 0
dér foljande samband s15 = $97 och Q15 = —{9; kan uppmaérksammas.
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*p
u
_—
*i
X3

Figur 2.2: Geometrin for fldde med en grop.
Fran dessa hérleds foljande uttryck for den anisotropiska tensorn a;;

1
2 2
ay = — 2¢,811T + 5617' (2511811 + S12512 — S22522) + 2277512802

1
+ 30372912912 - 2047'2812912(811 + S99)
2

4
+ 057'3912912(—5811 + 5822)

3 3
+ c6T 811(511811 + 2512512 + 522822) + 2¢r7 811912912,

2 2
a1 = — 2¢, 5127 + 17°512(S11 + S22) + 2T Q12 (=511 + 522),
2
+ 472511511 — S225922)
3
— 2¢57°51221282 12

3 3
+ ceT 812(811811 + 2519512 + 822322) + 2c77 812912912,

(2.20)

2 2
A9 = — 2¢,82T + 3T (—s11511 + 812812 + 28228922) — 20277512802

1
+ 50372912912 + 2¢47%519012 (511 + 522)

2
+ 50573912912(311 - 2822)

3 3
+ c6T 822(811811 + 2519519 + 822822) + 2075297712 9,

1 2
2 2
az3 = — gclT (11511 + 2512512 + S22522) — §C3T Q1202

2
+ §C5T3Q12912(811 + S99).

Till skillnad fran kanalstromning och gransskikt ar det svart att hitta exakta formler
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for att berdakna de intressanta konstanterna. Utdver detta ar édven systemet under-
bestamt da endast tre av fyra ekvationer i (2.20) kan anvindas. Detta pa grund av
villkoret att sparet i a ar noll.

I och med underbestédmdheten i ekvationerna for a;;, for gropgeometri, begréna-

sas berdakningarna till att endast titta pa konstanterna c;, co och c3. Resterande
konstanter sétts till 0, ¢4 = ¢5 = ¢ = ¢; = 0. Darmed minimeras (2.20) till

1
2 2
ay = — 2¢,511T + §017' (2511511 + S12512 — S22522) + 2€2T 5128012

1
+ 50372912912,

(2.21)
a1g = — 2¢,8197 + e17°819(811 + S22) + caT* o (—511 + S29),
1, 2
a3z = — gclT (511811 + 2512812 + S22522) — 5037 Q158 .

Fran (2.21) hérleds explicita uttryck for okdnda konstanter ¢y, ca, c3, se Appendix A.

2.1.5 Flode genom Square Duct

Den sista geometriska formen som underoks ar det fyrkantiga roret, ofta bendmnt
Square Duct. Flodet i Square Duct sker i tre dimensioner dar roret i sig kan delas
in i 4 symmetriska omraden, se figur 2.3. For flode genom Square Duct géller det
endast att hastighetsfordndring i z; riktning ar noll, 0/0z; = 0, da flodet ar fullt
utvecklad. Flodet sker alltsa i alla riktningar och forandras i zo och x3 riktning.
Tensorerna s;; och €2;; far matrisformerna

0 10w 10w
2 Oxo 2 Ox3
_ 1 0uy Juy 1 (@ + @)
S = 2 Oxo Oxo 2 \ Ox3 Oxo
1om 1 (@ @) Juy
2 Oxg 2 \ Oz Oxo oxs
o o 222
2 Oxo 2 Oxg
1 O0uy 1 ( Ous Jus
Q - 2 Oxo 0 2 (8;123 0z )
_lom  _1 (@ @) 0
2 Ox3 2 \ Oxs Oz

Som kan ses innehaller matriserna valdigt fa nollor vilket gor att fa termer forsvinner
vid berdkningen av den anisotropiska tensorn a;; med hjilp av ekvation (2.14). I
Square Duct fallet kan alla 5 unika element nyttjas i a*. P4 grund av att det ar
svart att ta fram rimliga analytiska uttryck for de intressanta c¢; konstanterna, tas
varden pa konstanterna numeriskt istéllet for analytiskt.
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Figur 2.3: Geometrin for ett fyrkantigt ror, dven kallat Square Duct.

2.2 Maskininlarning

Regressionsproblemet ska 10sas genom att implementera ML pa tva olika satt: neura-

la ndtverk och Random Forest Regression, den senare i en form som kallas Extreme
Gradient Boosting (XGB).

2.2.1 Neurala natverk

Neurala natverk dr en form av ML som inspirerats av det koncept som ligger till
grund for hur hjarnan kan lagra information. Hjdrnan &r uppbyggd av samman-
kopplade neuroner som tar emot och skickar vidare signaler. Pa ett liknande sétt
anvander neurala natverk sina noder for att upptéicka monster eller ta intelligenta
beslut. Natverket tar in data och summerar samt modifierar den pa lampligt sétt
for att 16sa det givna problemet [6] [7].

Varje nod, b;, i natverket tar in och summerar alla indata, z;, multiplicerat med
deras korresponderande vikt, w;; och adderar en bias, ¢;. Sedan appliceras aktive-
ringsfunktionen g pa resultatet och virdet som fas ar utdatan for den givna noden
b;. Detta kan ses pa ekvationsform i ekvation (2.23) och visuellt i figur 2.4.

bi(t) =6; + 2_:1 wi; 5 (t) (2.23)
zi(t +1) = g(bi(t))
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Aktiveringsunktion Output

) o2 @

Figur 2.4: Figuren visar processen for summation mellan indata och utdata med
hjélp av bias och aktiveringsfunktion for en given nod.

Aktiveringsfunktioner anvéinds for att kunna styra éver hur och nér noderna skall
aktiveras. Detta kan liknas med hur neuroner i hjarnan endast stimuleras av en till-
riackligt hog signal, pa liknade sétt aktiveras endast noden i neurala natverket ifall
indatan ar tillrackligt stor [7]. Biasen anvands for att ndtverket ska kunna anpassas
oberoende av indata, ty bias ar fristdende fran datan. Till stor del forskjuter bia-
sen aktiveringsfunktionen och detta kan ses som att den flyttar aktiveringsgréanser.
Béade aktiveringsfunktionen och biasen kombineras sa att modellen kan finjusteras
efter vad som onskas [8]. Tva vanliga aktiveringsfunktioner ar ReLu och identitets-
funktionen, som definieras ReLu(z) = max(0,x) och Identitet(z) = z [9]. Bade
aktiveringsfunktionen och bias reducerar det linjara sambandet mellan in- och ut-
data, alltsa ger de nétverket verktyg for att upptécka mer invecklade samband [8].

Ett neuralt natverk bestar av flera lager noder: ett indatalager, ett eller flera dolda
lager och ett utdatalager. Alla lager kan ha olika antal noder. Processen initieras
da indatan passerar genom ett forsta lager av noder och transformeras till utdata,
denna utdatan blir da indata till nasta lager av noder. Denna process upprepas tills
datan passerat alla lager noder, da har ett slutgiltigt resultat producerats. Genom
att anvinda flera lager kan nédtverkan upptiacka mer komplexa monster [9]. Ett ex-
empel pa hur ett natverk med tva dolda lager kan se ut ses i figur 2.5.

Indatalager Dolt lager 2

Dolt lager 1

Utdatalager

Figur 2.5: Exempel pa hur lagerstrukturen hos ett neuralt nétverk kan se ut.

Grundtanken med neurala natverk dr att de ska optimeras med hjélp av tranings-

11
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data for att sedan kunna anviandas for att gora forutsigelser. Nar modellen tréanas
passerar indatan alla lagar av noder och transformeras enligt ekvation 2.23 till utda-
ta. Utdatan jamfors sedan med det korrekta svaret givet fran traningsdatan. Efter
jamforelsen justeras vikterna w; ; hos noderna for att optimera resultatet sa att nat-
verket ger mer precisa forutségelser [8].

Hyperparametrarna epoch, batchstorlek och inldrningshastighet anvands for att ju-
stera traningshastigheten. Epoch beskriver hur manga ganger nétverket ska trana
pa det givna datasetet och batchstorleken bestdémmer hur manga datapunkter som
natverket ska tranas pa innan det uppdaterar och justera de interna parametrarna,
exempelvis vikterna [10]. Inldrningshastigheten beskriver hur stor justeringen av de
interna parametrarna skall vara for varje uppdatering [8].

2.2.2 Random Forest Regression

Beslutstrad ar en form av 6vervakad ML for klassificering och regression. Ett be-
slutstrad bestar av en rot och noder samt kanter dar tradet grenar sig. Sista noden
pa varje gren kallas for en 16vnod. Varje nod representerar ett sarskilt attribut och
kanterna representerar ett vardeintervall [11]. Tradstrukturen kan ses i figur 2.6.

(O Rotnod
(O nrenod
O Lovnod

Figur 2.6: Struktur hos ett godtyckligt beslutstrad.

Uppdelningen av datan sker sedan baserat pa attributen. Trédden kan da genom att
folja en serie beslut eller regler na fram till en slutsats eller forutsiagelse [12]. Varje
nod i ett beslutstrad representerar en testning av ett attribut, och varje gren re-
presenterar resultatet av detta test. Genom att ga igenom trédet fran roten till en
l6vnod kan beslutssekvensen foljas och da kan slutsatser dras baserade pa testresul-
taten [11].

Varje triad far ett unikt set data genom att anvanda bootstrapping pa originaldatan,
vilket innebar att ny data genereras baserat pa statistiska egenskaper hos datasetet
[13]. Eftersom varje trad baseras pa olika data blir de oberoende av varandra, s
beslutsvariationen okar.

12
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Ett slumpmaéssigt beslutstrad definieras av att det véljs fran en uppséttning av
trad, dar traden har K slumpméssiga attribut vid varje nod. Detta sker pa sa sitt
att varje trad har samma sannolikhet att véiljas, alltsa ar fordelningen likformlig [11].

RFR ar en form av 6vervakad ML som kombinerar forutsiagelser fran flera slump-
massiga beslutstrad for att ge en mer kvalificerad gissning én vad som kan astad-
kommas med enskilda beslutstriad, da dessa ar bendgna till 6veranpassning. Detta
ar ett exempel av ensemble learning, vilket innebar att det slutgiltiga resultatet fas
av medelvirdet av forutségelser for varje enskilt slumpmaéssiga beslutstrad [12].

2.2.2.1 Extreme Gradient Boosting

En variant av RFR, kallad Extreme Gradient Boost, minimerar fel genom att an-
vanda en algoritm som lar sig av foregaende trad. XGB anvédnder sig av ett an-
tal hyperparametrar som den optimerar med hjéalp av GridSearch Cross Validation
(GridSearchCV). Anvindaren véljer vilka parametrar som ar relevanta och ger sedan
flera inputviarden pa dessa. GridSearchCV testar darefter utfallet av traningsdatan
utifran alla kombinationer av dom valda viardena. Avvikelsen fran maldatan berak-
nas slutligen for varje utfall, baserat pa en i forvag vald mattstock, varefter det béasta
utfallet selekteras till modellen. Sedan undersoks vilka inputvarden som givit detta
utfall, och om dessa antagit hogsta respektive lagsta viarde i utgangsintervallet, hojs
respektive sanks gransen for intervallet och proceduren upprepas. Detta itereras tills
ett lage déar prestandan konvergerar och pa sa satt minimeras risken for 6veranpass-
ning [14].
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Metod

I detta avsnitt forklaras tillvigagangssétt och procedurer som anvants for att fullfélja
arbetet, genom hela processen. Detta inkluderar databehandling och konstruering
av ML-modellerna som anvinds for turbulensmodelleringen. All programmering och
utveckling av maskininlarningsmodeller kommer att utforas i Python och komplett
kod kan hittas pa den GitLab som finns i Appendix B.

3.1 Databehandling och val av in- och utdata for
modeller

Datan som anvants &r DNS-simuleringar for kanalstromning, gransskikt och grop-
geometri, hamtade fran [15], och Square Duct hamtad fran [16]. Véardena pa ¢; som
predikterades ingar dédremot inte i nagon av datan och behdvde darfor losas ut. I
fallen kanalstromning och gransskikt kunde formlerna (2.18) anvéndas och i fallet
med gropgeometeri togs formlerna (A.2) fran Appendix A fram symboliskt. I Square
Duct 16stes ¢ ut numeriskt ur ekvation (2.17) for varje punkt. All data delades &ven
upp i 80% traningsdata och 20% testdata innan den anvindes.

Indatan till ndtverket varierar beroende pa vilken geometri som modelleras, men
geometrin anvéindes aldrig som indata. Detta beror pa att modellerna ska kunna ge-
neralisera mellan olika geometrier. Istallet anvands olika hastighetsgradienter som
indata, da dessa dr gemensamma egenskaper for all form av stromning och darfor
inte paverkar generaliseringen.

For kanalstromning och gransskikt har

oU \? oU\ " k
2 [ [ — —
(%) (1) Tt

tidigare anvants som indata till modeller for att prediktera cy samt co[4]. Samma
variabler anvéindes for modellerna i detta arbete. Gradienterna i kvadrat (9U/dy)?
och inverserna (OU/dy)~" anvindes eftersom man kan se i ekvation (2.18) att ¢; be-
ror pa just dessa. Dessa gors dimensionslosa genom en lokal skalning med T' vilket
underlattar generalisering.

For flode genom gropgeometri och Square Duct uppvisar ¢; mer komplext geomet-
riskt beteende, och dven diskontinuiteter och exponentiell 6kning. Dessa beteenden
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gor anpassning av modeller betydligt svarare, och det kan vara utmanande att ens
fa traningsprocessen att konvergera. Uppgiften underléttas om det finns indata som
delar ¢;:s komplexa beteende, exempelvis geometriska egenskaper. For flode genom
gropgeometri och Square Duct visade sig elementen A;; ur ekvation (2.17) vara lamp-
liga. Exempel pa delade geometriska drag mellan ¢; och A;; illustreras i figur 3.1.

s s—
arctan{(co) VAsz VA3

Figur 3.1: Heatmap plots av arctan(cy), /A4 och /A3y i Square Duct med
friktions-Reynoldstal 150. Arctangens och kubrotter har tagits for att gora de delade
geometriska monstren synliga.

Exponentiellt beteende utgor dock fortfarande ett problem vid anpassning av model-
ler och dérfér anvindes arctan(A;;) som indata och vi predikterar arctan(c;) istéllet
for att prediktera c; direkt.

I alla fléden orsakar dven vaggarna problem eftersom hastighetsgradienterna blir
extremt stora nara dem, vilket svargér konvergens vid trédning av modeller. I och
med detta begransades datan bada vid trdaning och testning i varje fall till ett visst
avstand ifran vaggarna. Detta gjordes dock inte for flode Gver grop da detta skar
bort den mest intressanta delen av datan.

For att mojliggora jamforelse implementerades ocksa modellerna med konstanta c;.
For kanalstromning och gransskikt anvindes konstanterna ur (2.15). For Square
Duct anvéndes istéllet

¢ =—01, g =0.1 ¢33 =0.26, ¢, = —10¢;,, 5 = 0,

tagna fran [17] da dessa visade sig prestera betydligt battre.

3.2 Neurala natverk

Det neurala néatverket implementeras med hjalp av Python-paketet PyTorch. Nat-
verket som anvandes for att modellera kanalstromning och gréansskikt bestod av tva
dolda lager med 50 noder vardera, samt indata- och utdatalager. Natverket trana-
des med 10 000 epoker, inldrningshastighet 0.5 och hade batchstorlek 5. For flode
med gropgeometri anvandes istéllet tva dolda lager med 10 noder, 1 000 epoker och
batchstorlek 10 och inlarningshastighet 0.0001. Fér Square Duct anvandes natverk
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med 2 dolda lager av bredd 11 och med batch normalization. Natverken tranades
med 1000 epoker, batchsize 5 och learning rate 0.00007. Aktiveringsfunktionen som
anvandes for samtliga modellers dolda lager ar ReLu = max(0,b;) och identitets-
funktionen till utdatalagret.

3.3 Random Forest Regression

Modellen for RFR utvecklades med XGB genom Python-paketen sklearn och xgboost.
Modellen anvande XGBRegressor for att skapa en prediktiv regressor baserad pa da-
tan fran databehandlingen. I denna applikation valdes att specificera foljande hyper-
parametrar: antalet beslutstrad, beslutstriddens maximala djup, inldrningshastighet
samt hur traningsdatan valts ut. Utdatan som returnerades var de koefficienter c¢;
som existerar for den givna geometrin.

XGB anpassades till varje flode utifran resultatet av GridSearchCV. Darefter rang-
ordnades modellerna med avseende pa deras genomsnittliga procentuella avvikelse
fran testdatan (MAPE). XGB utfordes pa samma vis for alla dataset oavsett flode.
Detta beror pa att antalet koefficienter som modelleras ér irrelevant for genomfo-
randet, ty XGB stodjer multipel linjar regression. Utdatan kommer alltid ha sam-
ma dimension som indatan, vilket enkelt tillater att modellera olika geometrier av
stromning.

3.4 Felberakning

Prestandan av modellerna med ML jamfordes gentemot modeller med konstant c¢;
och de exakta simulerade viardena, se avsnitt 2.1. Detta anvindes sedan for att ut-
vardera och optimera modellerna.

Undersokning av hur val modellerna generaliserade mellan de olika geometrierna
samt mellan olika friktions-Reynoldstal genomfordes. Detta genom att trédna model-
lerna pa trianingsdata fran en geometri/friktions-Reynoldstal och sedan testa mo-
dellen pa testdata fran en annan geometri/friktions-Reynoldstal. P& s& satt kunde
modellerna utvarderas i hur val de representerar en allméan 16sning for de olika fl6-
dena.

Alla jamforelser av modellerna gjordes med en felanalys dér felet uppskattades ge-

nom olika metoder. En metod som anviandes var Mean Average Percentage Error
(MAPE) som definieras enligt

Z]-\LI|J]-DNS o xZPred|

Efi1|$DNS|

i

(3.1)

dar PN ir en given Reynoldsspinning fran DNS-datan och 2774 ir predikationen
for ssmma Reynoldsspanning. En annan metod som anviandes var Root Mean Square

Percentage Error (RMSPE) som definieras enligt
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S 2PV — afeip
RMSPE:$ AR (3.2)

For Square Duct anviandes dven en tredje metod kallad Maximum Absolute Error
(MaAE) som definieras enligt

MaAE = mz}@dmfws — gPred|, (3.3)
1€
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Resultat

Resultatavsnittet &mnar att presentera de fynd och resultat som erhallits fran det
genomforda arbetet. Resultaten utgor grunden for uppsatsens efterféljande avsnitt
bestaende av analys, diskussion och tolkning. For samtliga floden kommer preci-
sion matas for prediktering pa egen testdata mellan ¢; framtagna med ML och
med vedertagna konstanter fran litteratur. Utover detta kommer generalisering mel-
lan geometrier respektive friktions-Reynoldstal undersokas for kanalstromning och
gransskikt respektive Squre Duct.

4.1 Kanalstromning

Nedan foljer resultat fran neurala natverket och RFR for kanalstréomning med friktions-
Reynoldstal 5200. Modellerna har tranats och testats pa samma data (geometri och
friktions-Reynoldstal). I tabell 4.1 ses MAPE och RMSPE for ¢y, ¢, W't/ , 0" och
ww'". Som kan ses ér skillnaden i fel mellan metoderna jamforelsevis liten, forutom
fr co och v/ dir RFR presterar simre.

Tabell 4.1: Fel for neuralt nitverk och RFR, trdnade och testade pa kanalstromning
med friktions-Reynoldstal 5200.

MAPE NN | RMSPE NN | MAPE RFR | RMSPE RFR | MAPE konstant ¢; | RMSPE konstant ¢;
co 5.14% 7.92% 4.99% 7.54% - -
[ 1.42% 2.40% 1.37% 2.32% - -
v | 0.87% 2.21% 1.43% 4.54% 134.41% 306.28%
v | 5.81% 11.95% 6.52% 14.72% 332.93% 817.18%
ww' | 2.33% 3.62% 2.83% 5.31% 137.05% 301.93%

I figur 4.1 ses hur vél neuralt nitverk och RFR predikterar ¢y och cy. Det framgar att
co ar svarforutspadd for bada metoderna. Figur 4.2 illustrerar hur stresstensorerna
ser ut for modellerna jamfort med vad som fas fran DNS-data samt genom att
anvanda konstanta varden for ¢;. Som kan ses presterar ML avsevart béattre jamfort
med de vanliga konstanterna. Notera dock att vissa varden for LA negativa,
vilket ar ofysikaliskt.
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Figur 4.1: Prediktioner for ¢; for det neurala

Prediktioner for koefficienterna ¢;

—— DNS-data
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Figur 4.2: Reynoldsspanningar for kanalstromning predikterade med neurala nét-
verket, RFR och konstanta ¢;, jamfort med de sanna viardena fran DNS-datan.

4.2 Gransskikt

Nedan foljer resultat for gransskikt med friktions-Reynoldstal 2500 for de tva me-
toderna. Modellerna har trianats pa samma data som de testas for. I tabell 4.2 ses

RMSPE och MAPE for co, co, vt/

, U0 och ww'". For MAPE géller generellt

att RFR presterar béttre 4n det neurala natverket, men tvirtom for RMSPE. Att
anvanda konstanter ger som innan stora feltermer.
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Tabell 4.2: Fel for neuralt natverk och RFR, tranade och testade pa gransskikt
med friktions-Reynoldstal 2500.

MAPE NN | RMSPE NN | MAPE RFR | RMSPE RFR | MAPE konstant ¢; | RMSPE konstant ¢;
co 10.75% 12.46% 8.96% 12.78% - -
co 6.16% 7.20% 5.86% 8.11% - -
wd | 2.41% 2.81% 2.39% 3.07% 135.49% 215.31%
v | 455% 6.84% 5.33% 7.59% 261.25% 451.18%
ww'' | 2.41% 2.68% 1.87% 2.64% 120.38% 192.81%

Figur 4.3 och figur 4.4 visar hur val de olika metoderna presterar nar de predikterar
co och ¢y, respektive u’u’+, V' och ww'". Aven hir presterar de konstanta c;
simre an ML. Véart att notera att ingen av metoderna far sirskilt exakta viarden for
konstanterna, men att detta inte verkar paverka resultaten for stresstensorerna.

Prediktioner for koefficienterna ¢;

—— DNS-data
Neuralt natverk
RFR

—— DNS-data
Neuralt natverk
RFR

20004

1500 4

1000 4

500 1

0.005 0.010 0.015 0.020 0.025 0.030 0.035

Co (<]

Figur 4.3: Prediktioner for ¢; for det neurala natveket och RFR, jamfort med det
sanna virdet fran DNS-data.

Prediktioner for alla stresstensorer

20001

1750 1

1500 4

12501

> 1000

—— DNS-data
«  Neuralt natverk
RFR

Konstant ¢

1 —— DNS-data

Neuralt natverk
RFR
Konstant ¢

] —— DNS-data
Neuralt natverk
RFR

Konstant ¢

vut

Vv

Figur 4.4: Reynoldsspanningar for gransskikt predikterade med neurala nétverket,
RFR och konstanta ¢;, jamfort med de sanna vardena fran DNS-datan.

20



4. Resultat

4.3 Generalisering mellan kanalstromning & grans-
skikt

Nedan foljer resultatet for generalisering mellan geometrierna kanalstréomning och
gransskikt. Modellerna tranades pa stromningsfallet kanalstromning eller gransskikt
och testades sedan pa det motsatta. Tabell 4.3 visar att generaliseringen fér modellen
som tranats pa kanalstromning och sedan testats pa gransskikt ger storre procentu-
ella fel &n nar modellerna testades pa egen testdata. Speciellt konstanterna cy och ¢y
samt Reynoldsspanningen V0" modellerades daligt av bade neurala natverket och
RFR. Felen ar dock fortfarande betydligt battre &n att anvinda konstant c;.

Tabell 4.3: Fel for neuralt natverk och RFR, trdnade pa turbulens av typ kanal-
stromning med friktions-Reynoldstal 5200 och testade pa gransskikt med friktions-
Reynoldstal 2500.

MAPE NN | RMSPE NN | MAPE RFR | RMSPE RFR | MAPE konstant ¢; | RMSPE konstant ¢;
co 18.87% 21.66% 18.47% 22.19% - -
[ 20.41% 24.11% 23.54% 27.13% - -
v | 4.69% 5.03% 6.18% 6.10% 135.49% 215.31%
v | 14.26% 14.71% 17.03% 17.42% 261.25% 451.18%
ww' | 3.93% 4.44% 3.73% 4.31% 120.38% 192.81%

Aven generalisering &t andra hallet, dd modellen tranats pa data fran gransskikt och
testas pa kanalstromning, ger stora procentuella fel. Som kan ses i tabell 4.4 ar felen
som storst for ¢g, co och vv’ +, men precis som innan fungerar ML-metoderna béttre
dn att anvanda konstanta cg och c;.

Tabell 4.4: Fel for neuralt natverk och RFR, tranade pa turbulens av typen gréns-
skikt med friktions-Reynoldstal 2500 och testade pa kanalstromning med friktions-
Reynoldstal 5200.

MAPE NN | RMSPE NN | MAPE RFR | RMSPE RFR | MAPE konstant ¢; | RMSPE konstant ¢;
co 11.23% 12.84% 8.45% 12.74% - -
Co 21.87% 24.87% 24.05% 26.91% - -
v | 6.91% 8.13% 7.98% 9.26% 134.41% 306.28%
Vo] 29.68% 33.12% 32.25% 36.01% 332.93% 817.18%
ww' | 3.96% 6.03% 3.49% 6.38% 137.05% 301.93%

Notera att felen for stresstensorerna ar avsevért liagre for forsta generaliseringsfallet
(trédnat pa kanalstromning och testat pa gransskikt). Detta géller for bade metoderna
och trots att felen for koefficienterna c; ar relativt lika. Det framgar fran bada
tabellerna att RFR far hogre fel under generaliseringen an vad det neurala nétverket
far.

4.4 Gropgeometri
Detta avsnitt redovisar resultaten som fas av turbulensmodellering pa flode med
gropgeometri, med friktions-Reynoldstal 550. Som kan ses fran figur 4.5 och figur 4.6

har resultaten stora fel jamfort med det sanna DNS-vardet for bada metoderna, men
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4. Resultat

dock storst for det neurala néatverket. Det absoluta felet i figur 4.5 och figur 4.6 ar
absolutbeloppet av skillnaden mellan den simulerade spanningen och den framrék-
nade DNS-spanningen i varje punkt av testdatan. I figur 4.5 ar felen koncentrerade
till dér turbulensen forvéintas vara, vilket antyder att modellen misslyckas med just
turbulensmodelleringen.

Absoluta felet for prediktioner av stresstensorer med neuralt natverk

Fel uu’* Fel uv'*

y [m]

r15.0
I- 125
t10.0
t7.5

5.0

|- 2.5

% [m]

Figur 4.5: Det absoluta felet for stresstensorerna u’u’Jr, u’v’Jr, V0" och ww'" for
det neurala natveket, jamfort med det sanna vardet fran DNS-data.

Absoluta felet for prediktioner av stresstensorer med RFR

Fel u'u’* Fel u'v'*

-0.5 0.0 0.5 1.0 15 2.0 25 30

y [m]

-0.5 0.0 0.5 1.0 15 20 25 30

Figur 4.6: Det absoluta felet for stresstensorerna u’u’+, u’v’+, V' och ww'" for
RFR, jamfort med det sanna véirdet fran DNS-data.

Tabell 4.5 redovisar ytterligare att felen som fas med de bada modellerna ar relativt
stora, aven procentuellt. Detta galler speciellt for alla ¢;. Storst fel fas av RFR for
¢y och ¢,.
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Tabell 4.5: Fel for neuralt natverk och RFR, tranade och testade pa turbulens med
friktions-Reynoldstal 550 simulerat 6ver gropgeometri.

RMSPE for NN | MAPE for NN | RMSPE for RFR | MAPE for RFR

a 100.0% 100.0% 307.92% 374.84%

cs 100.0% 100.0% 98.99% 92.33%

Cs 100.0% 100.0% 143.21% 253.36%

uu | 82.81% 73.5% 22.35% 17.49%

uv | 76.52% 61.29% 32.7% 26.57%

o' | 80.66% 70.03% 28.18% 23.64%

ww'' | 84.53% 64.91% 26.52% 22.7%

4.5 Square Duct

Detta avsnittet redovisar resultaten som fas av turbulensmodellering fér Square Duct
med friktions-Reynoldstal 1000 och friktions-Reynoldstal 500, precisionen méts for
prediktion pa testdata med samma friktions-Reynoldstal.

4.5.1 Neurala natverk

Tabell 4.6 och tabell 4.7 presenterar fel i Reynoldsspanningar for modeller tranade
och testade pa flode med friktions-Reynoldstal 1000 respektive 500, med hjalp av
neurala nétverk.

Tabell 4.6: Fel for neuralt nétverk, trdnat pa Square Duct med friktions-
Reynoldstal 1000, och med konstanta c¢;, testade pa Square Duct med friktions-
Reynoldstal 1000.

MAPE NN | RMSPE NN | MaAE NN | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant c;
w'u' | 7.48% 9.98% 1.44 - 1074 22.95% 29.13% 1.72- 1071
v | 34.47% 54.72% 2.40 - 107 25.97% 23.69% 3.98- 107°
w'w' | 42.85% 65.52% 1.85 - 1074 28.73% 26.99% 4.95- 107°
v | 6.51% 10.04% 9.89 - 107° 18.47% 25.26% 1.03- 1071
vw' | 41.14% 55.21% 2.14 - 107 82.43% 99.46% 2.29- 107°

Tabell 4.7: Fel for neuralt nétverk, trdnat pa Square Duct med friktions-
Reynoldstal 500, och med konstanta c;, testade pa Square Duct med friktions-
Reynoldstal 500.

MAPE NN | RMSPE NN | MaAE NN | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant ¢;
w'u' | 12.65% 17.89% 2.0-107* 24.68% 27.51% 1.58- 1074
u'v' | 35.25% 57.7% 2.67 - 107* 34.26% 29.71 3.73- 107°
ww' | 42.15% 77.39% 3.64 - 1074 7.31% 29.99% 3.33- 107°
Vv | 9.61% 15.78% 1.55 - 1074 17.01% 21.43% 1.03- 1074
vw' | 29.19% 36.66% 2.15 - 107 39.97% 43.53% 1.23- 10

Medan de genomsnittliga felen i tabell 4.6 och tabell 4.7 i de flesta fall minskar
relativt modellen med konstanta ¢; syns samtidigt att de maximala felen i flera fall
okar. Specifikt okar MaAE for v/v' och /v’ med nistan en tiopotens i bada tabel-
lerna. Detta tyder pa att modellerna medfor en viss instabilitet, det vill sdga en
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systematisk feltrend for prediktionerna av w/v’ och ww’. I figur 4.8 illustreras ett
exempel dér instabiliteten framgar tydligt och i figur 4.7 ett dar instabilitet inte
mérks av. Var instabiliteten forekommer kan ses i figur 4.9 som illustrerar de pre-
dikterade Reynoldsspanningarna mot de sanna véirdena. Instabiliteten férekommer
sdrskilt vid de extrema virdena, men for konstanta ¢; ar detta inte fallet.

Predikterad raynoldspanning u'u'

0.6 Y 1 " oge 42 B .
TR AR iy oo -
0.4 4
0.2 4 .
s ® e |
e DNS-data
; 0.0 konstant ¢
Neuralt natverk
—0.2 1
-0.4
ety
_06 * . 'r

T T T T T
0.0001 0.0002 0.0003 0.0004 0.0005

u'y'

Figur 4.7: Reynoldsspanning v/’ i fléde Square Duct med friktions-Reynoldstal
1000 plottad mot y*. Figuren visar DNS-data, resultat av modell med konstant ¢;
och modell med neuralt natverk tranat pa samma friktions-Reynoldstal.

Predikterad raynoldspanning u'w'

061 @ DNS-data
Konstant c
Meuralt natverk

0.4 1

0.2 1

0.0

y+

T T T T T T T
—0.0003 -0.0002 -0.0001 0.0000 0.0001 0.0002 0.0003

u'w'

Figur 4.8: Reynoldsspénning w/'w’ i fldde Square Duct med friktions-Reynoldstal
1000 plottad mot y*. Figuren visar DNS-data, resultat av modell med konstant ¢;
och modell med neuralt nétverk tranat pa samma friktions-Reynoldstal.
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Predikterad raynoldspanning u'v' emot sannt varde Predikterad raynoldspanning u'w' emot sannt varde

+  Konstantc o 000037 onstant c

00002 - Neuralt natverk S - Neuralt natverk
--- DNS-data N 0.0002 | -—- DNs-data

0.0001 4
0.0001

0.0000

|z ©0.0000
]

~0.0001

~0.0001

—0.0002 o

~0.0002 -

—0.0003
—0.0003

Figur 4.9: Predikterade Reynoldspéanningar u/v’ och v/w’ i flode Square Duct med
friktions-Reynoldstal 1000 plottad mot de sanna vardena u/v’ och uw/'w’. Graferna
innehaller resultat for konstanta c¢; och for modell med neuralt nétverk trdnat pa
samma friktions-Reynoldstal.

4.5.2 Random Forest Regression

Tabell 4.8 och tabell 4.9 visar avvikelser i Reynoldsspéanningar for modeller tranade
och testade med RFR, enligt samma principer som for neurala néitverk. Aven hir ses
en tydlig forbattring jamfort med konstanta varden for ¢;. Man ser i tabell 4.8 och
tabell 4.9 att v’w’ far markanta hogre fel jamfort med resterande Reynoldsspénning-
ar, detta bade for modellerna och med konstanta ¢;. Gallande MaAE &r tendensen
den samma som for neurala nitverk, ndmligen att vissa av de predikerade Reynolds-
spanningarna har stora avvikelser vilket antyder pa vissa fel hos modellerna.

Tabell 4.8: Fel for RFR, tranat pa Square Duct med friktions-Reynoldstal 1000,
och med konstanta ¢;, testade pa Square Duct med friktions-Reynoldstal 1000.

MAPE RFR | RMSPE RFR | MaAE RFR | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant ¢;
u'u’ | 0.98% 5.72% 5.9 1071 22.95% 29.13% 1.7- 1074
u'v | 1.55% 6.37% 1.4 -101 25.97% 23.69% 3.98- 107°
w'w | 1.42% 5.42% 1.6-107* 28.73% 26.99% 45- 107°
v | 1.65% 12.03% 6.2 - 1071 18.47% 25.26% 1.0- 1071
vw' | 13.35% 79.0% 3.5-1071 82.43% 99.46% 2.29- 107°

Tabell 4.9: Fel for RFR, trédnat pa Square Duct med friktions-Reynoldstal 500, och
med konstanta c¢;, testade pa Square Duct med friktions-Reynoldstal 500.

MAPE RFR | RMSPE RFR | MaAE RFR | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant ¢;
w'v' | 1.34% 4.29% 2.3-1071 24.68% 27.51% 1.58- 107*
u'v” | 1.86% 11.31% 3.1-1071 34.26% 29.711% 3.73- 107°
w'w' | 1.87% 10.4% 2.8-1071 34.51% 29.99% 3.33- 107°
v | 2.01% 6.61% 1.6 -1071 17.01% 21.43% 1.03- 107*
vw | 17.17% 73.04% 1.6 - 1071 39.97% 43.53% 1.23- 107°

Figur 4.10 och figur 4.11 illustrerar tva exempel pa hur Reynoldsspédnningarna pre-
sterar jamfort med DNS-data och konstanta c¢;. Aven hir framgdr att RFR pre-
dikterar turbulenserna béattre dn konstanta c¢; samt att avvikelserna sker i enstaka
punkter. Man kan aven se i figur 4.12 att avvikelserna ser ut som enstaka storningar
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snarare an en tydlig trend.
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Figur 4.10: Reynoldsspianning /v’ i fldde Square Duct med friktions-Reynoldstal
1000 plottad mot y*. Figuren visar DNS-data, resultat av modell med konstant ¢;
och modell med RFR trédnat pa samma friktions-Reynoldstal.

0.6

0.4 1

0.2 1

Stresstensor v'w’

DNS
Konstant ¢
RFR

Figur 4.11: Reynoldsspanning v’w’ i fliéde Square Duct med friktions-Reynoldstal
1000 plottad mot y*. Figuren visar DNS-data, resultat av modell med konstant ¢;
och modell med RFR tranat pa samma friktions-Reynoldstal.
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Figur 4.12: Predikterade Reynoldspanningar WV och W i flsde Square Duct
med friktions-Reynoldstal 1000 plottad mot de sanna virdena v/v” och w/w’. Grafer-
na innehaller resultat for konstanta ¢; och for modell med RFR trdnat pa samma
friktions-Reynoldstal.

—

4.6 Generalisering mellan friktions-Reynoldstal for
Square Duct

Detta avsnittet redovisar resultaten som fas av generalisering mellan friktions-Reynoldstal
for Square Duct. Modellerna tranades med ett friktions-Reynoldstal, antingen 1000
eller 500 och testades sedan pa motsatta.

4.6.1 Neuralt natverk

Resultat for modellerna med neurala natverk presenteras i tabell 4.10 och tabell 4.11.
Det syns att de genomsnittliga felen blir mindre med neuralt natverk én med kon-
stanta ¢; for modellen trénat pa flode med friktions-Reynoldstal 1000. Notera att
MAPE ar ldgre i tabell 4.10 én tabell 4.6 for alla Reynoldsturbulenser forutom u/a/,
men dar ar skillnaden endast 0.6%. Detsamma géaller dock inte for modellen tranad
pa flode med friktions-Reynoldstal 500, déar ger konstanta c¢; genomgaende sémre
resultat.

Tabell 4.10: Fel for neuralt nétverk, trénat pa Square Duct med friktions-
Reynoldstal 1000, och med konstanta c¢;, testade pa Square Duct med friktions-
Reynoldstal 500.

MAPE NN | RMSPE NN | MaAE NN | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant c;
'’ | 8.09% 10.08% 1.13 - 1072 24.68% 27.51% 1.58- 107*
u'v | 25.75% 30.83% 1.19 - 1074 34.26% 29.711% 3.73- 107°
w'w' | 29.63% 38.48% 1.53-107* 34.51% 29.99% 3.33- 107°
vV | 5.6% 7.79% 7.41-107° 17.01% 21.43% 1.03- 1077
vw' | 33.16% 36.02% 1.39 - 107 39.97% 43.53% 1.23- 10
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Tabell 4.11: Fel for neuralt nétverk, trénat pa Square Duct med friktions-
Reynoldstal 500, och med konstanta c¢;, testade pa Square Duct med friktions-
Reynoldstal 1000.

MAPE NN | RMSPE NN | MaAE NN | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant c;
'’ | 17.35% 24.71% 3.42 - 1074 22.95% 29.13% 1.72- 1072
w'v | 72.64% 115.93% 4.00 - 1074 25.97% 23.69% 3.98- 107°
w/'w | 84.02% 134.41% 4251071 28.73% 26.99% 4.95- 107°
v | 16.23% 27.9% 2.81-1071 18.47% 25.26% 1.03- 1074
vw' | 61.51% 76.76% 3.77 - 107° 82.43% 99.46% 2.27- 107°

4.6.2 Random Forest Regression

Modellerna med RFR presterar allmant sémre an med konstanta c; vid generalise-
ring mellan friktions-Reynolstal, vilket ses i tabell 4.12 och tabell 4.13. Storst fel far
generaliseringen for flode fran hogt till lagt friktions-Reynoldstal och av Reynolds-
spanningarna ar det speciellt v/w’ som modelleras daligt.

Tabell 4.12: Fel for RFR, trdnat pa Square Duct med friktions-Reynoldstal 1000,
och med konstanta c¢;, testade pa Square Duct med friktions-Reynoldstal 500.

MAPE RFR | RMSPE RFR | MaAE RFR | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant ¢;
u'u' | 62.65% 400.33% 1.18 - 1072 24.68% 27.51% 1.58- 107*
u'v | 42.47% 103.5% 1.28 - 1073 34.26% 29.71% 3.73- 107°
ww' | 36.96% 94.66% 2.1-1073 34.51% 29.99% 3.33- 107°
Vv | 145.66% 1099.04% 221072 17.01% 21.43% 1.03- 107*
V' | 198.77% 776.5% 1.6 -1073 39.97% 43.53% 1.23- 107°

Tabell 4.13: Fel for RFR, tranat pa Square Duct med friktions-Reynoldstal 500,
och med konstanta c;, testade pa Square Duct med friktions-Reynoldstal 1000.

MAPE RFR | RMSPE RFR | MaAE RFR | MAPE konstant ¢; | RMSPE konstant ¢; | MaAE konstant ¢;
wu' | 11.18% 22.52% 7.6-1077 22.95% 29.13% 1.72- 1071
u'v' | 27.6% 27.98% 7.77 - 107° 25.97% 23.69% 3.98- 107°
u'w' | 33.47% 36.8% 1.6 - 1071 28.73% 26.99% 4.95- 107°
v | 15.24% 35.09% 7.3 - 1071 18.47% 25.26% 1.03- 1077
v'w' | 174.67% 491.24% 3.7-1071 82.43% 99.46% 2.29. 107°
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Diskussion

Diskussionsavsnittet syftar till att redogora tolkningar och betydelse av resultaten
som presenterats i rapporten. Metoderna skall stdllas mot varandra for att se hur
vél de presterar i de olika geometrierna och for olika friktions-Reynoldstal.

En genomgaende felkélla for alla geometrier &r att alla modeller endast tréanats pa
80% av ett stromningsfall, dvs. en simulering per geometri. Att inte anvinda flera
simuleringar introducerar risker att modellerna 6veranpassas till den specifika simu-
leringen och darmed blir simre pa att generalisera. RFR drabbas speciellt av detta
och battre resultat skulle kunna fas med tillgang till mer DNS-data.

Ytterligare géller att extrapolering ér en svarare uppgift &n interpolering for ML-
metoder [18]. Exempel pa hur detta anvands i arbetet &r generalisering mellan geo-
metrier och mellan friktions-Reynoldstal. Da generaliseringen sker fran en simpel
till en komplex geometri maste maskininlédrningen extrapolera, likavél nar det gene-
raliserar fran ett lagre friktions-Reynoldstal. Daremot motsvarar generalisering fran
en komplex geometri till en simpel och fran ett hogt friktions-Reynoldstal till ett
lagt istéllet interpolering. Detta leder till att felen forvantas vara storre i fallen da
generaliseringen motsvarar extrapolering an for fallen da de motsvarar interpolering.

5.1 Kanalstromning och gransskikt

For kanalstromning och gréansskikt presterade de olika metoderna ungefér lika bra.
Bada fick aven betydligt battre resultat an konstant ¢;. Neurala natverket fick storre
fel an RFR pa predikteringen av ¢y och co, men for turbulenserna var istallet det
neurala natverket mer precist. Det ar dven intressant att for bade neurala natverket
och RFR paverkar inte de stora felen hos ¢; resultaten for turbulenserna. Detta syns
speciellt for kanalstromningen, dar bade neurala natverket och RFR far stora fel for
o, och for gransskikt dar forutsagelsen for ¢y och ¢y varierar mycket.

For bada metoderna samt for bada geometrierna presterar forutsigelserna av 2Tl
sdmst. En orsak till detta skulle kunna vara att eftersom systemen ar éverbestamda
anvands bara aq; och asz for att konstruera ¢y och c¢y. Teoretiskt bor detta inte vara
ett problem eftersom sparet av a ar noll, men ifall DNS-datan inte ar perfekt kan
det vara problematiskt. Ty varken aq; eller azz beror pa v, alltsa tranas mojligtvis
inte ML-modellerna pa turbulens i den riktningen. Detta skulle kunna vara orsaken
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till den héar anomaliteten i resultaten.

For generaliseringarna fas bra resultat for bada metoderna och prediktionerna med
modellerna ar battre 4n de konstanta ¢; i bada fallen. Speciellt da modellerna tréanats
pa kanalflode och testats pa gréansskikt. En anledning till detta skulle kunna vara att
kanalstromning har en mer komplicerad geometri jamfort med gransskikt. Dessutom
ar modellen for kanalflode i 6verlag béattre an den for gransskikt, vilket understods
fran felen som fas i resultaten. Dock har kanalstromning lagre friktions-Reynoldstal
an gransskikt, vilket bor ge simre resultat under generaliseringen. Effekten av detta
tycks inte Overvinna de positiva faktorerna, eftersom generaliseringen i resultatet
fungerade bast at detta hall. Det &r dock svart att avgora exakt hur dessa faktorer
paverkar resultatet da de ar mycket komplicerade.

Anledningen till att bada generaliseringarna far hoga procentuella fel jamfort med
prediktering pa sin egen testdata, men dnda presterar béattre an vad som fas for
konstanta ¢; kan antas vara for att processerna ar komplexa, och darmed &ven
svarmodellerade med konstanter. Darfor ar det forvantat att modellerna inte kan
prediktera pa varandra med samma sidkerhet som de gor pa sin egna testdata. Att
de lyckas battre &n konstanta c¢; trots de svarigheter som generaliseringen medfor,
talar for att generalisering ar mojlig och gar att optimera ytterligare.

5.2 Gropgeometri

Predikteringen pa gropgeometri visade sig vara en svar uppgift for bada metoder,
speciellt for neurala nétverk. Felen blir relativt stora, och vid ndrmare undersokning
av datan syns det att ¢; och c3 pendlar mellan positiva och negativa varden, vilket
forsvarar formuleringen av en funktion. Orsakerna till detta ér inte helt uppenbara,
men en teori ar att gropgeometrin ger sa oregelbundna floden att det inte gar att
finna nagot exakt samband med vara parametrar och nuvarande modeller.

Eftersom detta resultat blir avsevirt samre an for de andra geometrierna, tyder
detta pa ett grundldggande fel hos modellerna som maste undersokas djupare innan
nagra slutsatser kan dras. Darfér kommer modeller med gropgeometri inte bejakas
i slutsatserna.

5.3 Square Duct

For Square Duct géller att ML-metoderna for det mesta presterade béattre én de kon-
stanta ¢;. Denna forbattringen ar dock inte lika markant for Square Duct som for
kanalstromning och grénsskikt, speciellt under generaliseringen. En orsak till detta
skulle kunna vara att de konstanta ¢; som anviandes i Square Duct optimerades vid
implementeringen, som beskrivet i metoden. En annan anledning skulle kunna vara
att fler konstanter anvindes for modellen med konstanta ¢; i Square Duct, jamfort
med kanalstromning och grénsskikt. Detta gor att modellen far béttre precision ef-
tersom fler icke-linjara termer tas med i approximationen av turbulenserna. Denna
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5. Diskussion

effekt inte ar lika stor for de modellerade ¢;, ty de kan anpassas for att kompensera
noggrannheten som forloras nér fa konstanter anvinds.

Som visades i resultaten for Square Duct sker instabilitet vid de extrema vérde-
na av turbulens for neurala nétverket, men mer utspritt och inte till samma grad
for RFR. Orsaken till varfor denna skillnad uppstar ar oklar, men eftersom varken
DNS-datan eller ett konstanta c; uppvisar nagot sadant beteende maste detta vara
nagot som uppstar under traningen av modellerna. Alltsa nagot problematiskt som
inte hanteras. En potentiell 16sning pa detta skulle kunna vara att sétta ett intervall
som predikteringen av turbulenserna maste tillhora, d.v.s ett maximalt och mini-
malt viarde som turbulenserna kan anta. Det ar dock inte sdkert att detta skulle
eliminera problemet med instabilitet helt, eftersom alla avvikande varden &r inom
rimliga gréanser for resultaten.

5.3.1 Neuralt natverk

Modellerna fran neurala natverket predikterar turbulensen relativt bra, med undan-
tag for /v’ och w/w’. For dessa Reynoldsspanningar uppstar problem med instabilitet
som orsakar stora fel, detta kan ses i figur 4.8 och figur 4.9. Alltsa presterar modellen
bra utom i vissa omraden dér felen blir mycket stora. I testfall da resultatet redan
ar kint ar det latt att kdnna igen fel orsakade av instabilitet da dessa avvikelser
sticker ut. Daremot for en verklig simulering, dar resultatet ar okant, skulle sadana
fel kunna vara mycket svara att upptéacka, sarskilt om resultaten till storsta delen
ar rimliga. Om problemet med instabiltet gar att 16sa med full sdkerhet ar metoden
mycket lovande, men tills dess édr det ifragasdttbart om metoden gar att lita pa for
verkliga simuleringar.

Till skillnad fran fallen med kanalstromning och gransskikt, leder generalisering
med neurala natverket, har mellan friktions-Reynoldstal, till blandade resultat. For
generaliseringen som tranats pa friktions-Reynoldstal 1000 och testats pa friktions-
Reynoldstal 500 presterar neurala nétverket fortfarande battre an konstanta c;. Har
kan man aven se att det ar speciellt de Reynoldsspanningar som upplever instabi-
litet som forbéattras. Alltsa verkar det som att instabiliteten delvis motverkas av
generaliseringen, vilket ar ovintat. Ty, generalisering bor vara en svarare uppgift &n
testning mot egen testdata. En orsak till detta skulle kunna vara att prediktering
pa flode med lagre friktions-Reynoldstal dr allméant lédttare och att det ar detta som
frambringar resultatet.

For generalisering at motsatt hall ger neurala natverket battre prediktioner &n kon-
stanta ¢; endast for de Reynoldsspanningar som inte upplever instabilitet. Detta
betyder att en modell som inte upplever instabilitet méjligtvis aven hade kunnat
generalisera fran flode med lagt friktions-Reynoldstal till ett med hogre. Den modell
som presenteras i tabell 4.11 &r dock ingen lyckad generalisering. Sammanfattnings-
vis, galler for neurala natverket att generaliseringen fungerar béttre nar modellen
tranas pa ett hogre friktions-Reynoldstal a4n det testas pa. Detta ar vantat pa grund
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5. Diskussion

av interpolering, som forklarats tidigare.

5.3.2 Random Forest Regression

Modellerna fran RFR far genomgéende bra resultat vid predikation pa egen testdata.
RFR-modellerna presterar battre dn konstanta ¢; for flode med friktions-Reynoldstal
500 samt 1000. Predikteringarna &r aven béttre &n de som fas av det neurala nét-
verket, vilket &r intressant eftersom bada modellerna tridnats pa samma indata,
alltsa maste denna nogrannhet harstamma fran traningen eller strukturen hos RFR-
metoden.

Pa generaliseringen far RFR avsevért storre fel &n konstanta ¢;. Har skiljer sig MAPE
med en faktor over 10 for alla Reynoldsspanningar, jamfort med vad som fas nar
traningsdatan och testdatan har samma friktions-Reynoldstal. RFR verkar alltsa
vara betydligt simre pa generalisering dn neurala nétverket. Detta skulle kunna
bero pa att RFR lyckades producera noggranna modeller, men att dessa ér nagot
overanpassade till den DNS-simulering de trdnades pa och déarfor ger storre fel un-
der generaliseringen. Detta skulle dels kunna undvikas genom att trdna modellen
pa flera DNS-simuleringar, samtidigt som hyperparametrarna skulle kunna justeras
mer ingaende for att erhalla battre resultat.

En ytterligare anomalitet ar att RFR generaliserar battre nér den tréanats pa ett
flode med ett lagt friktions-Reynoldstal och testats pa flodet med ett hogre. Detta
ar ovantat eftersom det motsvarar att modellen extrapolerar, vilket ar generellt svart
for ML. Dessutom presterar modellen for léde med friktions-Reynoldstal 1000 battre
an den for 500 nér de predikterar pa sin egna testdata, se tabell 4.9 och tabell 4.8.
Detta gor att de resultat som fas for generaliseringen é&r &nnu mer orimliga, ty den
battre modellen generaliserar sémre trots att den interpolerar. Orsaken till detta
resultat ar okdnd, men de fel som fas fran RFR under generaliseringen ar allmént
underliga och tyder pa att metoden inte bor anvéndas till sadana syften eller att
den behover optimeras ytterligare for att kunna ge givande resultat.
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Slutsatser

Slutsatsavsnittet syftar till att ge en avslutande reflektion av arbetet samt att belysa
de viktigaste fynden som uppkommit under arbetets gang. Avsnittet tar dven upp
forbéattringpotential for de olika metoderna samt mojligheter till vidare forskning.

For samtliga geometrier gav bade neurala néatverket och RFR betydligt battre resul-
tat an att anvinda konstanta c;, undantaget u/v” och w/w’ for det neurala néitverket
i Square Duct samt generalisering. Detta tyder ddrmed pa att det lonar sig att pre-
diktera konstanterna med ML i syfte att optimera turbulensmodellering.

Neurala natverket tycks vara en bra metod att anvanda for att modellera turbulens,
speciellt i kombination med NEVM. For kanalstromning och gransskikt fick neurala
natverket battre resultat &n RFR; dven for Square Duct lyckades neurala genera-
lisera vél mellan olika friktions-Reynoldstal. Om man lyckas trédna en modell utan
instabiliteten som forekom for Square Duct, skulle det neurala natverket vara en
bra metod for att mojliggora generalisering. Dessutom, dr det definitivt mojligt att
forbattra natverket genom databehandling eller modifiering av hyperparametrarna
som anvinds s& att den dven producerar eftertraktade resultat for w/v” och w/w’.

Aven RFR, specifikt med XGB, ar en limplig metod for att modellera turbulens.
Prestandan ar generellt hog, men metoden kraver mycket jobb med justering av
hyperparametrar for att erhalla kvalitativa resultat, vilket i Square Duct visade sig
krdva ovédntat stora resurser. Denna justering av hyperparametrar ar avgorande for
palitligheten, da RFR har en tendens att ¢veranpassa sig till datan, vilket ar spe-
ciellt problematiskt da det inte finns tillgang till flera traningsdataset. RFR verkar
inte vara en metod som ar lampad for generalisering, utan har istéllet styrkor dér
den anpassas till enstaka floden. En slutsats som kan dras ér darfor att ett valimple-
menterat neuralt natverk ar mer allmant anvandbart, medan RFR mojligen besitter
en hogre potential under rétt forutséattningar.

En ytterligare slutsats som kan dras ar att generalisering &r mojlig, bade mellan
geometrier och mellan friktions-Reynoldstal. Detta kan ses i kandidatarbetet, da
generaliseringen mellan kanalstromning och gransskikt gav béttre resultat 4n kon-
stanta ¢;. Dock testades endast generalisering av geometrier med simpla fléden och
hur véil generalisering av mer komplexa floden skulle resultera gar ej att avgora ifran
arbetet. Generaliseringen mellan friktions-Reynoldstal for Square Duct presterade
val for neuralt natverk, avsevart samre for RFR. Det ar alltsa fullt mojligt att gene-
ralisera mellan friktions-Reynoldstal. Generaliseringen paverkas bevisligen av savél
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6. Slutsatser

olika flddesgeometrier som friktions-Reynoldstal, och detta ar ett omrade som lam-
par sig for vidare undersokning.

Sammanfattningsvis visar arbetet att det finns goda mojligheter for fortsatt anviand-
ning av ML inom turbulensmodellering. Det &r ett omrade dar det finns ett stort
behov av nya simuleringmetoder for att kunna analysera olika floden effektivare &n
genom att anvinda konstanter. Bade neurala natverk och RFR har visat stor po-
tential for att kunna fylla ett sadant behov. Trots att detta arbete inte lyckades
hitta fungerande modeller for alla geometrier som dmnades, har 4nda en poten-
tial pavisats och det finns stora forbattringmojligheter hos bada metoderna som
skulle moéjliggora storre anvandningsomraden. Dels géllande optimering av model-
ler for enskilda floden, men aven for att kunna generalisera mellan geometrier och
friktions-Reynoldstal. Darfoér uppmuntras vidare forskning som fortsétter bygga pa
de metoder och tillvigagangssitt som anvénts i arbetet.
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Uttryck for okanda konstanter

For att ta fram formler for gropgeometri anvinde vi oss av en symbolisk hanterare
i Python kallad SymPy. Skjuvningstensorn s;; och rotationstensorn €2;; definieras
enligt (2.19). Da vi valt att endast titta pa konstanterna c;, co och c3, och sitter
resterande till noll, kommer vi ha n = 3. a*, b och c far storlek (3 x 1) och A far
storlek (3 x 3). For att forenkla processen véljer vi att skapa en ny matris a’ som vi
definierar som differensen mellan a* och b

a =a*—b. (A1)

Systemet vi vill 16sa ar ddrmed a’ = Ac. Detta gar att gora med hjilp av SymPy
funktionen solve, dar vi d&ven har definierat A som uttrycken framfor varje ¢; i
(2.21). Anvandning av solve finner f6ljande formler pa konstanterna:

c ~ 2a11511 — 2011520 + 4412512 + a33511 — A33520 + 4c,t(S11511 — S11502 + 4512512)
L=

2
t2(511811511 — S11511522 + 4511812512 — S11522522 + 4512812522 + $22592522)

c _ 2a11812 — a12811 + a12822 + agzs12 + 2c,t(s11512t + S12522)
y =
2
Qat?(s11511 — 2511592 + 4812512 + S22522)

C3 :(—a11811511511 + @11811511522 — 2011511512512 — Q11511522522 + 2011512512522
+ 11822822522 — 2012511511512 — 4012512512812 — 2012512522522 — 2033511511511
+ 2a33511511522 — 7A33511512512 + A33511522522 — DA33512512522 — (33522522522
— 2¢ 511511511511t + 2¢,8115115115228 — 8¢,S115115125128 — 2€,5115115225228
+ 4c, 511512512522t + 2¢,,511522522520t — 8¢, 512512512512t — 4512512522520t

2
t Q12912(<911!>“11<‘>”11 — 511511522 + 4511512512 — 511522522 + 4512512522 + 522822522)

(A.2)

Koden som anvéndes for att fa fram dessa symboliska uttryck hittas i Appendix B.
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