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Abstract
As pollinators, bees are important contributors to the global food production and to the pre-
servation of biodiversity. The aim of this project is to create a web application for beekeepers
with which they can monitor their beehives. Such an application would reduce the workload
of beekeepers and benefit the health of the bee colony. The final application presents data
about the environment in the beehive (including weight, temperature and humidity) as well
as indications of the presence of a queen bee, how many varroa mites are detected and if a
swarm is occurring or is about to occur. The application uses sensors which were assembled
on the beehive prior to the project. The sensors allow for continuous collection of data, which
can be analyzed on a micro computer.

The project mainly focused on the development of three models. The machine learning mo-
del, ResNet50, used for mite detection was trained for different numbers of epochs, and its
highest precision was calculated to be approximately 80%. Calculations of the model’s F1-
precision and F1-recall resulted in a maximal F1-value. The queen detection model uses two
k-nearest neighbors models for analysis of sound. The models’ precisions were determined
to be 86,4% and 99,6% on test data, and when the whole program was tested on previously
recorded data from the sensors, as well as in real time, only correct answers were given.
For swarm detection an analytical model was developed based on set conditions for weight,
temperature and weather. The model gave the correct result when tested with previously
collected data from the beehive and with unit tests.

Further tests on real beehives will show how reliable the models are. The project has re-
sulted in a functioning web application, where the models’ classifications give an indication
on the well-being of the beehive. The application can be used as a tool by beekeepers, and
the aim of the project is therefore considered to be reached.
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Sammandrag
Som pollinatörer har bin en viktig roll då de säkerställer den globala livsmedelsproduktionen
och bevarar den biologiska mångfalden. För att gynna bins välmående och minska biodlares
arbetsbelastning är syftet med detta projekt att skapa en webbapplikation som biodlare kan
använda för att övervaka sina bikupor. Den slutgiltiga applikationen innehåller information om
miljön i den aktuella bikupan (inklusive vikt, temperatur och luftfuktighet) samt indikatorer på
om en bidrottning finns i kupan, hur mycket varroakvalster som har detekterats samt om svärm-
ning sker eller håller på att ske. Applikationen använder en sensoruppsättning som fanns innan
projektets början. Denna uppsättning bygger på att data från sensorer samlas in och analyseras
med en mikrodator.

Projektet har huvudsakligen fokuserat på utvecklingen av tre modeller. Maskininlärningsmo-
dellen, ResNet50, för varroakvalsterdetektion analyserades vid olika antal tränade epoker, och
dess högsta precision beräknades vara cirka 80 %. Uträkning av modellens F1-precision samt
F1-känslighet resulterade i att F1-värdet blev maximalt. Bidrottningdetektion använder två k-
nearest neighbors modeller för analys av ljud. Modellerna hade precisionen 86,4 % respektive
99,6 % på testdata och när hela programmet kördes på tidigare data från sensorerna samt i
realtid indikerades korrekt svar i samtliga fall. För svärmningsdetektion utvecklades en analy-
tisk modell baserad på bestämda villkor för vikt, temperatur och väder. Modellen testades med
enhetstester och redan insamlad svärmningsdata, och gav då korrekta utslag.

Fortsatt arbete med fler tester på verkliga bikupor kommer att visa hur pålitliga modellerna
är. Projektet har resulterat i en fungerande webbapplikation där modellernas klassificeringar
ger en indikation på bisamhällets välmående. Denna applikation kan användas som ett under-
lättande verktyg för biodlare, och projektets syfte anses därmed vara uppnått.
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1 Inledning

1 Inledning
I takt med en växande världsbefolkning ökar ständigt behovet av livsmedel. Bin har en viktig
men ofta bortglömd roll för livsmedelsproduktionen och den biologiska mångfalden. Av världens
livsmedelsgrödor är 75 % beroende av olika pollinatörer, såsom bin [1]. Trots att pollineringen
från bin har en sådan viktig roll riskerar 97 av Sveriges cirka 270 vilda biarter att dö ut [2]. På
grund av detta blir det allt viktigare att värna om både vilda och tama bin.

År 2019 beräknades antalet biodlare i Sveriges Biodlares riksförbund vara drygt 14 000 [3]. Des-
sa biodlare stöter årligen på problem som kan leda till att deras bisamhällen dör. Med dagens
teknik finns det en möjlighet att underlätta biodlares arbete och samtidigt rädda bisamhällena
från att dö ut.

1.1 Bakgrund

En biodlares arbetsuppgifter utförs till största delen manuellt och många besök till bikupan
krävs för att hålla uppsikt över bisamhällets hälsa. Dessa besök till bikupan är tidskrävande,
vilket särskilt drabbar biodlare med många kupor. Med hjälp av sensorer på och i bikuporna
skulle biodlare kunna få nödvändig information utan att behöva besöka dem.

Planeringen av en biodlares arbete kan underlättas genom tillgång till relevant information
från sensorer. Det gör att antalet besök till kupan kan minska, vilket har flera fördelar för både
biodlaren och bisamhället. Biodlaren sparar tid och pengar, och kan upptäcka samt åtgärda
hälsoproblem i kupan tidigare. Färre besök i kupan leder också till att bisamhället inte behöver
bli stört lika ofta, vilket kan ge ett starkare och mer resilient bisamhälle. Starkare bisamhällen
kan i sin tur ge en ökad produktion av varor från bikupan såsom honung, bivax och bipollen.
Större och hälsosammare bisamhällen är gynnsamt även ur ett samhällsperspektiv, då det leder
till ökad pollinering, vilket har en positiv inverkan både på den biologiska mångfalden och på
livsmedelsproduktionen [4].

Det här projektet utförs i samarbete med Ericsson, som sedan tidigare har initierat ett ar-
bete med sensorer på och i bikupor. Två bikupor finns tillgängliga, båda utrustade med sensorer
som mäter temperatur, luftfuktighet, vikt samt mikrofon och kamera för kontinuerlig datain-
samling. Den ena bikupan är placerad på Ericssons kontor på Lindholmen och den andra i Bua
Södra, Härryda. Redan insamlad data och dokumenterade händelser över två år tillbaka finns
tillgängliga för analys.

1.2 Syfte

Syftet med projektet är att skapa en webbapplikation som, med hjälp av sensorer kopplade till
en bikupa, presenterar information om kupan i realtid. Webbapplikationens grafiska gränssnitt
ska vara lätt att förstå och använda. Ny teknik såsom sensorer och artificiell intelligens gör det
möjligt att ta in information och utföra analyser som tidigare behövts göras manuellt.

Risker för bin såsom sjukdomar och parasiter kan upptäckas tidigare vid användning av tekniska
lösningar, till exempel kan varroakvalster på bin upptäckas genom bildigenkänning. Sådant som
innebär risker för biodlare och problem för bina, som exempelvis svärmning och avsaknad av
drottning, kan upptäckas tidigare. Dessa två risker kan upptäckas genom analys av ljud, tem-
peratur och vikt i kupan. Bikupans vikt ger även en indikation på honungsproduktionen, vilket
kan användas för att veta när honungen går att skörda under sommaren och för att försäkra att
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1 Inledning

bisamhället har tillräckligt med foder på vintern. En kombination av bikupans vikt, temperatur
och luftfuktighet kan ge en överblick över bisamhällets välmående. Genom att uppnå syftet med
projektet underlättas därmed biodlares arbete. Istället för att undersöka bikupans tillstånd på
plats kan biodlare få en klar bild av bikupans mående direkt från en webbapplikation i sin mobil
eller dator.

1.3 Avgränsningar

Utöver de sensorer som fanns på och i bikuporna innan projektets start har inga ytterliga-
re installerats eller använts. Data samlad från sensorerna har enbart använts för detektion av
bidrottningen, varroakvalster och svärmning, samt för att ge en presentation av bikupans miljö.
Av de detekterbara hälsostörningar som kan påverka bisamhällen är slutprodukten endast inrik-
tad mot varroakvalster. Information om bidrottningens tillstånd är begränsat till drottningens
nuvarande närvaro i bikupan. Besluten kring avgränsningarna grundades på beräknad arbetsbe-
lastning samt tillgänglig träningsdata för maskininlärning. För att presentera miljön i bikupan
används data som anses vara relevant för en biodlare utifrån de tillgängliga sensorerna. Detta
gäller bikupans vikt, temperatur och luftfuktighet.
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2 Teori om bin och bisamhällen

2 Teori om bin och bisamhällen
Detta avsnitt inleds med allmän information om bin och bikupor samt hur tiden på året påverkar
bisamhället. Därefter presenteras teori kring de områden som webbapplikationen främst är riktad
mot, vilket är miljön i bikupan, varroakvalster, bidrottningen och svärmning.

2.1 Bin och bikupor

I Sverige finns ca 270 olika biarter, och den art som används för biodling är honungsbiet (Apis
mellifera) [2]. Ett bisamhälle består av ca 20 000–80 000 bin beroende på årstid och samhällets
välmående [5]. I Figur 1 visas de tre typerna av bin som finns i ett bisamhälle: arbetsbi, drott-
ning och drönare.

Figur 1: De tre typerna av bin i ett bisam-
hälle från vänster till höger: arbetsbi, drott-
ning och drönare. Bilden är baserad på [6].

Vanligtvis finns endast en bidrottning i varje bisam-
hälle, vars främsta uppgift är att lägga ägg. Arbets-
bina är honor och har uppgifter både i och utanför
bikupan [5]. Exempel på arbetsuppgifter i kupan är
matning av bilarver, renhållning och omvandling av
nektar till honung. Utanför kupan samlar arbetsbi-
na bland annat in nektar, pollen och vatten. Drönar-
na är hanbin, vars huvudsakliga uppgift är att pa-
ra sig med en bidrottning från ett annat bisamhäl-
le.

Honungsbin samlar in nektar och pollen för sitt energibehov, och nektarn är det som omvandlas
till honung [5]. Honungen lagras i sexkantiga celler i de vaxkakor som bina bygger i bikupan.
Arbetsbina producerar vax i vaxkörtlar som finns på undersidan av bakkroppen [7]. I cellerna
läggs även binas ägg.

Bin tillhör de insekter som genomgår fullständig metamorfos, även kallat holometabol, vilket
innebär att insekten genomgår fyra utvecklingsstadier [7]. De fyra stadierna visas i Figur 2 och är
ägg, larv, puppa och slutligen färdig insekt. Metamorfosen, biets utveckling från ägg till insekt,
sker i vaxcellerna i bikupan och tar cirka tre veckor [8]. Biägg som blir arbetare och drönare
placeras i vaxceller som är mindre än de där drottningägg placeras. En larv kläcks ur ägget efter
cirka tre dygn och ökar snabbt i vikt. Efter larvstadiet förpuppas larven och under denna period
utvecklas biets kroppsdelar. Även efter äggen kläckts fortsätter bina att utvecklas i ytterligare
några dagar.

Figur 2: De fyra stadierna i binas metamorfos är ägg, larv, puppa och insekt. Bilden är baserad på [9].
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2 Teori om bin och bisamhällen

Figur 3: Exempel på hur en uppstaplingsku-
pa kan se ut.

Det �nns �era sorters bikupor som används av biodla-
re. En av de vanligaste sorterna är uppstaplingskupan,
även kallad vandringskupa [7]. En fördel med upp-
staplingskupan är att den kan byggas ut när bisamhäl-
let växer eftersom den består av �era lådor staplade
på varandra. Ett exempel på hur en uppstaplingsku-
pa kan vara uppbyggd ses i Figur 3. I lådorna �nns
så kallade ramar, vilka används för att göra vaxka-
korna som bina bygger stabila och lätthanterliga [10].
Kupans lådor har olika användningsområden [7]. I de
så kallade skattlådorna lagrar bina honungen, och det
är från ramarna i dessa lådor som biodlaren skördar
honungen, vilket kallas skattning. I yngellådan lägger
bidrottningen sina ägg, och denna låda skiljs vanligt-
vis från skattlådorna som ligger ovanför med ett spärr-
galler. Detta galler förhindrar drottningen att lägga
ägg i ramarna som avses för honungen.

2.2 Året i bikupan

Aktiviteten i bikupan beror i hög grad på årets säsonger och en naturlig startpunkt för biåret är
perioden september till december, då bina förbereder sig inför vintern. Att överleva vintern är en
stor utmaning för bisamhället och det gör denna perioden avgörande för hur välmående kupan
kommer vara under det nästkommande kalenderåret [11]. Ett sätt att följa biårets stora föränd-
ringar i biantal är genom kupvägning som exempli�eras i Figur 4. En strategi som bina använder
för att överleva vintern är att minska produktionen av biyngel, vilket förlänger varaktigheten av
kupans matförråd [12]. En annan överlevnadsstrategi är att producera vinterbin som tack vare
skillnader i beteende och fysiologi kan överleva hela vintern [13]. Genom populationsminskning
och ökad resiliens hos de återstående bina möjliggörs skapandet av ett vinterklot i kupan. Ett
vinterklot består av tätt packade bin som arbetar tillsammans för att värma upp sig själva.
Klotbeteendet brukar ske när temperaturen underskrider 10°C och pågår tills temperaturen
ökar igen under våren [12]. Tidpunkten när bina lämnar kupan efter vintersäsongen beror på
klimatet utanför kupan.

Vårens ankomst markerar starten av bisamhällets återuppbyggnad efter vinterns förluster. Åter-
byggnaden avspeglas i Figur 4 där vikten, som till stor del utgörs av vikt från bin och den
producerade honungen, stiger kraftigt. Då fokuserar bina på att hämta pollen och nektar som
kan mätta bisamhällets växande population. Framåt juni och juli når kupan sin maximala po-
pulationsnivå. Denna minskar sedan under augusti och september månad.
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2 Teori om bin och bisamhällen

Figur 4: Illustration av den genomsnittliga vikten hos bikupor i ett stickprov av danska bikupor från år 2010
till 2013. Vikten ger ett mått på aktiviteten i kupan eftersom den bland annat består av binas och honungens
vikt. Grafen är baserad på Figur 4 från [14].

2.3 Miljön i bikupan

För att kunna överleva biåret reglerar bina noggrant miljön i bikupan. Två av de kända kuppara-
metrarna som bina reglerar är temperaturen och luftfuktigheten [15]. När någon av parametrarna
avviker från optimala omständigheter samarbetar bina i ett decentraliserat system för att åt-
gärda situationen. Kommunikationen mellan dem sker då med hjälp av danser och feromoner
(doftämnen).

När bikupan är för varm koordinerar bina en nedkylning av kupan. Små avvikelser möts av
�äktning av luft från bivingar medan större temperaturförändringar leder till att bina simulerar
processen hos en förångningskylare. Då skapas luft som är sval och fuktig i kupan genom att
en grupp bin �äktar varm luft genom vattendroppar som en annan grupp bin släpper ned från
kupans tak. En förebyggande åtgärd mot uppvärmning av kupan är att bina placerar sig utanför
kupan och agerar värmesköld vilket gör att värmen istället absorberas i deras kroppar.

Givet att bikupan istället är för kall använder sig bina av vinterklotsbeteende. Vid tillräckligt låg
temperatur samlas bina i ett klot, vilket underlättar uppvärmning genom minskad volym. Om
uppvärmningen inte är nog genererar bina även värme från rörelseenergin av binas rysningar [15].

Luftfuktigheten kontrolleras också med hjälp av koordination av en mängd bin. Processen börjar
med att bina �äktar in kall och torr luft mot kupans mitt som värms upp och blir fuktig. Efter
det �äktas luften ned mot den kalla luften vid kupans botten och fuktar den. Slutligen värms
den fuktiga luften vid botten av kupan till torr luft som �äktas in i kupans mitt. Genom att
balansera luftfuktighetsnivån kan biägg utvecklas och nektar kan konverteras till honung utan
skadliga konsekvenser såsom mögel [15], [16].

2.4 Varroakvalster

Varroakvalstret ( Varroa destructor ) är en parasit som sedan slutet av 1980-talet har spridit sig
bland svenska bin [17]. Parasiten utgör ett stort hot för bina och kan i värsta fall leda till en
total kollaps av bisamhället. I en drabbad kupa försvagas vuxna bin genom att varroakvalstret
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2 Teori om bin och bisamhällen

suger binas hemolymfa som distribuerar näring i bikroppen [18]. De öppna såren som lämnas på
biet och dess allmänt nedsatta kroppstillstånd är bidragande faktorer till att biet löper större
risk att smittas av sjukdomar [18]. Sjukdomarna kan komma från omgivningen eller från varro-
akvalstrets smittbärande saliv.

Spridning av varroakvalster kan ske både inom och mellan bisamhällen. Smittan mellan bin
påbörjas genom att parasiten lägger ägg i en cell med ett biyngel inuti [19]. När varroaäggen
så småningom kläcks och börjar utvecklas till vuxna livnär de sig på ynglet. Varroakvalstren
fortsätter att föröka sig tills det färdigutvecklade biet överger sin cell. Då följer varroahonorna
med biet på dess kropp och lämnar kvar resterande varroakvalster i cellen. Varroahonornas över-
levnad möjliggör vidare spridning genom att de antingen �yttar mellan bin vid direkt kontakt
eller att de påbörjar en ny förökningsprocess i en av samhällets celler. Förmågan att för�ytta sig
mellan bin är en orsak till varroaspridning mellan bisamhällen. Oförsiktig �ytt och försäljning
av sjuka bin är en annan orsak [18].

Det �nns olika sätt att diagnostisera hur allvarligt drabbad en bikupa är av varroakvalster.
Två metoder som kan användas är nedfallsundersökning och skakning med alkohol [20]. I en
nedfallsundersökning placeras ett varroainlägg underst i kupan som visar hur många varro-
akvalster som har dött och sedan fallit ned. Antalet döda varroakvalster per dag ger ett mått
på spridningen i bikupan. Vid skakning med alkohol placeras ett stickprov med bin i en burk
innehållande alkohol. Genom att skaka burken faller varroakvalstren av bina och antalet varro-
akvalster i burken används för att uppskatta angreppsgraden. Det är viktigt att diagnostisera
kuporna regelbundet, speciellt under yngelsäsongen [21]. Anledningen till detta är att ett okon-
trollerat angrepp av varroakvalster i extrema fall kan öka explosionsartat givet att det �nns
många celler för parasiterna att föröka sig i.

Ett alternativt sätt att diagnostisera en bikupas angreppsgrad är genom upprepade observa-
tioner. Detta möjliggörs av att varroahonorna är stora nog att se med ögat. Det som talar för
metoden är att regelbundna tester kan genomföras som dessutom är skonsamma mot bina i jäm-
förelse med till exempel skakning med alkohol. Ett problem är dock att få biodlare har tid att
studera alla sina bin och kupor så ofta som krävs. Ett ytterligare problem är att biodlaren måste
öppna kupan för att kunna genomföra observationen. När kupan är öppen störs bina och bero-
ende på klimat och tid på året kan de även bli nedkylda. För att undvika den negativa inverkan
på bina och för att minska tiden som hade behövt läggas på övervakning hade observationerna
istället kunnat genomföras automatiskt med hjälp av kameror.

2.5 Bidrottningen

Eftersom drottningen är det enda biet i bisamhället som kan lägga befruktade ägg, det vill säga
ägg som kan utvecklas till arbetsbin eller drottningar, är drottningen nödvändig för bisamhällets
överlevnad och expansion [7]. Drottningen �yger ut en gång i livet kort efter sin födsel för att
para sig och stannar därefter, undantaget svärmning, i kupan. Där kan den leva i cirka tre till
fem år.

I varje bisamhälle �nns vanligtvis en drottning, som ersätts när dess äggläggningsförmåga för-
sämras [22]. Om drottningen plötsligt skulle försvinna eller dö, exempelvis som en följd av
sjukdom, inkräktare i kupan eller biodlarens felhantering, kommer arbetsbina påbörja uppfö-
dandet av en ny drottning. Ibland kan emellertid kupan misslyckas med att föda upp en ny
drottning. Mängden produktiva bin i kupan kommer då minska tills dess att bisamhället dör
ut. Även samhällets motståndskraft mot sjukdomar minskar när det inte �nns en äggläggande
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drottning närvarande.

För att detektera bidrottningen letar en biodlare vanligtvis efter ägg och larver, vilka indirekt
tyder på att en fertil drottning �nns i kupan [7]. Det �nns också en tydlig visuell skillnad
mellan drottningen och arbetsbin (se Figur 1), vilket gör att en biodlare manuellt kan leta
efter drottningen i kupan. En vanlig metod för att lättare kunna urskilja drottningen är att
färgmärka den. Genom att göra detta kan biodlaren också avgöra om det är samma drottning de
ser eller om en ny har ersatt den gamla sedan förra gången kupan besöktes. För att automatisera
detektionen av bidrottningen kan ljud från bikupan användas. När en drottning �nns i kupan
avger den feromoner och vid avsaknad av dessa surrar bina på ett annat sätt än om drottningen
är närvarande [23], [24]. Detta surrande karakteriseras av ett annorlunda frekvensinnehåll, och
kan beskrivas som mer stressat än det vanliga surrandet.

2.6 Svärmning

Svärmning är ett fenomen som uppstår i bisamhällen och innebär att en andel av ett samhälle
�yttar från sin be�ntliga kupa och bosätter sig på ett nytt ställe [8]. Detta är binas naturliga
sätt att föröka och utbreda sig på. Anledningar till att en svärmning sker kan vara att den
be�ntliga kupan börjar bli för trång eller att den be�ntliga drottningen börjar bli gammal.

När ett bisamhälle förbereder sig inför svärmning föder bina upp nya drottningar i så kalla-
de svärmceller eller drottningceller [8]. När nya bidrottningar (eller andra typer av bin) föds
upp reglerar bina temperaturen i bikupan och håller den konstant omkring 34�35°C. Bisamhäl-
let är sedan sysslolöst tills att drottningcellerna täcks, med andra ord förpuppas som i Figur 2,
vilket sker efter cirka nio dygn. Täckningen av drottningcellerna utlöser svärmen. Innan bina
�yger ut behöver de värma upp sina �ygmuskler, vilket leder till att temperaturen kan stiga
till 39°C i kupan [25]. Vid klart väder �yger sedan ungefär hälften av bisamhället ut och sätter
sig i en klunga i närheten [8]. Spejarbin �yger därefter ut och letar efter ett passande ställe
att bygga upp ett nytt samhälle på. När de återvänder tar de med sig resten av svärmen till
den nya platsen och redan efter någon timme har bina byggt upp vaxceller i det nya bisamhället.

Svärmning är problematiskt för biodlare eftersom det innebär att en stor andel av ett bisamhälle
kan �ytta bort och gå förlorat [8]. Biodlare är därför intresserade av att upptäcka och förhindra
svärmar i förtid genom att bygga ut bikupan eller dela upp samhället kontrollerat. Att upptäcka
en svärm i förtid är mycket tidskrävande eftersom biodlaren manuellt behöver se över sin kupa
ungefär en gång i veckan under svärmsäsongen, från början av maj fram till midsommar, och se
om det �nns svärmceller. Om en svärmning redan pågår har biodlaren ont om tid att fånga in
bina igen och placera dem i en kupa innan de �yger bort. Det kan annars vara väldigt svårt att
lokalisera svärmen när de hittat ett nytt ställe och börjat bygga upp ett nytt samhälle.

En svärmning kan detekteras i förtid genom att övervaka temperaturen för att upptäcka en
temperaturreglering, och därefter se om det är svärmceller som temperaturregleringen sker för.
Den skulle även kunna upptäckas genom analys av vikten eftersom bisamhället sitter sysslolöst
en tid innan svärmning, vilket gör att vikten bör vara relativt konstant. En pågående svärmning
skulle kunna identi�eras av förändringar i vikt, ljud och temperatur. Vikten minskar drastiskt
då halva bisamhället lämnar kupan medan ljudvolymen och temperaturen ökar.
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I följande avsnitt beskrivs den hårdvara som använts i projektet, samt teorin bakom de modeller
och metoder som använts för att möjliggöra analys av data från denna hårdvara.

3.1 Hårdvara

För att kunna detektera och analysera de fenomen som beskrivits i tidigare avsnitt används hård-
vara i form av sensorer, kameror och mikrodatorer. Hårdvaran samlar in information om olika
parametrar såsom temperatur, vikt och ljud, som sedan analyseras. Följande avsnitt beskriver
hur hårdvaran fungerar ur ett fysikaliskt och tekniskt perspektiv.

3.1.1 Töjningsmätande lastcell

En töjningsmätande lastcell används för viktmätning och består vanligtvis av en metallkropp
med fyra trådtöjningsgivare monterade i en elektrisk krets kallad Wheatstonebrygga [26]. En
trådtöjningsgivare är en elektriskt ledande komponent med resistans som ändras när den de-
formeras [27]. Lastcellen mäter vikt utifrån trådtöjningsgivarnas resistansförändring� R, vilken
kan beräknas från Wheatstonebryggan, då de påverkas av en kraft. Utifrån resistansförändring-
en kan den pålagda kraftenF på lastcellen beräknas. Från denna kan den pålagda viktenm
slutligen beräknas enligt

m =
F
g

=
� REA
gGFRG

[kg]; (1)

där E är lastcellens elasticitetsmodul,A är lastcellens area,GF är töjningsfaktorn, RG är tråd-
töjningsgivarnas egna resistans ochg är tyngdaccelerationen. För härledning av Ekvation (1),
se Bilaga A.

3.1.2 Digital termometer med kiseldioder

En av de vanligaste digitala termometrarna består av en integrerad krets med två kiseldioder
och inbyggd analog-till-digital-omvandlare (ADC). Den mäter temperatur genom att utnyttja
att framspänningen hos två kiseldioder kopplade i en Brokaw-bandgaps-referenskrets är tempe-
raturberoende [28]. Temperaturen kan då beräknas genom att mäta en spänningsskillnad� VBE

mellan de två dioderna i kretsen enligt

T =
� VBE � q

kB � ln
�

I C1
I C2

� [K]; (2)

där q är elementarladdningen,kB är Boltzmanns konstant och I C1 samt I C2 är strömmarna som
går genom vardera diod. För härledning av Ekvation (2), se Bilaga B.

3.1.3 Kapacitiv fuktighetssensor och termistor

En kapacitiv fuktighetssensor kan med hjälp av en termistor användas för att mäta luftfuktig-
het. En termistor är en typ av halvledare vars elektriska motstånd förändras med temperaturen
[29]. Den kapacitiva fuktighetssensorn mäter luftfuktigheten med hjälp av en tunn platta, bestå-
ende av ett hygroskopiskt dielektriskt material, placerad mellan två elektroder [30]. Materialets
kapacitiva förmåga är beroende av både temperaturen och luftfuktigheten, och påverkar spän-
ningen mellan elektroderna. Genom att mäta temperaturen med termistorn samt strömmen som
passerar materialet är det möjligt att ta fram värdet för den omgivande luftfuktigheten.
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3.1.4 MEMS-mikrofon

En MEMS-mikrofon (mikroelektromekaniskt system-mikrofon) fungerar genom att ett mikro-
meterstort membran som utgör ena plattan i en kondensator sätts i rörelse av ljudvågor [31].
När avståndet mellan kondensatorplattorna ökar eller minskar ändras kapacitansen, vilken ger
upphov till spänningsändringar i kretsen. Denna elektriska signal förstärks därefter och �ltreras
analogt.

3.1.5 Mikrodator

En mikrodator har en mikroprocessor, där all logik och alla operationer utförs på en eller ett
fåtal integrerade kretsar [32]. Mikrodatorns minne består av halvledarchip där varje binär bit
lagras via en eller �era transistorer på en så kallad minnescell. De få integrerade kretsarna gör
en mikrodator liten till storleken, med sidlängder ofta kortare än en decimeter. Trots en mikro-
dators storlek, har den processorkraft att utföra avancerade datoruppgifter. För att jämföra
datorers databehandlingskapacitet kan GFLOPS användas, vilket är antal miljarder �ytopera-
tioner datorn utför per sekund [33]. För jämförelse utför mikrodatorn av modell Raspberry Pi
v4 B från år 201913;5 GFLOPS medan mobiltelefonen av modell Iphone 11 Pro från samma år
utför 736 GFLOPS [34], [35].

3.1.6 Digitalkamera med CMOS-sensor

En digitalkamera använder bildsensorer för att omvandla ljusintensitet till elektriska signaler. En
vanlig typ av bildsensor är en kompletterande metalloxid-halvledarsensor (CMOS). En CMOS-
sensor är uppbyggd av miljontals pixelsensorer som har varsin fotodetektor [36]. När en bild
tas öppnas kamerans bländare och ljus passerar genom kameralinsen. Ljuset riktas mot CMOS-
sensorn vilket får fotodetektorerna att bygga upp en elektrisk spänning baserad på ljusets egen-
skaper såsom intensitet och våglängd. Laddningen vid varje pixelsensor kan därefter omvandlas
till enskilda nummer. Datan som representerar varje fotogra� kan sedan överföras via kabel
direkt till en mikrodator [37].

3.2 Metoder och modeller för dataanalys

För att analysera datan som samlas in av sensorerna som beskrivits i föregående avsnitt används
ett antal olika metoder. Följande avsnitt presenterar teorin bakom de metoder och modeller som
används för dataanalys.

3.2.1 Savitzky-Golay �ltrering

Savitzky-Golay �ltrering är en vanlig metod för brusreducering av diskreta signaler [38]. För-
delarna med metoden är att den tenderar att bevara höjd och bredd hos toppar samtidigt som
den minskar högfrekvent brus. Filtreringen bygger på att det nya värdet i varje datapunkt ges
av ett polynom av grad k, som anpassas till den aktuella datapunkten samt de2m närmaste
datapunkterna genom minstakvadratmetoden. Det går att visa att denna beräkning i praktiken
motsvarar en viktad medelvärdesbildning. Se Bilaga C för ytterligare teori kring Savitzky-Golay
�ltrering.

3.2.2 Kromagram och mel frequency cepstrum

Kromagram och mel frequency cepstrum (MFC) är två verktyg som kan användas vid analys
av signaler i allmänhet och ljudsignaler i synnerhet. Båda verktygen bygger på användning av
Fourieranalys för att beräkna karakteristiska egenskaper hos en signal. Dessa egenskaper kan
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sedan fungera som grund för klassi�cering med olika maskininlärningsalgoritmer.

Kromagram används ofta vid analys av musik för att exempelvis klassi�cera vilken genre musi-
ken tillhör. Verktyget bygger på indelning av frekvensskalan i områden baserat på ton. Vanligtvis
används de tolv tonerna C, C#, D, D#, E , F, F#, G, G#, A, A# och B [39]. Under ett lämpligt
tidsfönster beräknas andelen av ljudets energi som ligger i respektive frekvensområde, vilket ger
ljudets toninnehåll. Om toninnehållet därefter plottas över tid erhålls ett kromagram. För en
fullständig genomgång av hur kromagrammet för en signal kan beräknas, se Bilaga C.

MFC, som representeras av mel frequency cepstra coe�cients (MFCC:s), är ett verktyg som
ofta används vid automatisk taligenkänning. Cepstrumet för en signal utnyttjas för att förstå
periodiska strukturer i spektrumet, exempelvis ekon och övertoner, och kan beräknas genom
att Fouriertransformera signalens logaritmerade spektrum [40]. Idén bakom MFC är att först
omvandla spektrumet till mel-skalan och därefter bilda cepstrumet [41]. Mel-skalan är en em-
piriskt härledd frekvensskala i vilken den av människan upplevda frekvensskillnaden mellan två
toner är proportionell mot den faktiska frekvensskillnaden. För en fullständig genomgång av hur
MFCC:s för en signal kan beräknas, se Bilaga C.

3.2.3 Väglett lärande inom maskininlärning

Arti�ciell intelligens är ett område inom datateknik där maskiners förmåga att visa mänskliga
drag tränas upp [42]. Ett område inom arti�ciell intelligens är maskininlärning, vilket använder
algoritmer för att lära ett datorprogram att känna igen mönster och dra slutsatser om data.
Genom att träna en maskininlärningsmodell på ett dataset kan modellen lära sig klassi�cera
datan att tillhöra olika klasser. Maskininlärning kan delas upp i olika kategorier baserat på hur
modellen lär sig. En sådan kategori är väglett lärande (supervised learning), där klasserna som
modellen ska identi�era är annoterade i den data som används för att träna modellen.

Datan som används vid väglett lärande kan delas in i tre set: träning, validering och test [43].
Träningssetet används för att träna modellen att känna igen de givna parametrarna som de-
�nierar vilken klass datan tillhör. Efter träningssetet används valideringssetet för att evaluera
modellens precision under träningen. Detta görs för att kunna korrigera eventuella inställningar
i modellen. Till sist används testsetet för att göra en slutgiltlig evaluering av modellens preci-
sion. Validerings- och testsetet innehåller därmed data som modellen inte sett under träning och
därför inte lärt sig något från. Denna uppdelning av dataseten görs för att evaluera modellens
förmåga att känna igen generella mönster.

För att värdera en modells prestation är det inom maskininlärning vanligt att utgå från ett
F1-värde [44]. Detta värde är ett harmoniskt medelvärde av en modells F1-känslighet (recall)
och F1-precision (precision). För att beräkna detta benämns datasetets klasser som antingen
�positiva� eller �negativa�. När en modell klassi�cerar en positiv klass som positiv kallas detta
sant positivt (true positive). I kontrast sker en falsk positiv (false positive) klassi�cering när mo-
dellen felklassi�cerat en negativ klass som positiv. Analogt �nns sanna negativa (true negative)
samt falska negativa (false negative) klassi�ceringar.

F1-känsligheten beskriver hur stor del av det positivt klassade datasetet som modellen fak-
tiskt klassi�cerar som positivt. Detta beräknas genom att ta hänsyn till antalet gånger modellen
klassi�cerar sant positivt (TP) och falskt negativt (FN) enligt

F1-känslighet =
TP

TP + FN
:
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F1-precisionen beskriver hur stor del av alla positiva klassi�ceringar modellen gör som faktiskt
är positiva. Detta beräknas enligt

F1-precision=
TP

TP + FP
;

där antalet gånger modellen klassi�cerar sant positivt (TP) och falskt positivt (FP) används.
Genom att kombinera F1-precisionen och F1-känsligheten beräknas ett F1-värde enligt

F1-värde = 2 �
F1-precision� F1-känslighet
F1-precision+ F1-känslighet

:

Ett F1-värde ligger mellan 0 och 1, där ett högt värde indikerar att modellen presterar väl.

En sammanblandningsmatris (confusion matrix) innehåller värden som visar på klassi�cerings-
noggrannheten av en maskininlärningsmodell [45]. Varje kolumn i matrisen motsvarar en faktisk
klass medan raderna motsvarar modellens klassi�ceringar. Varje rad i matrisen visar fördelning-
en av hur modellen har klassi�cerat all data av en viss klass. En sammanblandingsmatris för
en modell utan felklassi�ceringar har nollor överallt förutom matrisens huvuddiagonal. Tabell 1
visar mallen för en binär sammanblandningsmatris där motsvarande modell har en positiv och
en negativ klass.

Tabell 1: Mall för en binär sammanblandningsmatris där klasserna är positiv respektive negativ.

Faktisk klass
Positiv Negativ

Modellens
klassi�cering

Positiv TP FP
Negativ FN TN

3.2.4 Arti�ciella neurala nätverk för bildigenkänning

En gren inom maskininlärning är arti�ciella neurala nätverk [42]. Namnet och strukturen av
ett sådant nätverk är inspirerat av den mänskliga hjärnan, där neuroner signalerar information
mellan varandra. Ett vanligt användningsområde för ett neuralt nätverk är bildigenkänning, där
modellen som skapas från nätverket kan lära sig att klassi�cera bilder. Egenskapen att extrahera
information från bilder tränas genom att bearbeta data i olika lager. Ett nätverk med �er än
tre lager kallas för ett djupt neuralt nätverk och sådana nätverk kan i sin tur delas upp i olika
kategorier baserat på deras arkitektur. En sådan kategori är ett convolutional neural network
(CNN), vilket är en djupinlärningsmodell som lär sig genom väglett lärande. En översiktlig bild
av ett CNNs arkitektur illustreras i Figur 5.
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Figur 5: En generell illustration över arkitekturen av ett CNN. Indatan är pixelvärden i bilden som analyseras.
Datan passerar ett convolutional lager, en ReLU-funktion samt ett pooling lager. Till sist görs datan om till en
vektor som skickas in i ett fully connected lager. Bilden är baserad på [46].

Som Figur 5 visar är indatan till nätverket en matris vars element representerar pixelvärden i
bilden som analyseras [46]. Det första steget i nätverket, efter den vänstra gröna pilen i �guren,
är ett convolutional lager, vilket används som �lter för att extrahera olika egenskaper från
bilden. Filtret är en matris som opererar på indatan genom att utföra en skalärprodukt över
varje enskilt element i indatamatrisen. Resultaten av skalärprodukten blir en ny matris som
passerar en aktiveringsfunktion, vilket används för att introducera icke-
linjäritet i modellen. Detta är nödvändigt i en modell vars utdata inte varierar linjärt med in-
datan. En vanlig aktiveringsfunktion är recti�ed linear unit (ReLU), vilken opererar genom att
sätta negativa värden till noll enligt ReLU (x) = max(0; x). Funktionen är illustrerad i en graf
ovanför den vänstra orangea pilen i �guren.

Nästa lager i nätverket, efter den mittersta gröna pilen i Figur 5, är ett så kallat pooling lager.
Lagret används för att minska risken för överanpassning, vilket sker när modellen tar hänsyn
till för många detaljer i datan. Detta kan resultera i att modellen lär sig känna igen parametrar
som är unika för datan den tränas på. En överanpassad modell kan därmed få högre precision
vid träning än vid validering och testning. Pooling utförs med hjälp av nedsampling, vilket görs
genom att minska dimensionen av den inkommande datan. Då dimensionen minskas förstärks
kontrasterna i datan och detaljer försummas.

Efter pooling omvandlas matrisen till en vektor, vilket illustreras ovanför den högra orangea
pilen i Figur 5. Vektorn tas in i ett fully connected lager, efter den högra gröna pilen i �guren,
som består av �era noder. Varje nod kan ses som en egen linjär regressionsmodell som använ-
der sig av inkommande data, vikter och tröskelvärde. När ett visst värde i regressionsmodellen
är uppnått, aktiveras noden och data passerar vidare till nästa lager. Vikterna anger hur stor
betydelse de olika egenskaperna i datan har, och tröskelvärdet sätter en gräns för när noder
aktiveras. Resultatet från fully connected lagret blir en vektor ~z med n element [47]. Vektorn
passerar till sist en softmax funktion enligt

P(K jzi ) = softmax(~z) i =
ezi

P n
j =1 ezj

;

vilket anger indatans sannolikhet att tillhöra en klass K givet en viss utdata zi . Resultatet
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blir en vektor med n element vars summa adderas enligt
P n

i =0 softmax(~z) i = 1 , för att ge en
total sannolikhet. Varje analyserad bild tilldelas därmed en klassi�cering samt en sannolikhet
att tillhöra denna klass. Vid träning av modellen används träningsetet och antalet gånger som
hela setet passerar nätverket räknas i så kallade epoker.

3.2.5 Residualt CNN

Gradientpropagation (backward propagation of errors) är en algoritm som används i ett arti-
�ciellt neuralt nätverk vid väglett lärande [48]. Algoritmen beräknar gradienten av nätverkets
felfunktion med avseende på nätverkets vikter. Ett nätverks felfunktion beskriver skillnaden
mellan modellens klassi�cering och datans verkliga klass. Från gradienten kan vikternas värde
kontinuerligt justeras under träning av modellen. Målet med detta är att anpassa vikternas vär-
den för att minska felfunktionen och därmed öka modellens precision.

För att öka precisionen av ett CNN kan även �er lager användas [49]. När för många lager
läggs till kan det däremot leda till att gradienten blir så liten att justeringen av vikterna blir
minimal. Problemet kallas för degradering, och det kan hindra nätverket från att lära sig. Ett
sådant nätverk har ett maximalt precisionsvärde, och efter detta värde är uppnått minskar pre-
cisionen kontinuerligt. För att undvika degradering kan ett residualt neuralt nätverk (ResNet)
användas. Ett ResNet är ett CNN som använder sig av genvägar för att hoppa över vissa lager,
vilket illustreras i Figur 6.

Figur 6: Figur av ett residualt CNN. Indatan x hoppar över vissa viktade lager enligt den orangea pilen. Vad
modellen lärt sig under lagren, F (x), adderas med indatan efter lagren.

Om x är datan innan lagren ochF (x) är funktionen som beskriver vad modellen lärt sig genom
lagren, är H (X ) = F (X ) + x funktionen som innehåller genvägen. Genom att hoppa över lager
behöver modellen enbart lära sig vad som blir kvar, residualen, när man subtraherar indatanx
från utdatan enligt F (x) = H (x) � x. Med hjälp av denna metod förenklas nätverket och risken
att information i data försvinner minimeras.

För att anpassa en modell till ett dataset och för att minska fel i varje träningssteg kan modellen
optimeras. En vanlig optimeringsmetod inom maskininlärning är stokastisk gradientnedstigning
(SGD) [50]. SGD är en iterativ algoritm som används för att hitta ett lokalt minimum av en
di�erentierbar funktion. Algoritmen anpassar sig efter faktorer såsom inlärningstakt och vikter,
som väljs när modellen de�nieras.
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3.2.6 K-nearest neighbors

Figur 7: Illustration av k-nearest neighbors-algoritmen
för datapunkter med två parametrar, x och y. Den röda
punkten klassi�ceras utifrån de tre närmaste grannarnas
klasser.

K-nearest neighbors (KNN) är en enkel ma-
skininlärningsalgoritm som kan användas för
klassi�ceringsproblem, och visualiseras i Fi-
gur 7 [51]. Algoritmen använder väglett läran-
de för att kunna klassi�cera nya datapunkter.
Ett euklidiskt avstånd mellan två datapunk-
ter kan beräknas utifrån deras koordinater,
vilket ger ett mått på hur lika datapunkter-
na är. Grannarna till en ny datapunkt mot-
svarar de datapunkter som är närmast utifrån
deras euklidiska avstånd. Den nya datapunk-
ten klassi�ceras genom att tilldela den samma
klass som majoriteten av datapunktensk när-
maste grannar. En KNN-modell tränas genom
att lägga till �er annoterade datapunkter, vil-
ka agerar som grannar vid klassi�cering av nya
datapunkter.

Figur 7 visar klassi�ceringsprocessen av KNN för tvådimensionella datapunkter där deras klasser
motsvarar färg. I detta fall klassi�ceras den nya datapunkten, markerad med röd färg, efter den
dominerande klassen av de tre närmaste grannarna, alltså ärk = 3 . Eftersom majoriteten av de
tre närmaste grannarna är orangea klassi�ceras datapunkten till den orangea klassen. Samma
process fungerar även för data i �er dimensioner.

3.2.7 Expertsystem

Kunskapsbaserade system är ett samlingsnamn för olika typer av datorprogram som använder
en kunskapsbas som grund för beslutsfattande [52]. En typ av kunskapsbaserat system är ex-
pertsystem, vilket är en form av arti�ciell intelligens som med hjälp av förde�nierade regler
baserade på fakta kan fatta beslut och dra slutsatser. Ett exempel på ett område där expertsy-
stem används är medicinsk diagnos, där indata i expertsystemet är olika symtom en patient har
och utdata är en sjukdomsdiagnos.

För att skapa ett expertsystem krävs insamling och sammanställning av information om området,
vilket kan vara en tidskrävande process. Däremot är expertsystem ofta relativt enkla att förstå.
När många andra typer av arti�ciell intelligens används, till exempel neurala nätverk, kan en
svårighet vara att förklara varför en slutsats dras och hur modellen kommer fram till denna
slutsats. Detta undviks med expertsystem. Eftersom reglerna är förde�nierade är det nämligen
enkelt att spåra hur och varför en slutsats fattades. Även personer med begränsad kunskap
om programmering och arti�ciell intelligens har möjlighet att förstå hur ett expertsystem är
uppbyggt.
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4 Systemets utformning och utveckling

Följande avsnitt inleds med att presentera vilka sensorer som används för datainsamling och hur
data�ödet går från sensorerna till webbapplikationen. Vidare presenteras hur programmet för
presentation av miljön i bikupan fungerar. Därefter beskrivs projektets största fokusområden, de
tre modellerna med tillhörande program som skapades för att detektera de fenomen som beskrivs
i avsnitt 2.4�2.6. Slutligen beskrivs hur det gra�ska användargränssnittet, som presenterar en
överskådlig bild över tillståndet i bikupan, skapades.

4.1 Sensoruppsättning och data�öde

Figur 8: Schematisk bild över sensorernas placering.
Tre termometrar i varje låda är placerade mellan lådor-
nas ramar och en luftfuktighetsmätare sitter under täck-
skivan. Fyra lastceller är placerade under varje ben på
bikupan och en kamera är riktad mot bikupans ingång.
En mikrofon är placerad under kupan.

För insamling av data som senare analyse-
ras i olika modeller har Ericsson två biku-
por som är identiskt utrustade med sensorer
enligt Figur 8. För att mäta vikten används
fyra töjningsmätande lastceller kopplade till
en ADC (HX711). För temperaturmätning
används sex digitala termometrar (ds18b20)
och för luftfuktighetsmätning används en ka-
pacitiv luftfuktighetsmätare (AM2302). En
digitalkamera med CMOS-sensor (Raspber-
ry Pi Camera v2.1) är riktad mot ingång-
en till bikupan och under kupan sitter en
MEMS-mikrofon (SPH0645LM4H). Alla sen-
sorer är kopplade till en mikrodator (Raspber-
ry Pi).

Projektets översiktliga data�öde visas i Figur 9. Samtliga sensorer initieras och kalibreras med
Pythonkod som körs på mikrodatorn. Sensorerna är programmerade att ta nya mätvärden var
tionde minut och skicka dessa till mikrodatorn, där datan bearbetas och analyseras. Tidsin-
tervallet anses vara tillräckligt kort för att hinna detektera om något ovanligt pågår i bikupan,
samtidigt som över�ödig data undviks och prestanda på mikrodatorn sparas. Nya värden skickas
från mikrodatorn via ett modem av typen Telit ME910C1 till externa servrar, där datan lagras.
Datan presenteras sedan för användaren på en instrumentpanel som kan nås via webben.

Ericsson OWL är en webbapplikation som används för att lagra data och skapa digitala in-
strumentpaneler. Amazon SageMaker och Amazon S3 är webbtjänster som tillhör Amazon Web
Services (AWS). Amazon SageMaker användes som programmeringsmiljö för att utveckla ma-
skininlärningsmodeller och har tillgång till data lagrat i Amazon S3, vilket är en webbtjänst för
datalagring.
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Figur 9: Översiktligt data�öde för projektet. Rådata samlas in av sensorer och analyseras samt bearbetas
i mikrodatorn. Därefter skickas datan och lagras i Ericsson OWL och Amazon S3. Användaren kan sedan nå
en instrumentpanel där datan visas via webben. Projektets huvudsakliga fokus var att utveckla modeller för
svärmningsdetektion, drottningdetektion och varroakvalsterdetektion.

4.2 Program för presentation av miljön i bikupan

För att återge en överskådlig bild över miljön i bikupan presenteras den be�ntliga temperaturen,
vikten och luftfuktigheten. Montering, kalibrering och kod för datainhämtning från sensorerna
hade gjorts innan projektets start. Det som återstod för att presentera miljön i kupan var att
programmera en automation i Ericsson OWL så att värdena presenterades och uppdaterades i
realtid.

4.3 Varroakvalsterdetektion med bildigenkänning

Många redan tränade arti�ciella neurala nätverk �nns att hämta från olika ramverk i pro-
grammeringsspråket Python. Ett sådant är djupinlärningsramverket PyTorch som har öppen
källkod. Från en tidigare jämförelse av de 17 mest vanliga bildigenkänningsmodellerna från
PyTorch undersöktes parametrar såsom modellernas precision, storlek och körningstid [53]. Mo-
dellen ResNet50, ett residualt CNN med 50 lager, visade sig prestera bäst när hänsyn togs till
alla undersökta parametrar. Av denna anledning valdes ResNet50 att användas som modell.

Från en tidigare studie av varroakvalster på bin erhölls ett bildset på 14 000 bilder på bin varav 3
947 bilder var på bin med varroakvalster och resterande på bin utan [54]. Ett exempel på hur ett
bi med varroakvalster ser ut går att se i Figur 10a, där två röda varroakvalster sitter på mitten
av biets rygg. Vidare visar Figur 10b ett exempel på ett bi utan varroakvalster. Bildsetet ladda-
des upp i Amazon S3 och därifrån in i Amazon SageMaker. Bilderna i bildsetet var sorterade i
tränings-, validerings- och testmappar. I varje mapp sorterades bilderna in i ytterligare mappar
som speci�cerade ifall bina hade varroakvalster eller inte. Denna indelning kunde genomföras
utifrån bildernas annoteringar.
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(a) Bi med
varroakvalster.

(b) Bi utan
varroakvalster.

Figur 10: Exempel på närbilder av bin med och utan
varroakvalster från datasetet. Den genererade bilden ska-
pades genom att slumpvis placera bin på en bakgrund.

Kameran på Ericssons bikupa tar bilder på
hela ingången av bikupan, vilket innebär att
�era bin syns i samma bild. Ett exempel på en
bild tagen vid Ericssons bikupa går att se i Fi-
gur 11a. För att efterlikna bilderna som tas av
kameran genererades nya bilder där ett �ertal
närbilder på bin med och utan varroakvalster
placerades på en bakgrund. Binas positioner
på bakgrunden fördelades slumpvis och bak-
grundens färg valdes till samma färg som när-
bildernas bakgrundsfärg. Figur 11b visar ett
exempel på en genererad bild. Målet med att
generera bilder var att en modell som tränades
på dessa bilder först kunde lära sig detektera
bin och sedan detektera om biet hade varro-
akvalster eller inte.

Bildseten lästes in i koden för träning av modellen. Vid inläsning av bilderna för träning använ-
des olika transformationer slumpvis såsom skiftning i färg, kontrast och ljusstyrka. Detta gjordes
för att modellera variationer i bilderna som tas av kameran till följd av exempelvis tid på dygnet,
väderskiften och suddiga motiv. Hur färgnyansen av bildsetet påverkade modellen valdes sär-
skilt att analyseras. Därefter laddades den förtränade bildigenkänningsmodellen ResNet50 från
PyTorch in i koden. Modellen optimerades med SGD där värden på inlärningstakt och vikter
valdes utifrån dokumentation av PyTorch [55].

(a) Ericssons bikupa. (b) Genererad bild.

Figur 11: Exempel på bild tagen av kameran vid Ericssons bikupa samt en genererad bild.

Två modeller skapades, en modell där träningssetet hade variationer i färgnyans och en modell
där färgnyansen på bilderna inte ändrades. De båda modellerna tränades i 50 epoker och varje
version av modellerna sparades efter varje tränad epok. På grund av tidsbrist valdes model-
lernas inställningar att inte korrigeras ytterligare under träning. Av denna anledning användes
inte bildsetet för validering. För att analysera de två modellernas precision testades de på bilder
ur testsetet, vilket innehöll bilder som modellerna inte har sett tidigare. Två tomma vektorer
skapades för vardera modell, en för att användas som facit och en för att lagra respektive mo-
dells klassi�ceringar. För varje bild som testades sparades en etta i facitvektorn för varje bi med
varroakvalster och en tvåa för varje bi utan varroakvalster. Modellernas klassi�ceringar sparades
på samma sätt.
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Från softmax-funktionen erhölls med vilken sannolikhet modellerna gjorde varje klassi�cering.
Enbart klassi�ceringar med sannolikhet över 85 % valdes som trovärdiga, och därför sparades
enbart dessa i vardera modells klassi�ceringsvektor. Från vektorerna beräknades hur ofta mo-
dellerna gav klassi�ceringar som stämde överens med facit, vilket här benämns som numerisk
inferens. Värden på hur ofta klassi�ceringarna var sant positiva, falskt positiva, sant negativa
och falskt negativa, där positivt representerar ett bi med varroakvalster och negativt ett bi ut-
an varroakvalster, noterades. Från dessa resultat kunde F1-värden beräknas. Framtagandet av
F1-värdet benämns här som F1-inferens. Efter evaluering av resultaten kunde den modell som
presterade bäst vid numerisk inferens och F1-inferens väljas som den slutgiltiga. Visuella repre-
sentationer av resultaten skapades genom att markera binas klass och modellens klassi�cering
direkt i de genererade bilderna från testsetet efter den numeriska evalueringen var gjord.

Den slutgiltiga modellen laddades till sist över på mikrodatorn, som är kopplad till kameran.
När varroakvalsterdetektion aktiveras i mikrodatorn tar kameran bilder var tionde minut och
varje bild analyseras av modellen. Antalet bin klassi�cerade med varroakvalster skickas därefter
till Ericsson OWL.

4.4 Bidrottningdetektion med KNN-klassi�cerare

Modellen för bidrottningdetektion avgör om drottningen är närvarande genom att analysera lju-
det som spelas in av bikupans mikrofon. För att träna olika klassi�ceringsmodeller tillgängliga
i Pythonbiblioteket scikit-learn användes ett dataset med ljud�ler. Modellerna som testades var
K-nearest neighbors, Random forests, enkel logistisk regression och Support vector machines.
Datan laddades upp till Amazon S3 och kunde därifrån nås från Amazon SageMaker där mo-
dellerna utvecklades. Efter att modellernas precision jämfördes på testdata bestämdes det att
en KNN-klassi�cerare skulle användas för den slutgiltiga modellen. Efter att ha testat olika k-
värden valdes slutligenk = 7 eftersom modellen presterade bäst med det värdet. Denna modell
tränades med hela datasetet i efterhand för att öka precisionen.

Datasetet som användes �nns tillgängligt att ladda ned via internet [56]. Det innehåller tre
samlingar av ljud�ler med namnen �bee�, �noqueen� och �nobee�. De två första samlingarna in-
nehåller biljud från när drottningen är närvarande respektive frånvarande i bikupan. Den tredje
samlingen, �nobee�, innehåller ljud�ler där mikrofonen har fångat upp oljud som inte kommer
från bikupan. Alla ljud�ler är två sekunder långa och datan är samlad från �era bikupor med
olika typer av mikrofoner. Datan annoterades med hjälp av Pythonkod och delades slumpvis in
i ett träningset och ett testset med proportionerna 80 % respektive 20 %.

Savitzky-Golay �ltrering användes för att reducera brus i ljudinspelningarna. Bandpass- och
wavelet�lter testades också under projektets gång, men Savitzky-Golay �ltrering visade högst
precision vid klassi�cering av ljud. Efter att ha brusreducerat inspelningarna användes Pyt-
honbiblioteket Librosa för att extrahera konkreta värden från ljud�lerna (feature extraction).
Kromagrammet för varje ljud�l samt de 20 första MFCC:s under korta delintervall extraherades.
Därefter bildades en vektor med tolv element, där varje element var tidsmedelvärdet för en ton
i kromagrammet. Ytterligare en vektor med 20 element bildades genom att beräkna tidsmedel-
värdet för varje MFCC. Dessa två vektorer användes som indata till KNN-klassi�ceraren för att
klassi�cera varje ljud�l.

Den första versionen av modellen tränades för att klassi�cera ljud till en av tre klasser, vil-
ka motsvarar �bee�, �noqueen� och �nobee�. Vid utvärdering av den första modellen upptäcktes
att �era inspelningar som borde klassi�cerats som �nobee� felklassi�cerades. På grund av detta
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bestämdes det att modellen skulle delas upp i två separata modeller som körs sekventiellt. Den
första modellen används för att avgöra om inspelningen innehåller oljud medan den andra mo-
dellen avgör om biljud indikerar en närvarande drottning.

I det slutgiltiga programmet för att detektera bidrottningen spelar bikupans mikrofon in ljud
i tio sekunder. Den första och sista sekunden av ljudinspelningen klipps bort för att �ltrera
oönskat ljud från mikrofonen. Det resterande ljudet delas upp i fyra separata inspelningar, med
längden två sekunder vardera, för att efterlikna datan som modellen tränades med. Inspelning-
arna brusreduceras och värdena till modellernas indata extraheras ur dem. Värdena matas sedan
till den första modellen för att avgöra om allt ljud kommer från bikupan. Ifall ingen av inspel-
ningarna klassi�ceras som oljud används den andra modellen för att avgöra om ljudet indikerar
en närvarande drottning. Då måste minst tre av inspelningarna visa att drottningen är närva-
rande respektive frånvarande för att modellen ska fatta ett beslut. Om ett beslut inte kan fattas,
eller om den första modellen indikerar oljud, påbörjas ett nytt försök med en ny inspelning på
tio sekunder. Detta repeteras endast en gång för att undvika att programmet fastnar i en cykel.
Modellens beslut skickas till Ericsson OWL i formen av en etta eller nolla, vilka motsvarar att
drottningen är närvarande respektive frånvarande. Om inget resultat kan ges av inspelningarna
visas det senaste resultatet i webbapplikationen.

För att testa modellen på en av Ericssons bikupor planerades ett tillfälle för att temporärt
plocka bort bidrottningen för hand. Detta möjliggör ett kontrollerat sätt att samla ljud medan
drottningen är frånvarande, vilket modellen förhoppningsvis hade indikerat. Efter konsultation
med en biodlare bestämdes det att testet skulle skjutas upp tills vädret blivit varmare för att
undvika en negativ inverkan på bisamhället. Av denna anledning kunde testet inte utföras inom
projektets tidsram.

4.5 Svärmningsdetektion med expertsystemsmodell

Programmet som detekterar svärmning får in data från vikt- och temperatursensorer samt ett ap-
plikationsprogrammeringsgränssnitt (API) för väder. Inledningsvis bearbetas rådatan som kom-
mer in från sensorerna. Den bearbetade datan skickas sedan vidare till en expertsystemsmodell.
Till modellen skickas även det aktuella vädret med hjälp av ett väder-API från OpenWeather.
Modellen använder datan för att avgöra om svärmning pågår eller om det �nns biägg i kupan,
vilket kan vara en indikation på att svärmning kommer ske. Biäggen kan upptäckas genom att
detektera temperaturreglering i bikupan, men biodlaren behöver sedan själv kolla vad det är för
typ av biägg.

Det �nns två program som bearbetar sensordatan, ett för vikt och ett för temperatur, som
fungerar på liknande sätt. Alla temperaturvärden sedan två veckor tillbaka och viktvärden från
en dag tillbaka lagras i programmet för att vara tillgängliga för analys. Programmet för be-
arbetning av temperaturdatan beräknar temperatursskillnaden över 20 minuter och även hur
länge temperaturreglering har pågått i kupan med hjälp av Pythonbiblioteket Numpy, som kan
hantera stora datamängder på ett e�ektivt sätt. Temperaturreglering över �era dagar tas fram
genom att först beräkna den genomsnittliga temperaturen för varje dag och sedan ta skillnaden i
temperatur mellan dagarna. Programmet som bearbetar viktdatan beräknar viktskillnaden över
20 minuter.

Expertsystemsmodellen analyserar den bearbetade datan samt väderdatan för att avgöra biku-
pans tillstånd utifrån kriterier som bestämts för varje fall. För svärmningsutslag krävs en vikt-
minskning på mellan 1�3 kg och en temperaturökning på över2°C under 20 minuter, samt klart
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väder. Viktminskningsintervallet bestämdes utifrån analys av be�ntlig data från Ericssons biku-
por, och gränsen på temperaturökningen utifrån data samt teori. Tidsintervallet på 20 minuter
som skillnaderna uppmäts över bestämdes utifrån data över tidigare svärmar. För temperatur-
regleringsdetektion, med andra ord detektion av biägg, sattes kriterier att temperaturen i kupan
ligger mellan 32�38°C samt att temperaturskillnaden över minst två dagar är under 2°C, utifrån
analys av be�ntlig data och teori. Uppfylls ingen av de två andra fallen ges utslaget �No warning�.

Inledningsvis när modellen körs kommer inga utslag kunna ges på grund av att värden från
minst 20 minuter behövs för att något fall ska kunna uppfyllas. De första 20 minuterna kommer
därför utslaget �No data� ges. För att modellen ska kunna detektera temperaturreglering för
biägg behöver den köras i minst ett dygn. Utslaget från modellen översätts till si�ervärden för att
kunna skickas till Ericsson OWL. �No warning� representeras av en nolla, �Eggs for x number of
days� av ett decimaltal med en etta i basen följt av en decimalx som indikerar hur många dagar
temperaturregleringen pågått, �Swarm� av en tvåa och �No data� av minus ett. Si�ervärdet
skickas till Ericsson OWL som översätter si�ran till motsvarande fall och presenterar utslaget
på instrumentpanelen.

Det fullständiga svärmningsdetektionsprogrammet testades genom att skicka in be�ntlig da-
ta från när två svärmar och tre temperaturregleringar skedde. Mer data fanns inte tillgänglig.
Till programmet har även enhetstester skrivits där genererad testdata för de olika fallen skickats
in. Programmet har även körts i realtid på en mikrodator där utslagen har kontrollerats.

4.6 Utveckling av gra�skt gränssnitt för webbapplikation

Det gra�ska gränssnittet skapades i Ericsson OWL, en webbapplikation där digitala instrument-
paneler kan skapas för att visualisera information. Informationen visas i modulära paneler, så
kallade widgets. Dessa widgets kan vara av olika typer som till exempel grafer, bilder eller ta-
beller. Datan som skickas från mikrodatorn lagras i Ericsson OWL och kan sedan användas i
widgets, för att exempelvis visa upp hur mätvärden har förändrats över tid i ett linjediagram.
För att styra vad som visas i en widget kopplas widgeten samman med en automation, som
är ett sätt att automatisera datahanteringen i Ericsson OWL. Automationen styrs av kod som
skrivs i programmeringsspråket Javascript.

Ett första steg för att skapa det gra�ska gränssnittet var att bestämma hur informationen
skulle presenteras. Det som skulle presenteras var dels resultatet från modellerna, det vills säga
om en bidrottning detekteras i kupan, om svärmning pågår samt antalet bin med varroakvalster.
Dessutom skulle vädret där kupan be�nner sig, kupans vikt samt temperatur och luftfuktighet
inuti kupan visas. För att presentera informationen för användaren på ett sätt som är tydligt
och lätt att överblicka skapades en widget för var och en av dessa parametrar. Varje widget gavs
en tydlig titel för att göra det enkelt att förstå vilken data som presenteras. Viktförändringen
samt antalet varroakvalster de senaste fem dygnen presenteras i form av ett linjediagram. Även
antalet bin med varroakvalster de senaste fem dygnen presenteras i ett linjediagram.

Därefter skapades automationer som gör att den inkommande datan från mikrodatorn direkt
kan visas upp i widgets på Ericsson OWL. För att visa vädret på platsen där bikupan står
används API:et OpenWeather, som tillhandahåller data om nuvarande väder. Genom att ska-
pa en automation i Ericsson OWL med kod skriven i Javascript kan väderdatan hämtas från
OpenWeather i JSON-format och visas upp i en widget.
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I detta avsnitt visas hur programmen som skapades för presentation av miljön i bikupan, bidrott-
ningdetektion, svärmningsdetektion respektive varroakvalsterdetektion presterade. Detta görs
genom att evaluera modellernas resultat vid testning. Därefter presenteras webbapplikationens
gra�ska gränssnitt och dess funktioner.

5.1 Presentation av miljön i bikupan

När programmet för presentation av miljön i bikupan kördes på mikrodatorn fungerade datain-
samlingen väl. Sensorerna som registrerade vikten, luftfuktigheten samt temperaturer fungerade.
All data kunde skickas till och presenteras i Ericsson OWL.

5.2 Resultat av varroakvalsterdetektion

Två modeller skapades från den förtränade modellen ResNet50. Skillnaden mellan modellerna var
att den ena var tränad på bilder som skiftade i färgnyans. Träningen gjordes totalt i 50 epoker
och för varje epok sparades modellerna, vilket gav 50 versioner av vardera modell, där varje
version var tränad olika mycket. Hur väl modellerna presterade undersöktes genom numerisk
inferens och F1-inferens. För den numeriska inferensen bestämdes modellernas precision utifrån
hur ofta de gav klassi�ceringar som stämde överens med facit. Precisionen undersöktes både
från bilder ur träningssetet, vilket innehöll bilder modellerna tidigare sett, och ur testsetet. Hur
precisionen för varje modell varierar med antalet epoker samt med de olika bildseten går att se
i grafen i Figur 12.

Figur 12: Graf över hur de två modellernas precision ändras när de tränats i olika antal epoker. Den ena
modellen är tränad på bildset med tillagd varierande färgnyans. Grafen visar även en jämförelse av modellernas
precision då de testades med bilder från tränings- och testsetet.

Figur 12 visar att modellen som tränats på bilder utan någon ändring i färgnyans har högst pre-
cision både under träning och vid testning. Denna modell har även ett stabilt precisionsintervall
på 71� 82 %för samtliga epoker. För den andra modellen börjar precisionen vid ca17 %och ökar
sedan under fyra epoker för att slutligen stabilisera sig i precisionsintervallet59� 67 %. Figuren
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visar därmed vikten av att se bildernas verkliga färg då modellen ska klassi�cera, speciellt då
modellen tränats ett fåtal epoker. Vidare visar grafen ingen signi�kant skillnad i precision när
modellerna undersöktes med de olika bildseten. Eftersom precisionen inte är högre för tränings-
etet än för testsetet, indikerar grafen inte att modellerna är överanpassade.

För att utvärdera modellernas prestation användes även F1-inferens genom att beräkna F1-
precisionen, F1-känsligheten och F1-värdet. Samtliga 50 versioner av vardera modell klassi�ce-
rade efter tröskelvärdet aldrig något bi FP eller FN vid testning. För alla versioner visade det
sig därmed att

F1-precision= 1

F1-känslighet = 1

F1-värde = 1 :

Som det beräknade F1-värdet antyder har alla falska klassi�ceringar sorterats bort efter an-
vändning av tröskelvärdet. F1-värdet i kombination med att precisionsvärdena i Figur 12 aldrig
når 100 %visar att tröskelvärdet även sorterat bort sanna klassi�ceringar för båda modellerna.
Det sammantagna resultatet av de båda inferenserna blir att modellerna efter tröskelvärdet inte
har klassi�cerat alla bin i testsetet, men att varje utförd klassi�cering har varit korrekt. Från
resultaten av den numeriska inferensen och F1-inferensen kunde modellen som tränats på bilder
utan variationer i färgnyans väljas som den slutgiltiga.

Tabell 2 visar ett exempel på resultat när versionen av den slutgiltiga modellen som tränats
i 50 epoker testades på en genererad bild med fyra bin. Facitvektorn i tabellens första rad visar
binas klass, där en etta representerar ett bi med varroakvalster och en tvåa ett bi utan. Vektorn
indikerar därmed att tre av de fyra bina har varroakvalster. Som andra raden i tabellen visar
gav modellen ibland �er klassi�ceringar än antal bin. I de �esta sådana fall gavs de över�ödiga
klassi�ceringarna en sannolikhet som är lägre än tröskelvärdet, vilket innebär att de utelämna-
des. Ett exempel på detta går att se i tabellens tredje rad, där sannolikheterna modellen har
tilldelat de olika klassi�ceringarna visas. Eftersom tröskelvärdet sattes till 85 % anses den sista
klassi�ceringen i vektorn, med sannolikhet 6;99 %, inte vara trovärdig. Resultaten efter tröskel-
värdet använts går att se i tabellens sista rad. Elementens position i vektorerna för klassi�cering
och sannolikhet är ordnade från högst till lägst sannolikhet, medan elementen i facitvektorn är
ordnade efter vilket bi som först placerades på bakgrunden.

Tabell 2: Resultat vid test av en genererad bild med fyra bin. Tabellen visar binas verkliga klass och modellens
klassi�ceringar med tillhörande sannolikhet. Resultaten efter tröskelvärdet använts går även att se.

Facit [ 1 , 1 , 1 , 2 ]
Modellens klassi�cering [ 1 , 2 , 1 , 1 , 2 ]

Sannolikhet (%) [ 99,9 , 97,9 , 97,7 , 96,6 , 6,99 ]
Klassi�cering efter tröskelvärde [ 1 , 2 , 1 , 1 ]

En visuell representation av resultaten går att se i Figur 13a. Det �nns fyra typer av rektanglar
utmålade i �guren. De orangea indikerar ett bi med varroakvalster och är uppdelade i ljusorange
för facit och mörkorange för modellens klassi�cering. De blå rektanglarna är uppdelade på samma
sätt för bin utan varroakvalster. Om biet har två rektanglar av samma färg innebär det att
biets klassi�cering stämmer överens med facit. Figuren visar därmed att klassi�ceringarna efter
tröskelvärdet i Tabell 2 är korrekta. Figur 13b visar samma modells klassi�cering av en bild
tagen av kameran vid Ericssons bikupa. Utav de fem bin vars hela kroppar syns i bilden är alla
korrekt klassi�cerade att inte ha varroakvalster.
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