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Förord
Gruppen vill rikta ett stort tack till vår handledare Petar Jovanovski som varit ett viktigt stöd
genom hela skrivprocessen. Genom veckovisa möten har han svarat på gruppens frågor, lett enga-
gerande genomgångar av teori samt bidragit med användbar litteratur.

En loggbok har förts veckovis på ett roterande schema över gruppmedlemmarnas enskilda bidrag
till arbetet och nuvarande arbetsfas för rapporten. Loggboken baserades på mötesanteckningar från
möten med Petar samt en tidslogg över individuell arbetstid.

Nedan är en bidragsrapport sammanställd som beskriver vilka gruppmedlemmar som författat
respektive del av rapporten. Namn utan parentes avser huvudförfattare medan namn inom parentes
hjälpt till att vidareutveckla delarna. Notera att alla gruppens medlemmar har gett bidrag till de
flesta stycken även om det inte listas i bidragsrapporten.
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Populärvetenskaplig presentation
Meteorologer som förutsäger vädret, Newton som beräknade tyngdaccelerationen och barn som
skakar och lyssnar på sina julklappar har alla en sak gemensamt - de utför parameterinferens. Det
är en metod som låter oss vara detektiver i matematikensvärld och bättre förstå världens regler
och hur saker förändras över tid.

Tänk exempelvis att du slår en golfboll och vill förutsäga vart den landar. Med fysikens lagar kan
du beskriva hur bollen får röra sig, men bollens bana beror också på till exempel hur hårt du slår
bollen eller hur mycket massa bollen har - vi säger då att dess massa är en parameter. Om vi vet
bollens massa kan vi räkna ut en potentiell bana för bollen genom att simulera den i många steg.
Men verkligheten är mer komplicerad och slumpen kommer påverka hur bollen flyger i form av
vind och annat. För att beskriva detta så använder vi stokastiska differentialekvationer.

Parameterinferens är att vi går åt andra hållet. Givet att vi vet att bollen har landat någonstans
vill vi veta hur tung den är och för att få så mycket information som möjligt vill man också
analysera hur bollen flög i luften och inte bara vart den landade. Detta kan göras genom att filma
bollen. Då får vi information om bollens position vid ett stort antal tidpunkter - en för varje bild
på filmrullen. Men även om vi vet hela bollbanan kan vi fortfarande inte bestämma massan exakt
eftersom många fenomen är slumpmässiga. En tung boll i medvind kanske får samma bana som
en lätt boll i motvind så det bästa svaret på frågan - vilken massa hade bollen? - är egentligen
sannolikheter för vilka massor som är mest troliga.

Det finns olika metoder för att utföra inferens - att uppskatta bollens massa. Metropolis-Hastings
metod räknar ut sannolikheterna direkt från den stokastiska differentialekvationen - regeln för
bollens rörelse. När Metropolis-Hastings metod fungerar så är den jättebra på att räkna ut san-
nolikheterna för parametrarna så den kan användas som en mätsticka eller facit för jämföra hur
bra andra inferensmetoder är. Men tyvärr är reglerna för de flesta system för matematiskt kom-
plicerade för att lösa på det viset vilket har drivit forskare till att utveckla nya - mer generella
inferensmetoder.

En sådan mer generell metod är Metropolis Hastings-Euler Murayama metoden som använder
numeriska uppskattningar för att försöka göra samma sak som Metropolis Hastings algoritm gör.
Den bygger på antagandet att bollen inte hinner flytta på sig så mycket mellan varje bild vilket
gör att det är en bra metod när man har en bra tidsupplösning på datan man undersöker. Men
om bollen hinner röra på sig mycket mellan bilder blir approximationerna dåliga och metoden ger
dåliga uppskattningar för parametrarna. Därför behövs ytterligare andra metoder.

I vårt arbete undersöker vi en klass simuleringsdrivna inferensmetoder som går under samlings-
namnet ABC och använder ett helt annat sätt för att utföra inferens. De kan förklaras som om
att vi låter en dator slå bollar med olika massor ett stort antal gånger. De simulerade banorna
jämförs sedan med den verkliga bollbanan och de bollar som hade en bana som var tillräckligt lik
den verkliga sparas och deras massor räknas då som mer sannolika.

Detta kommer inte att räcka för att förutse bollens rörelse eftersom det finns fler viktiga faktorer.
Parametrar som gravitationen samt bollens form och tvärsnittsarea påverkar också hur bollen
flyger. I teorin är det inga problem - vi får helt låta datorn simulera bollbanor där vi även varierar
de parametrarna. Den enklaste ABC-metoden, som kallas ABC-R, går ut på att vi väljer parametrar
slumpmässigt i ett valt intervall. Men denna naiva metod gör att jättemånga olika banor måste
simuleras för att jämförelsen ska bli tillförlitlig och metoden blir snabbt mycket beräkningstung.
Därför har andra metoder utvecklats som bygger på samma tanke men som bland annat kan ha
ett smartare sätt att välja vilka parametrar som prövas. Istället för att bara välja parametrar helt
slumpmässigt vore det exempelvis bra om vi kom ihåg vilka slag vi har gjort så att vi kan simulera
fler av de slag som kom nära den undersökta banan. En metod som vi testade och bygger på den
idén är ABC-SMC.

Våra resultat visar att ABC-metoderna fungerar bra även i de fall där MH-EM fallerar. Den smarta
ABC-SMC visar sig dessutom kunna minska beräkningstiden hundrafalt jämfört med den naivare
ABC-R. Metoderna kan alltså göra det möjligt att lösa massor av spännande problem som länge
gäckat forskarna.



Så nästa gång du hör talas om spännande forskning inom ekonomi, fysik eller biologi, kom ihåg att
stokastiska differentialekvationer är en viktig del av deras verktygslåda. Dessa matematiska detek-
tiver hjälper oss att avslöja hemligheterna som står som grunden för en osäker och oförutsägbar
värld och gör det möjligt för oss att hitta svar på många av de mysterier vi står inför.



Sammandrag

Stokastiska modeller, som ger tillförlitlig och användbar information om ett systems be-
teende, består ofta av stokastiska differentialekvationer (SDE) vars likelihoodfunktion inte är
analytiskt tillgänglig. Mer traditionella Markov Chain Monte Carlo-metoder (MCMC) samt re-
lativt nyligen utvecklade likelihood-fria Approximate Bayesian Computation-metoder (ABC)
utgör populära angrepssätt för att utföra inferens på dessa typer av problem. För att bi-
dra till utvecklingen av och förståelsen för ABC-metoder ger denna studie en överblick av
två olika ABC baserade algoritmer, Rejection sampling (ABC-R) och Sequential Monte Carlo
(ABC-SMC), och jämför dessa med Metropolis-Hastings Euler-Maruyama-metoden (MH-EM).
Metodiken innefattar numerisk diskretisering, simulering och inferens av Ornstein-Uhlenbeck-
modellen vars analytiska lösning är tillgänglig och används som referens för jämförelse av
metodernas noggrannhet. Resultaten visar att ABC-metoderna kan användas för att utföra
inferens med god noggrannhet, även på data med stora tidssteg för vilken MH-EM fallerade.
De visar också fördelar med ABC-SMC jämfört med ABC-R då mått som noggrannhet och
effektivitet sammanvägs.

Abstract

Stochastic models, that give reliable and useful information about the behaviour of a
system, often consists of stochastic differential equations (SDE) with intractable likelihood
functions. More traditional Markov Chain Monte Carlo (MCMC) methods as well as the
relatively recently developed likelihood free Approximate Bayesian Compuation (ABC) meth-
ods are popular approaches for doing inference on these type of problems. To contribute to
the development and understanding of ABC-methods, this study gives an overview of two
different ABC-algorithms, Rejection sampling (ABC-R) and sequential Monte Carlo (ABC-
SMC), and compares these with the Metropolis-Hastings Euler-Maruyama (MH-EM) method.
The methodology includes numerical discretization, simulation and inference of the Ornstein-
Uhlenbeck model of which an analytical solution exists and are used as a baseline for the
results. Our findings demonstrate that ABC methods can provide accurate inference, even
on data with large time steps where MH-EM fails. Moreover, they show benefits of using
ABC-SMC compared with using ABC-R when considering accuracy and efficiency.
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1 Inledning

Stokastisk modellering är ett viktigt område inom tillämpad matematik där man studerar beteen-
det hos system som präglas av slump och oförutsägbarhet [1][2]. Inom ämnet används statistiska
metoder för att analysera och förutsäga det stokastiska systemets beteende, vilket gör det möjligt
att lösa problem inom en rad olika vetenskapsområden såsom ekonomi, fysik och biologi.

Stokastiska di�erentialekvationer (SDE) är matematiska modeller som beskriver förändringen av ett
stokastisk system över tid och kombinerar element från både deterministiska di�erentialekvationer
och stokastiska processer [3]. På grund av slumpmässiga variationer i systemet, är det svårt att
hitta analytiska lösningar till SDE:er, vilket gör det nödvändigt att använda numeriska lösningar.
I denna rapport används Euler-Maruyama-metoden (EM) vilket är en generalisering av Eulers
metod för ordinära di�erentialekvationer (ODE) för att simulera lösningsbanor till SDE:er. Även
om numeriska lösningar inte kan ge exakta resultat, ger de oftast en tillräckligt noggrann bild av
förväntat beteende för en given process och är således användbara verktyg.

I detta arbete ligger fokus på en speci�k stokastisk modell känd som Ornstein-Uhlenbeck-processen
(OU), som beskriver tidsutvecklingen av en stokastisk variabel med en tendens att pendla runt en
jämviktsnivå [4], vilket är en användbar modell inom stokastisk modellering. Eftersom övergångstät-
heterna för OU kan uttryckas analytiskt är det möjligt att beräkna likelihood-funktionen som be-
skriver sannolikheten att den observerade datan genererats av olika modellparametrar. Det gör
att OU kan användas som referensmodell för att jämföra olika likelihood-fria inferensmetoder mot
ett tydligt facit i form av resultaten från den likelihood-baserade Metropolis-Hastings (MH-exakt).
De likelihood-fria metoder som jämförs i denna rapport är Metropolis-Hastings Euler-Maruyama
(MH-EM) samt de två Approximate Bayesian Computation-metoderna (ABC) Sequential Monte
Carlo (ABC-SMC) och Rejection Sampling (ABC-R)

MH är en Markov Chain Monte Carlo-metod (MCMC) som bygger på markovkedjor och möjliggör
dragningar från fördelningar som är svåra att beräkna direkt [5]. Markovkedjor beskriver system där
det nuvarande tillståndet endast är beroende av det föregående tillståndet och som är oberoende av
all tidigare information. I MH bestäms övergångsfördelningen mellan olika tillstånd i markovkedjan
av en acceptanssannolikhet som beror på likelihood-funktionen. Vid beräkning når markovkedjan,
efter en initial inställningsperiod, en stationär fördelning där varje nytt steg är en dragning från
målfördelningen. I MH-EM används en EM-approximation av likelihood-funktionen istället för den
exakta, och metoden kallas därför pseudo-likelihood-baserad.

ABC är en klass av metoder som utvecklats för att möta utmaningar som uppstår vid analys av
dynamiska system. ABC-metoderna kringgår problemet med otillgänglig likelihood-funktion genom
att använda simuleringar av modellen istället för att beräkna likelihood-funktionen direkt.

ABC-R är en av de tidigast utvecklade och mest grundläggande ABC-metoderna. Den introdu-
cerades av Pritchard et al. (1999) [6] och Tavaré et al. (1997) [7] som ett sätt att uppskatta a
posteriori-fördelningen för en stokastisk modells parametrar genom att använda sig av en a priori-
fördelning och jämföra den simulerade datan med den observerade. Parametrarna accepteras som
en dragning ur den posteriora fördelningen om avståndet mellan simulerad och observerad data
är mindre än en förutbestämd toleransnivå (� ). ABC-R är enkel att implementera och har accep-
tabel e�ektivitet för problem där det är möjligt att föreslå en a priori-fördelning med begränsat
omfång. Detta kräver liten initial osäkerhet kring parametrarnas värden samt ett lågt antal mo-
dellparametrar. Beräkningstiden för ABC-R ökar dock snabbt när acceptanskvoten minskas och
då a priori-fördelningen växer i omfång.

ABC-SMC är en vidareutveckling av ABC-R som syftar till att överträ�a dess e�ektivitet och då
särskilt i problem med omfångsrik a priori-fördelning. ABC-SMC introducerades av Sisson et al.
(2007) [8] och Toni et al. (2009) [9] och bygger på en sekvens av ABC-R-algoritmer där toleransen
minskas gradvis och kandidatfördelningen för parametrarna uppdateras i varje iteration. Paramet-
rarna från föregående iteration viktas och störs för att utforska hela den posteriora fördelningen
och för att acceptanskvoten ska hållas inom rimliga gränser. Algoritmen avslutas av ett förbestämd
stoppkriterium, vilket kan vara en speci�k acceptanskvot, toleransnivå eller en förändringsfaktor
mellan fördelningar för två på varandra följande iterationer.
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1.1 Syfte

Syftet med arbetet är att utvärdera hur metoderna ABC-R, ABC-SMC och MH-EM, presterar vid
utförandet av likelihood-fri parameterinferens på realiseringar av SDE:er, i termer av noggrann-
het och e�ektivitet. Rapporten ämnar därmed bidra till en fördjupad förståelse för metodernas
begränsningar, samt belysa ABC-metodernas användbarhet i praktiska tillämpningar.

1.2 Frågeställning

Den övergripande fråga som rapporten syftar till att besvara är:

ˆ Hur presterar metoderna MH-EM, ABC-R och ABC-SMC vid parameterinferens på realise-
ringar av OU i termer av noggrannhet och e�ektivitet?

Noggrannhet mäts som det statistiska avståndet mellan posteriori-tätheten genererad av den un-
dersökta metoden och den som genererats av MH-exakt då de båda appliceras på en och samma
realisering av OU-processen. E�ektiviteten är en sammanvägning av metodernas noggrannhet och
hur mycket datorkraft de använder. Vidare ska även följande frågor besvaras:

ˆ Hur påverkas noggrannheten av tidstegets längd hos den data metoderna appliceras på?

ˆ Hur mycket datorkraft kräver de olika ABC-metoderna?

ˆ Hur påverkar kon�gurationen av vald ABC-metod dess noggrannhet?

1.3 Avgränsningar

Trots att användningsområdet för de metoder som undersöks är problem där likelihood-funktionen
inte är tillgänglig jämför denna studie metodernas prestanda på Ornstein-Uhlenbeck, vars
likelihood-funktion faktiskt �nns att tillgå. Anledningen till detta är att då likelihood-funktionen
är tillgänglig kan exakt inferens göras med MCMC-metoder. Om exakt inferens inte kan utföras
�nns inget facit att jämföra prestandan av metoderna mot. Experimenten skulle lika väl ha kunnat
utföras på andra SDE:er med tillgänglig likelihood-funktion, exempelvis Cox-Ingersoll-Rosignol
eller Black-Scholes, två andra så kallade CKLS-processer, och just Ornstein-Uhlenbeck valdes
därför att den är enkel att greppa intuitivt.

1.4 Rapportens disposition

I kapitel 2 ges en först en översiktlig beskrivning av relevanta begrepp och de�nitioner inom sto-
kastisk analys och bayesiansk statistik för att sedan, med detta som grund, introducera de in-
ferensmetoder och algoritmer som använts i arbetet. Kapitel 3 beskriver hur inferensmetoderna
implementeras samt hur frågeställningarna besvaras med nödvändiga kvanti�eringar. Kapitel 4 in-
nehåller resultaten av de experiment som utförts, presenterat i både grafer och tabeller. Rapporten
avslutas med diskussion och slutsats i kapitel 5.
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2 Teori

Stokastiska di�erentialekvationer (SDE:er) skiljer sig från ordinära di�erentialekvationer (ODE:er)
i det att förändringen i en punkt inte bara beror på funktionens värde utan också på en slump-
variabel. De �funktioner� som beskrivs av SDE:er förstås bäst som tidskontinuerliga stokastiska
processer varför den gängse beteckningen ärprocesser. För att förstå hur de genererade proces-
serna beter sig och behandlas matematiskt ges en kort introduktion till stokastisk analys. Det
centrala för rapporten är dock metoder för statistisk inferens. I det här fallet innebär det att, givet
kända data X , identi�era parametrarnas värden i den stokastiska di�erentialekvation som antas
ha genererat datan.

2.1 Stokastiska processer

En stokastisk processX (!; t ) är en samling slumpvariabler med ett tidsberoende och är ett mate-
matiskt sätt att beskriva stokastiska fenomen som varierar i tiden. De är relevanta för rapporten
eftersom lösningar till SDE:er, som de undersökta inferensmetoderna behandlar, kan betraktas som
stokastiska processer.

De�nition 1 (Stokastisk process [3]). Låt (
 ; A ; P) vara ett utfallsrum. En reellvärd stokastisk
process är en familj av slumpvariabler sådana att

X (!; t ) : 
 � T ! R: (1)

För ett �xt ! 0 2 
 så ärX (! 0; t) en funktion av t kallad en realisering av den stokastiska processen.
Dessa realiseringar benämnsbanor. Om istället t 2 T �xeras så är X (t) en stokastisk variabel.
Om T � Z så sägsX vara en tidsdiskret stokastisk process och omT � R så sägsX vara
tidskontinuerlig.

2.1.1 Brownsk rörelse beskrivs av Wienerprocessen

Brownsk rörelse betecknar ett fysikaliskt fenomen där en partikel hela tiden slumpmässigt bom-
barderas av ett stort antal partiklar. Partikelns olika möjliga banor över tid, beskrivs matematiskt
realiseringar av Wienerprocessen.

De�nition 2 (Wienerprocess [3]). Låt (
 ; F ; P) vara ett sannolikhetsrum (se de�nition 8 i B.1)
och antag att det för varje ! 2 
 �nns en process f W (t)gt � 0 som besitter följande egenskaper:

ˆ W (0) = 0 ,

ˆ inkrementen W (t) � W (s) för t > s är oberoende,

ˆ inkrementen W (t) � W (s) � N (0; t � s) för t > s , dvs. inkrementen är normalfördelade med
väntevärde 0 och varianst � s och

ˆ W (t); t � 0 är kontinuerliga funktioner av tid och är inte di�erentierbara någonstans.

Då är f W (t)gt � 0 en Wienerprocess.

Intuitivt kan vi se de�nitionen ovan på följande vis. Ett slumpexperiment utförs och utfallet är en
bana ! av en Wienerprocess, så ärW (t) värdet på denna bana vid tiden t [10].

De�nition 3 (Markovkedja [11]). Låt (
 ; F ; P) vara ett sannolikhetsrum, S = f 0; 1; 2; :::g ett
tillståndsrum och X n en F -mätbar funktion sådan att X n : 
 ! S. Då är f X t gt � 0 en Markovkedja
om den besitter Markovegenskapen:

P(X n = sjX 0 = x0; X 1 = x1; :::; X n � 1 = xn � 1) = P(X n = sjX n � 1 = xn � 1)

för alla n � 1 och alla s; x1; :::; xn � 1 2 S.

I de�nitionen ser vi att en Markovkedjas nästa tillstånd endast beror på det omedelbart föregå-
ende tillståndet, och är oberoende av alla tidigare tillstånd i kedjan. En Wienerprocess besitter
Markovegenskapen vilket vi formulerar i följande stats.
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Sats 1 (En Wienerprocess är en Markovprocess [10]). Låt f W (t)gt � 0 vara en Wienerprocess och låt
fF (t)gt � 0 vara en tillhörande �ltration (se de�nition 9 i B.1). Då är f W (t)gt � 0 en Markovprocess.

2.2 Stokastisk analys

Första ordningens di�erentialekvationer är grundläggande i matematisk analys och med ett tillhö-
rande initialvillkor f (0) = x0 kan de som bekant skrivas på integralform:

df (t) = f 0(t) = g(t; f (t))dt () f (t) = x0 +
Z T

0
g(t; f (t))dt: (2)

I stokastisk analys tittar man på stokastiska processer istället för att endast titta på en determi-
nistisk förändring av funktionen över tid, vilket innebär att funktionens förändring även påverkas
av slumpmässiga faktorer.

Stokastisk analys är särskilt relevant i studiet av stokastiska dynamiska system och ger en teoretisk
grund för att utveckla e�ektiva och pålitliga metoder för simulering av dem. De teoretiska insikter
som stokastisk analys erbjuder medger utvecklingen av algoritmer som simulerar systemen med
hög noggrannhet. Förståelse för matematiska egenskaper hos algoritmerna ger en grund för att
utvärdera och jämföra deras prestanda.

2.2.1 Stokastiska Di�erentialekvationer

Processen
dX (t) = � (t; X (t))dt + � (t; X (t))dW(t) (3)

är en stokastisk di�erentialekvation. Funktionerna � (t; x ) och � (t; x ) är givna och kallas för pro-
cessens drift respektive di�usion. Den stokastiska di�erentialekvationen ovan saknar matematisk
betydelse på grund av att en Wienerprocess inte är di�erentierbar någonstans -dW(t) saknar
alltså betydelse. För att få en matematisk uppfattning introducerar vi Itôprocesser och därmed
Itôintegralen.

De�nition 4 (Itôprocess [10]). Låt f W (t)gt � 0 vara en Wienerprocess med den tillhörande �ltra-
tionen fF (t)gt � 0. En Itôprocess är en stokastisk process av typen

X (t) = X (0) +
Z T

0
� (u; X (u))du +

Z T

0
� (u; X (u))dW(u); 0 � t � T: (4)

Detta är (3) i integralform. Här är den första integralen är en vanlig Riemann-Stieltjesintegral och
den andra är en Itôintegral.

De�nition 5 (Itôintegral [10]) . Låt 0 = t1 � t2 � ::: � tn = T vara en partition av intervallet
[0; T]. Itôintegralen av en mätbar process de�nieras då av

I (t) =
Z T

0
� (t)dW(t) =

n � 1X

i =0

� (t i )(W (t i +1 ) � W (t i )) : (5)

Itôintegralen har även egenskapen att den är en martingal [3] (se de�nition 10 i B.1.2) och har
alltså ingen tendens till att varken stiga eller sjunka med tiden.

Några viktiga egenskaper av Itôintegralen är att väntevärdet är noll och variansen ges av isometri
egenskapen:

E[I (t)] = E
Z T

0
� (t)dW(t) = 0 ; och E[I 2(t)] = E

 Z T

0
� (t)dW(t)

! 2

= E
Z T

0
� 2(t)dt: (6)

En annan viktig egenskap hos Itôintegralen är att dess kvadratiska variation inte är noll, vilket
skiljer sig från vanlig analys där kvadratisk variation för alla funktioner med kontinuerlig derivata
är noll [10]. Detta beror på att Itôintegralen inkluderar en slumpmässig komponent.
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Sats 2 (Kvadratisk variation av Itôintegralen [10]) . Den kvadratiska variation som Itôintegralen
samlar på intervallet [0; t] är

[I; I ](t) =

 Z T

0
� (t)dW(t)

! 2

=
Z T

0
� 2(t)dt: (7)

Det följer av satsen att dW(t)dW(t) = dt, vilket vi tolkar som att Wienerprocessen samlar en enhet
kvadratisk variation per tidsenhet. Värt att notera är att den kvadratiska variationen beräknas
väg för väg, och därför är beroende av vägen processen tar medan variansen beräknas som ett
medelvärde över alla vägar [10].

2.2.2 Itô-Doeblin formeln

Eftersom Brownsk rörelse har nollskild kvadratisk variation kan vi inte derivera på samma sätt vi
gör vi vanlig analys. Därför introducerar vi Itô-Doeblinformlen.

Sats 3 (Itô-Doeblin formeln [10]). Låt f (t; X (t)) där f (t; x ) 2 C1;2 vara en funktion där f X (t)gt � 0

är en Itôprocess. Då är

f (t; X (t)) = f (0; X (0))+
Z t

0
f t (u; X (u))du+

Z t

0
f x (u; X (u))dX (u)+

1
2

Z t

0
f xx (u; X (u))dX (u)dX (u):

(8)

Om W (t) är en Wienerprocess så vet vi att dess kvadratiska variation ges avdW(t)dW(t) = dt
och vi kan skriva (8) ovan på di�erentialformen

df (t; W (t)) = f t (t; W (t))dt + f x (t; W (t))dW(t) +
1
2

f xx (t; W (t))dW(t)dW(t)

=
�

f t (t; W (t)) +
1
2

f xx (t; W (t))
�

dt + f x (t; W (t))dW(t)
(9)

vilket är mer intuitivt att förstå. Här kan df (t; W (t)) ses som förändringen if (t; W (t)) när t
förändras �lite� dt, och dW(t) för förändringen i Wienerprocessen närt förändras �lite� dt. Eftersom
�lite� inte har någon matematisk mening så låter vi sats 3 ge upphov till dess di�erentialform (9)
[10].

2.3 CKLS-processer

Chan-Karolyi-Longsta�-Sanders (CKLS)-processer, är en familj av SDE:er de�nerade av ekvatio-
nen

dX (t) = � (� � X (t))dt + �X (t) 
 dW(t): (10)

där f �; �; �; 
 g 2 � är parametrar och f W (t)gt � 0 en Wienerprocess [12]. De�nitionen kan skrivas på
många sätt men detta sätt bjuder in till intuitiva förklaringar av processens egenskaper. Parametern
� kan ses som jämviktsnivån processen pendlar runt och� är processens vikt, alltså hur snabbt
processen rör sig mot� . Den högra termen beskriver volatiliteten där parametern 
 beskriver hur
slumpens påverkan förändras beroende på värdet avX (t) och � beskriver storleken på variationen
[12].

2.3.1 Ornstein-Uhlenbeck

Ornstein-Uhlenbeckprocessen (OU) fås genom ansättningen
 = 0 i CKLS-processen (10) ovan,
vilket innebär att parametervektorn blir � = [ � 0; � 1; � 2] = [ �; �; � ], och vi skriver

dX (t) = � (� � X (t))dt + �dW (t): (11)

Genom att använda Itô-Dobelinformeln (9) kan det visas att den analytiska lösningen (se B.2) till
ekvationen med begynnelsevillkorX 0 = x0 är

X (t) = � + ( x0 � � )e� �t + �
Z t

0
e� � ( t � s) dW(s): (12)
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Existensen av en analytisk lösning till OU-processens begynnelsevärdesproblem är relativt unikt.
De �esta stokastiska processer generellt kan inte lösas explicit och måste istället approximeras
[13].

Ornstein-Uhlenbeckprocessen är den enda process som samtidigt besitter egenskaperna att vara en
Markovprocess, en Gauss-process och stationär process [3]. Stationär betyder här att de ändlig-
dimensionella fördelningarna inte påverkas av en förskjutning i tid.

2.4 Simulering av lösningar till SDE:er

Figur 1: Ornstein-Uhlenbeck process med� =
3; � = 1 och � = 2 .

Simuleringar av lösningar till stokastiska
di�erentialekvationer är centrala för att
undersöka ett systems dynamik när analy-
tiska lösningar är svårtillgängliga eller in-
te existerar [13]. Svårigheter som uppkom-
mer vid simulering av SDE:er inkluderar
hanteringen av stokastiska termer, vilket
resulterar i lösningar som är stokastiska
processer istället för deterministiska funk-
tioner. Numeriska metoder för att lösa en
SDE kan vara känsliga för val av paramet-
rar och begynnelsevillkor, vilket potentiellt
kan leda till felaktiga eller instabila simu-
leringar [2]. Därför krävs lämpliga metoder
och parametrar för att uppnå en tillförlit-
lig och korrekt simulering av lösningar till
SDE:er.

2.4.1 Euler-Maruyama-
metoden

Euler-Murayama-metoden (EM) är en numerisk metod för att lösa SDE:er och metoden är en
generalisering av Eulers stegmetod för ODE:er [14]. Den tar ett givet begynnelsevärdesproblem
för en SDE och simulerar en diskretiserad Markovkedja som approximerar en lösningsbana till
begynnelsevärdeproblemet (3). LåtX vara en stokastisk process enligt (3) formulerad som

dX (t) = � (t; X (t))dt + � (t; X (t))dW(t) (13)

med initialvillkor X (0) = x0 som ska lösas på ett interall[0; T] med tidsdiskretisering 0 = t0 <
t1 < : : : < t N = T där t i � t i � 1 = � t = T=N. EM-approximationen Y av den sanna processenX
är de�nierad som den iterativt beräknade Markovkedjan

Yt i +1 = Yt i + � (t i ; Yt i )� t + � (t i ; Yt i )� W (14)

för 0 � i � (N � 1) där Y0 = X (0) och � W = Wt i +1 � Wt i enligt de�nition 2 är oberoende av fördel-
ningen N (0; � t). EM-approximationen av övergångstätheten mellan två element i markovkedjan
måste därför även den vara normalfördelad och kan därför skrivas som

� (Yt i +1 jYt i = yt i ) � N (yt i + � (t i ; yi )� t; � (t i ; yt i )
2� t): (15)

EM delar samma svaghet som Eulers stegmetod vilket är att approximationen är bäst för små� t,
medan för större � t, blir metoden instabil och mindre tillförlitlig [2]. Dessutom ackumuleras fel
när tiden ökar, vilket leder till sämre approximationer för större t. Se appendix B.3 för mer om
EM konvergens.

2.4.2 Dragning från övergångstätheter

Vill vi simulera en stokastisk process är det inte möjligt att representera den oändliga fraktalmäs-
siga komplexiteten med hjälp av ett ändligt antal värden i en dator. Det bästa vi kan göra är att
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simulera processen för diskreta tidpunkter {X t 0 ; X t 1 ; X t 2 ; : : : ; X t N j i < j =) t i < t j g. Detta kan
enkelt göras då det �nns en analytisk lösning för begynnelsevärdesproblemet (11). Eftersom den
kan användas för ta fram övergångstätheten förX t givet värdet på den tidigare tidpunken X s = xs

(s < t ) genom att sätta initialvärdet x0 = xs.

2.4.3 Simulering av Ornstein-Uhlenbeck

Eftersom varje inkrement av en Wienerprocess är normalfördelatWt � Ws � N (0; t � s) (s < t )
har vi även att övergångstätheten för OU-processenX t givet X s = xs är normalfördelad med
väntevärde och varians (se ekvation (36) i B.1)

E(X t jX s = xs; � ) = � + ( xs + � )e� �t och Var(X t jX s = xs; � ) =
� 2(1 � e� 2�t )

2�
(16)

vilket ger övergångstätheten

� (X t jX s = xs; � ) � N
�
� + ( xs � � )e� �t ;

� 2(1 � e� 2�t )
2�

�
(17)

som kan användas för att iterativt simulera processen [13] över diskreta tidpunkter över ett in-
tervall 0 = t0 < t 1 < : : : < t N = T genom att initiera startvillkoret X t 0 = x0 och stegvis göra
dragningar

X t i � N
�
� + ( X t i � 1 � � )e� � � t ;

� 2(1 � e� 2� � t )
2�

�
(18)

där � t = t i � t i � 1; i 2 [0; N � 1]. Alternativt kan EM användas för att approximera övergångstäthe-
terna enligt (15). För en OU-process med startvillkor X t 0 = x0 görs sedan dragningar enligt

X t i � N (X t i � 1 + � (X t i � 1 � � )� t; � 2� t): (19)

2.5 Inferens av parametrar

Då vi nu har visat metoder för att simulera lösningar till SDE:er både approximativt med EM
och genom att använda exakta övergångstätheter, kommer vi till nästa problem, att uppskatta
parametrar � (som för OU-processen är[� 0; � 1; � 2] = [ �; �; � ]) så att simuleringar stämmer överens
med någon observerad dataX obs = f X t 0 ; X t 1 ; :::; X t N g.

2.5.1 Frekventistisk och bayesiansk statistik - en jämförelse

Det �nns två olika paradigm inom statistik - det frekventistiska och det bayesianska [15]. Ett
typiskt problem som behandlas inom det frekventistiska paradigmet är att data X obs antas vara
genererad från någon fördelning med likelihood-funktionenL(X obsj� ) där vi vill uppskatta � givet
kända data X obs. Inom det frekventistiska paradigmet är alltså � ett tal som kan bestämmas med
exempelvis metoden Maximum Likelihood Estimation (MLE) och för vilket vi kan beräkna ett
kon�densintervall.

Inom det bayesianska paradigmet behandlas� istället som en slumpvariabel med a priorifördelning
� (� ) [15]. För att generera data X från någon fördelning L(X obsj� ) generereras alltså först ett
� från � (� ). Ett typiskt problem som kan behandlas inom det bayesianska paradigmet är att
bestämma fördelningen av� givet någon dataX obs vilket alltså ger oss den så kallade a postieriori-
fördelningen � (� jX obs). Värdet på � estimeras som väntevärdet [13]

E(� ) =
Z

�
� (� jX obs)� d� (20)

där � � � (� jX obs) som de�nieras enligt Bayes formel

� (� jX obs) =
L(X obsj� )� (� )

m(X obs)
=

L(X obsj� )� (� )
R

� L(X obsj� )� (� ) d�
: (21)
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Densiteten i nämnaren,m(X obs) =
R

� L(X obsj� )� (� ) d� , kallas marginaldensitetenav X [15]. Den
är oftast svår att beräkna och inferensmetoder utformas därför så att man inte behöver det.� (� ) är
priori-fördelningen av � vilket är den tidigare information eller gissning av vilka � som är möjliga.
L (X obsj� ) är likelihood-funktionen som representerar sannolikheten attX obs = f x t 0 ; x t 1 ; :::; x t N g
är genererad av� . I det diskreta fallet kan detta uttryckas som produkten

L(X obsj� ) = p(X t 0 = x0)
NY

i =1

f (X t i j� ) (22)

där f (X t i j� ) är täthetsfunktionen för X t i och p(X t 0 = x0) är sannolikheten att startvärdet är x0,
denna term kan försummas omN är stort [13]. I fallet för Ornstein-Uhlenbeck, vars övergångstät-
heter är normalfördelade, är täthetsfunktionen normalfördelningens täthetsfunktion

f (X t i = x i ; �; � 2j� ) =
1

p
2�� 2

e�
( x t i

� � ) 2

4 � 2 (23)

där väntevärdet � och variansen � 2 (notera att detta inte är parametern � 2 � ) är de�nierade
enligt

� (X t i ) =

(
X t i � 1 e� � � t + � (1 � e� � � t ) för exakt lösning;
X t i � 1 + � (� � X t i � 1 )� t för EM-approximation.

(24)

Var(X t i ) =

(
� 2

2� (1 � e� 2� � t ) för exakt lösning;

� 2� t för EM-approximation.
(25)

2.6 Markov Chain Monte Carlo

För att utföra inferens på någon given data vill vi kunna göra dragningar från a posteriorifördel-
ningen � (� jX obs) från ekvation (21), något som är utmanande då den sällan kan beskrivas analy-
tiskt [16]. En lösning på detta problem är att använda MCMC-metoder utan att behöva uttrycka
� (� jX obs) explicit. Idén bakom dessa metoder är att behandla� i som en stokastisk variabel där
i 2 I och I är antalet iterationer som algoritmen körs. Därefter konstrueras en Markovkedja som,
givet att antalet dragningar är tillräckligt stort, drar ur en målfördelning � i detta fall � (� jX obs)
[17]. En rigorös beskrivning av MCMC-algoritmer är utanför ramen av detta projekt och vi kom-
mer översiktligt beskriva den metod som används i rapporten, Metropolis-Hastings algoritm, vilket
är en av de mest etablerade MCMC-metoderna [18].

2.6.1 Monte Carlo-metoder

Monte Carlo-metoder är numeriska tekniker som löser statistiska och matematiska problem genom
att generera stokastiska prover från en sannolikhetsfördelning [19]. De används ofta när problem
har många dimensioner eller när analytiska lösningar är svåra att hitta.

En vanlig uppgift för en Monte Carlo-metod är att uppskatta väntevärden E[f (� )] med stokastiska
variabler � och en fördelning � (� ). Genom att dra N oberoende prover� i från � (� ), kan vi
uppskatta E[f (� )] enligt [5]

E[f (� )] �
1
N

NX

i =1

f (� i ): (26)

Monte Carlo-metoder används inom statistisk inferens, optimering och numerisk integrering. I
MCMC-metoder genereras prover från en posteriorfördelning för att uppskatta parametrars me-
delvärden och osäkerheter [5].

2.6.2 Metropolis-Hastings algoritm (MH)

För att påminna om kontexten: vi vill göra dragningar från fördelningen

� (� jX obs) / L (X obsj� )� (� ): (27)
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Idén med metoden är att genom en kandidatfördelningg(� � j� i ) generera kandidater� � som po-
tentiellt accepteras som nästa� i . Denna kandidatfördelning genererar� � från en fördelning som
baseras på det senast accepterade� i , vilket är en Markovegenskap. Anledningen till detta är att
det är mer sannolikt att acceptera en ny kandidat nära det nuvarande� i . Inledningsvis väljs ett
startvärde � 0 inom priorfördelningen � (� i ). För enkelhetens skull används en likformig sannolik-
hetsfördelning över det intervall där � förväntas vara. Vårt mål är att acceptera � � som � i +1 med
en beslutsregel som, efter tillräckligt många iterationer, leder till att alla accepterade� i kommer
från fördelningen � (� jX obs). Denna beslutsregel är att acceptera ett steg från� i till � i +1 = � �

med sannolikheten

� (� � j� i ) = min

 
L (X obsj� � )� (� � )g(� i j� � )

L (X obsj� i )� (� i )g(� � j� i )
; 1

!

2 [0; 1]: (28)

Notera kvoten i denna sannolikhet är

� (� � jX obs)g(� i j� � )

� (� i jX obs)g(� � j� i )

där m(X obs ) kortas bort. Denna beslutsregel baseras på det faktum att den genererade Markov-
kedjan skall vara reversibel. För mer detaljerad förklaring se Chib och Greenberg (1995) [20].

Metropolis-Hastings algoritm [21]:

1. Initiera markovkedjan med något startvärde � 0 och välj någon prior fördelning � (� ) för � samt sätt
i = 0

2. Föreslå � � genom dragning av från någon kandidat-fördelning g(� � j� i ) som ett möjligt nästa steg
� i +1 i kedjan.

3. Beräkna likelihood-funktionerna L (X obs j� � ) och L (X obs j� ).
4. Acceptera � � som � i +1 med sannolikheten

� (� � j� i ) = min
�

L (X obs j� � )� (� � )g(� i j� � )
L (X obs j� i )� (� i )g(� � j� i )

; 1
�

annars förkasta det föreslagna � � och sätt � i +1 = � i .
5. Uppdatera i = i + 1 och återvänd till 2.

Notera att om kandidatfördelningen g(�j� ) är symmetrisk är g(ajb) = g(bja); för alla a; b vilket
förenklar sannolikheten i steg 4. För att försäkra sig om att alla � i � � (� jX obs) förkastas den
första delen av kedjan innan konvergens har uppnåts. Denna mängd brukar kallasburn-in och
varierar beroende på hur bra gissning� 0 är.

2.6.3 Adaptiv Metropolis-Hastings

Valet av en e�ektiv kandidatfördelning för MH-algoritmen är av stor vikt för att uppnå tillfreds-
ställande resultat är svårt att göra med en okänd målfördelning. Ett e�ektivt sätt att välja är att
successivt anpassa kandidatfördelningen genom att utnyttja information om alla tidigare tillstånd
i processen. Detta kallas Adaptiv Metropolis-Hastings. Nedan sammanfattas en variant föreslagen
av Haarop, Saksman och Tammien (2001) [22].

Som kandidatfördelning g(� � j� i ) väljs en �erdimensionell normalfördelning med medelvärde i
den senast accepterade punkten� i och kovarians C i (�

0; :::; � i � 1). Efter ett visst antal itera-
tioner I tillåts kovariansen att bero på alla tidigare värden i Markovkedjan genom att sätta
C i = sdCov(� 0; :::; � i � 1) + sd � dI d. Parametern sd beror på dimensionend av � och � d > 0,
vilket är en vald konstant som är liten i jämförelse med storleken på mängdenS (� � S). I d är den
d-dimensionella identitetsmatrisen. Innan iteration I har passerats används en godtycklig initial
kovarians C 0 som är strikt positivt de�nit. Alltså de�nieras C i enligt

C i =

(
C 0; för i � I;
sdCov(� 0; :::; � i � 1) + sd � dI d; för i > I:

(29)
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Valet av I beror mycket på hur bra det initiala valet C 0 är. Rollen � d har är att försäkra att
kovariansmatrisen har en nollskild determinant. Valet av sd = 2:382

d rekommenderas av Gelman,
Roberts och Gilks [23] för att uppnå en acceptanskvot i närheten av 0.234.

2.7 Approximate Bayesian Computation (ABC)

ABC och MCMC är båda samlingar av Bayesianska metoder som används för inferens om a
posteriori-fördelningen � (� jX obs), när direkt sampling från fördelningen inte är möjlig. En viktig
distinktion mellan dessa metoder är att ABC inte kräver en explicit likelihood-funktion L(X obsj� ),
vilket innebär att ABC kan hantera en betydligt bredare uppsättning processer. Denna rapport tar
upp två av de mest populära ABC-algoritmerna: rejection sampler (ABC-R) och SMC (Sequential
Monte Carlo).

2.7.1 ABC-Rejection

ABC-R går ut på att generera värden på parametrarna från a priori-fördelningen � (� ), och be-
hålla dessa som dragningar från a posteriori-fördelningen� (� jX obs) om de de kan generera data
X � som stämmer överens med den observerade datanX obs. Sannolikheten för att den genererade
datan precis följer den observerade är emellertid nästan lika med noll, och en approximation görs
där parametrar som ger upphov till data som är tillräckligt nära behålls. Skillnaden mellan da-
tamängderna beräknas med en avståndsfunktion� (X obs; X � ), och tillräckligt nära de�nieras som
att avståndet är mindre än en förbestämd toleransparameter� . Därmed kommer de dragningar
som görs inte att härröra från fördelningen � (� jX obs), utan istället från � � (� j � (X obs; X � ) < � ),
en approximerad a priori-fördelning.

ABC-R algoritm [21]:

1. Generera en parametervektor � � � � (� )
2. Simulera data X � med EM (14).
3. Beräkna avståndet mellan simulerad och observerad data utifrån någon avståndsfunktion:

� (X obs ; X � )
4. Acceptera � � om � (X obs ; X � ) < � .
5. Börja om från 1.

2.7.2 ABC Sequantial Monte Carlo-algoritm

Ett problem med ABC-R är att acceptanskvoten för � � ofta är väldigt låg. ABC-SMC är en
metod som löser detta problem genom att ha en dynamisk toleransparameter� . Inledningsvis
sätts ett högt värde på � , som sedan gradvis minskas för att se till att dragningarna är en bra
approximation på dragningar från a posteriori-fördelningen. Vid varje runda t genereras en grupp
kandidat-parametrar (partiklar) som sedan används som bas för dragningarna i nästa steg. Pa-
rametrarna som dras från tidigare population tilldelas en vikt wt � 1 och en störning. ABC-SMC [21]:

1. Skapa � 0 > 0 och sätt t = 0 .
2. Sätt partikelindikatorn i = 1 .
3. (a) Om t = 0 : generera parametervektor � �� � � (� )

(b) Annars: Dra parametervektor � � från tidigare population f � i
t � 1g med vikter wt � 1 och störning

för att få � �� � K t (� j� � )
(c) Om � (� �� ) = 0 , återvänd till 3.
(d) Simulera data X � � � (X j � �� ).
(e) Om � �

t = � (X ; X � ) � � t , återvänd till 3.
4. Sätt � ( i )

t = � �� ; � ( i )
t = � �

t och beräkna vikterna ~w( i )
t för partikel � ( i )

t ; där

~w( i )
t =

8
><

>:

1 om t = 0 ;

� ( � ( i )
t )

P N
j =1 w ( j )

t � 1 K t ( � ( j )
t � 1 ; � ( i )

t )
om t > 0

:
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Om i < N , sätt i = i + 1 och gå till 3.
5. Normalisera vikterna wi

t = ~w( i )
t

� P
i ~w( i )

t , och välj � t +1 som q-percentilen av samlingen avstånd � ( i )
t ,

för något förbestämt 0 < q < 100.
6. (Alternativt steg) Om vi uppfyller ett visst stoppkriterium så hoppar vi över nästa steg och metoden

avslutas.
7. Om t < T , sätt t = t + 1 och gå till 2.

K t i algoritmen är en så kalladTransition kernel . Den har samma syfte som kandidat-fördelningen i
MH, det vill säga att den speci�cerar en fördelning för en variabel som adderas till (stör) varje kan-
didatparameter. Ett exempel på ett stoppkriterium för steg 6 är att avbryta om acceptanskvoten,
andelen� �� som blir accepterade under en runda, är under1:5%.

2.7.3 Neurala Nätverk som deskriptiv statistik

För att en ABC-metod ska fungera e�ektivt är det avgörande att kunna jämföra om simulerad data
X � från föreslagna� � är tillräckligt lik observerad data X obs. Detta blir särskilt utmanande när
den observerade datan är hög-dimensionell, ett fenomen som ofta kallasthe curse of dimensionality
[24]. En lösning på detta problem är att använda deskriptiv statistik av datan, S(X ), för att
utvärdera � (S(X obs); S(X � )) . I ABC-metoder innebär detta att dragningar görs från fördelningen
� � (� j � (S(X obs); S(X � )) < � ) istället för � (� jX obs), eftersom S(X obs) inte kan sammanfatta
X obs exakt med avseende på� och � > 0. För tillräckligt små � görs dock approximationer av
dragningar från � � (� jS(X obs)) .

Neurala nätverk kan användas för att automatiskt konstruera deskriptiv statistik för ABC. Wiqvist
et al. (2019) [25] har introducerat en arkitektur för neurala nätverk kallat Partially Exchangable
Network (PEN) som är speci�kt utvecklad för att hantera markoviansk data. PEN nätverket använ-
der en regressionsmodell för att träna nätverket att hitta medelvärdet av a posteori-fördelningen
E(� jX ) enligt

� i = E(� jX i ) + � i = �� �

 

X i
1:d;

M � dX

l =1

�� � (X i
l :l + d)

!

+ � i i 2 T (30)

där T är mängden träningsomgångar för nätverket,� i någon störning med medelvärde 0,� kallas
det inre nätverket och avbildar en sekvensX l :l + d av längd d till någon representation � (X l :l + d), �
är det yttre nätverket som avbildar de första d värdena av in-datan X i och summan av represen-
tationerna av längd d till E(� jX ). Vi har vikter � � och �� för det inre respektive yttre nätverket
och M representerar antalet datapunkter i X i . Vidare förklaring av nätverket är utom ramarna
för rapporten, se Wiqvist et al. (2019) [25] för fördjupning.

2.8 Wasserstein-avstånd

Avstånd mellan fördelningar kan de�nieras på olika sätt, ett sådant som härstammar från trans-
portteori är p-Wasserstein-avstånd.

De�nition 6 (p-Wasserstein-avstånd [26]). Låt P och Q vara fördelningar de�nierade på Rd.
Låt J (P; Q) vara mängden möjliga gemensamma fördelningarJ av mängdernaX; Y � Rd vars
individuella fördelningar är P och Q. Då de�nieras p-Wasserstein-avståndetWp mellan P och Q
som transportproblemet

Wp(P; Q) =
�

inf
J 2J (P;Q )

Z
jx � yjp dJ(x; y)

� 1=p

; (31)

där minimeraren J � kallas den optimala transportplanen mellanP och Q. Wp är ett singulärt mått
som representerar summan av den �massa� som måste för�yttas frånP för att skapa Q. För det
speci�ka fallet p = 1 kallas Wasserstein-avståndet även för �Earth Mover's Distance�.
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3 Metod

Programmeringsspråket Python användes för att undersöka inferensmetoderna med utgångspunkt
i frågeställningen och för att visualisera resultatet. Se appendix B för fullständig källkod. Data-
mängderna som parameterinferens utfördes på var realiseringar av OU som genererats med över-
gångstätheten i ekvation (17). Tre datamängder simulerades med varierande storlek på tidssteg.
Modell- och simuleringsparametrarna kan ses nedan i tabell 1. Se appendix B.4 för visualisering
av realiseringarna.

Tabell 1: Beskrivning av simulerade datamängder där� t är storleken på tidsstegen,� = [ �; �; � ]
parametrarna för OU och Nobs är antalet datapunkter.

Datamängd � t � Nobs

DI 0.1 [3, 1, 1] 100
DII 0.3 [3, 1, 1] 100
DIII 1.0 [3, 1, 1] 100

På dessa datamängder utfördes inferens med MH-exakt, MH-EM, ABC-R och ABC-SMC algo-
ritmerna för att generera a posteriori-fördelningar. Fördelningarna genererade med MH-exakt be-
traktades som sanna och användes för att jämföra de andra fördelningarna.

Implementeringen av ABC-R, ABC-SMC, samt träningen av det neurala nätverket, krävde simule-
ringar av OU vilket gjordes med EM trots att de exakta övergångstätheterna hade kunnat använ-
das istället. Detta var för att demonstrera att ABC-metoderna verkligen är helt likelihood-fria och
alltså inte kräver tillgång till de exakta övergångstätheterna. För att säkerställa stabiliteten i de ap-
proximativa EM-simuleringarna användes ett �nare tidssteg, oberoende av datamängdens tidssteg.
Storleken på tidssteg valdes till � tsim = 0 :01 och antalet datapunkter till Nsim = ND � � tD =� tsim

där ND och � tD är antalet datapunkter respektive storlek på tidssteg för given datamängd. Från
de simulerade datamängdernaX i

sim plockades sedan datapunkter med steglängd� tD = Nsim =ND

ut för att få simulerade banor med ND datapunkter och tidssteg � tD .

3.1 Implementering av MH

MH-exakt och MH-EM konstruerades enligt 2.6.2 med startvärde� 0 = [1 ; 0:5; 0:5]. � (� j ) sattes
till den likformiga sannolikhetsfördelningen U[0;10] för samtliga j = 0 ; 1; 2. Kandidatfördelning-
en g(� � j� i ) konstruerades enligt 2.6.3 som en adaptiv, multivariat normalfördelning med initial
kovariansmatris

C 0 =

2

4
0:1 0 0
0 0:1 0
0 0 0:1

3

5

och � d = 1 � 10� 8. För båda metoderna beräknades likelihood-funktionernaL(X obsj� � ) och
L(X obsj� i ) som enligt ekvation (22) men för MH-exakt användes de exakta uttrycken för
väntevärde och varians i ekvation (24) och (25) medan för MH-EM användes de approximativa
motsvarigheterna.

Eftersom kandidatfördelningen g(� � j� i ) är symmetrisk reduceras sannolikhetsuttrycket i ekvation
(28) till

� (� � j� i ) = min

 
L (X obsj� � )� (� � )

L (X obsj� i )� (� i )
; 1

!

:

Algoritmerna kördes i 100000 rundor och burn-in valdes till 60000.

3.2 Implementering av ABC-R

ABC-R utformades enligt 2.7.1. A priori-fördelningen � (� ) konstruerades genom att först låta det
neurala nätverket uppskatta � och sedan bygga en uniform a priori-fördelning runt punktskatt-
ningen. Givet en observation X obs uppskattades � som �̂ = S(X obs) och � (� ) konstrueras då
elementvis med
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� (� j ) =

8
><

>:

U[�̂ j � 3 �̂ j +3] för j = 0 ;

U[0; �̂ j +2] för j = 1 ;

U[0; �̂ j +1] för j = 2 :

EM-metoden användes sedan för att simulera datan med de dragna parametrarna från a priori-
fördelningen och som avståndsfunktion� (S(X obs); S(X � )) användes euklidiskt avstånd. För varje
datamängd genererades a posteriori-fördelningar med varje� i listan [0.1, 0.4, 0.7].

3.3 Implementering av ABC-SMC

ABC-SMC utformades enligt 2.7.2. I undersökningen av hur kon�gurationen av ABC-
SMC påverkar resultaten genererades 5 a posteriori-fördelningar för respektive värde på
N i listan [100; 250; 500; 750; 1000], med konstant q = 30%. För undersökning av påver-
kan av q sattes N = 1000 och 5 a posteriori-fördelningar genererades för varjeq i listan
[10%; 20%; 30%; 40%; 50%]. Båda ovanstående experiment upprepades för samtliga datamäng-
der, med T = 100 och stoppkriterium: acceptanskvot < 1:5%.

Slutligen genererades 10 a posteriori-fördelningar för varje datamängd med kon�gurationen:N =
750; q = 0 :3 och stoppkriterium: acceptanskvot < 1:5%.

3.4 Kon�guration och träning av det neurala nätverket

Nätverket som användes för att generera deskriptiv statistik är av typen PEN, som beskrivs i 2.7.3.
Se appendix B för inre kon�guration av nätverket..

För att träna ett neuralt nätverk att agera som S(�) och för att kunna uppskatta E(� jX ) simu-
lerades en uppsättning avk = 100000 par av banor och parametrar (X i ; � i ); i 2 [1; k] så att det
neurala nätverket �ck X i som input och det rätta svaret skulle vara � i . Av dessa100000par av
data användes80%till träning av nätverket och resten användes till validering av nätverket för att
kontrollera att den lärt sig att generalisera. Dessa datapar(X i ; � i ) simulerades genom att först
slumpa parametrarna uniformt från � 0 � U i

[0;10] , � 1 � U i
[0;5] och � 2 � U i

[0;2] . Banan X i simulera-

des sen med EM (19) som en realisering av OU med parametrar� i och en för�nad diskretisering
användes för att öka noggrannheten såsom beskrivs ovan i 3. Grafer som visar prestandan av de
neurala nätverken �nns i appendix B.5.

3.5 Mått på noggrannhet och e�ektivitet

För att avgöra hur bra en fördelning genererad av de olika inferensmetoderna är jämfördes den med
den fördelning som genererats från den analytiskt beräknade övergångstätheten med MH-exakt.p-
Wasserstein-avståndetWp användes för att jämföra de genererade a posteriori-fördelningarna enligt
(31) med p = 2 . Wasserstein måttet valdes framför andra avståndsmått som Hellinger ellerL 2 på
grund av att det har visats bättre sammanfatta skillnader mellan fördelningar på ett representativt
sätt [26] samt att den sammanfattar den multivariata fördelningen av � istället för de marginella
fördelningarna för varje enskild parameter.

För att mäta e�ektivitet mättes också tidsåtgången för att köra algoritmerna. Men parameterinfe-
rens med MH-algoritmerna är mer eller mindre ögonblickligt vilket utklassar ABC-metoderna i ter-
mer av e�ektivitet. Därför jämfördes endast den relativa tidsåtgången för ABC-R mot ABC-SMC.
När det kommer till tidsjämförelser av implementeringar av algoritmer �nns �era utomstående
parametrar som kan påverka tidsåtgången för ett program, såsom vilken maskin programmet körs
på eller vilka andra saker maskinen gör i bakgrunden. Tidsåtgången för metoderna mättes därför
på samma dator så att den relativa tidsåtgången mellan metoderna fortfarande kunde kvanti�eras.
Datorn som användes hade en 2,3 GHz Dual-Core Intel Core i5 CPU och 8 GB RAM-minne.
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4 Resultat

I resultatavsnittet redovisas jämförelsen av MH-EM och ABC-metodernas noggrannhet samt ABC-
metodernas e�ektivitet, mätt som tidsåtgång, för olika tidssteg. Även undersökningen av ABC-
metodernas kon�guration redovisas i form av hur tolerensen� påverkar ABC-R samt hur antal
partiklar N och val av tolerenskvantil q påverkar ABC-SMC.

4.1 MH-EM och ABC-metodernas noggrannhet för olika tidssteg
� t

Figur 2: W2-avstånd för a posteriori-
fördelningar genererade med ABC-R, ABC-SMC
och MH-EM för DI , DII och DIII . Värden för
ABC-SMC är medelvärden över tio körningar.

I �gur 3 visas a posteriori-fördelningar
� � (� jS(X obs)) genererade med ABC-R
(� = 0 :1) samt ABC-SMC ( N = 1000)
och � (� jX obs) genererade med MH-Exakt
och MH-EM för DI , DII och DIII . Här
syns trenden att när � t blir större genere-
rar MH-EM a posteriori-fördelningar med
allt större systematiskt fel - framförallt
för volatilitets-parametern � men även för
� som representerar hastigheten för åter-
gången till medelvärdet. ABC-R och ABC-
SMC bibehåller däremot god noggrannhet
för samtliga datamängder. I �gur 2 visuali-
seras trenden genom att de jämförda meto-
dernas a posteriori-fördelningars avvikelse
från den den sanna fördelningen genererad
med MH-exakt ritas ut. Avvikelsen kvan-
ti�eras med W2-avståndet mellan fördel-
ningarna och värdena kan avläsas i tabell
2. Tabellvärdena visar att i noggrannhet
överträ�ade ABC-R med � = 0 :1 ABC-
SMC för alla datamängder. För DI gav
även ABC-R med � = 0 :4 något högre
noggrannhet än ABC-SMC. I �gur 2 ses
också hur W2-avståndet mellan MH-EM-
fördelningen och den sanna fördelningen
ökar då tidssteget � t växer; särskilt tyd-
ligt är detta för DIII där ABC-R till och
med presterar bättre än MH-EM med den
högsta toleransen� = 0 :7.

Tabell 2: W2-avstånd för a posteriori-fördelningar genererade med ABC-R, ABC-SMC och MH-
EM för DI , DII och DIII . Värden för ABC-SMC är medelvärden över tio körningar.

W2 DI W2 DII W2 DIII

MH-EM 0.259 0.213 0.718
ABC-R� =0 :1 0.277 0.094 0.177
ABC-R� =0 :4 0.305 0.148 0.267
ABC-R� =0 :7 0.427 0.338 0.493
ABC-SMC 0:336� 0:050 0:122� 0:010 0:200� 0:030
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D I

(a) (b) (c)

D II

(d) (e) (f )

D III

(g) (h) (i)

Figur 3: � � (� jS(X obs)) och � (� jX obs) för de olika datamängderna. Översta raden:DI med � t =
0:1. Mellersta raden: DII med � t = 0 :3 . Nedersta raden:DIII med � t = 1 :0

4.2 ABC-metodernas tidsåtgång för olika tidssteg � t

I tabell 3 presenteras tidsåtgången för parameterinferens med ABC-R och ABC-SMC för respektive
datamängd. I �gur 4 ser vi tidsutvecklingen av W2 för ABC-SMC och ABC-R för DII . Se B.6 för
samma visualisering för övriga datamängder. Tidsåtgången för ABC-R ökar kraftigt då toleransen
� sänks - särskilt från � = 0 :4 till � = 0 :1.

Tabell 3: Jämförelse av tidsåtgång för de olika ABC-metoderna därNsim är antalet simulerade
banor i algoritmerna. Värden för ABC SMC är medelvärden över tio körningar, medN = 750 och
q = 30%.

Tid (hh : mm : ss) DI Tid (hh : mm : ss) DII Tid (hh : mm : ss) DIII

ABC-R� =0 :1 00 : 39 : 57 01 : 11 : 15 02 : 52 : 40
ABC-R� =0 :4 00 : 00 : 33 00 : 01 : 03 00 : 02 : 11
ABC-R� =0 :7 00 : 00 : 06 00 : 00 : 10 00 : 00 : 17
ABC-SMC 00 : 01 : 03� 08 00 : 01 : 12� 03 00 : 01 : 40� 05
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Figur 4: 10 körningar av ABC-SMC med N = 750, q = 30% och stoppkriterium: acceptanskvot
< 1:5%, samt ABC-R med � = [0 :7; 0:4; 0:1] för DII . På y-axeln är W2-avstånd och på x-axeln är
tid (s) i logaritmerad skala.

4.3 Hur toleransen � påverkar ABC-R

För ABC-R kan endast konstanten � varieras. I �gur 5 visas a posteriori-fördelningar,
� � (� jS(X obs)) , genererade med tolerans� = [0 :1; 0:4; 0:7] samt � (� jX obs) genererade med
MH-Exakt för DI . Resultatet för DII och DIII följer samma trend och visas i appendix (B.6).
Tydligt i graferna är att approximationen � � (� jS(X obs)) av � (� jX obs) blir bättre med lägre � och
fördelningen närmar sig då referensfördelningen MH-Exakt.

Figur 5: � � (� jS(X obs)) och � (� jX obs) för X obs = DI med � t = 0 :1

4.4 Hur antal partiklar och val av toleranskvantil påverkar ABC-
SMC

För ABC-SMC varierades två konstanter: Antalet partiklar N och toleranskvantilen q. I �gur 6
(a) redovisas genomsnittligaW2-avstånd, samt standardavvikelse, över 5 a posteriori-fördelningar
genererade för varje N i listan[100; 250; 500; 750; 1000]. Med ökande N, från 100 till 750, sjunker
överlag W2. För N=1000 ökar dock W2-avståndet igen, ochN = 750 gav för samtliga datamäng-
der upphov till fördelningar med lägst W2-avstånd. I �gur 6 (b) redovisas tidsåtgång för samma
körningar. Vi ser en tydlig trend i att högre N ger större tidsåtgång.
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(a) (b)

Figur 6: Låddiagram med medelvärden och standardavvikelse avW2 (a) och Tid (s) (b), för DI ,
DII och DIII . För varje N i listan [100, 250, 500, 750, 1000] är medelvärde och standardavvikelse
baserat på fem a posteriori-fördelningar. Tabell över datan �nns i appendix (4)

I �gur 7 ses tidsutveckling av W2-avstånd för DII . Motsvarande �gurer för övriga datamängder
åter�nns i B.6.

(a) (b)

Figur 7: (a) Jämförelse avW2-avstånd mellan olika antal partiklar N som genereras varje omgång
för för ABC-SMC utförd på DII . För varje N gjordes 5 körningar. Programmet stoppades då
acceptanskvoten blev lägre än1:5%. (b) förstoring vid lägre W2-avstånd för att förtydliga skillnaden
mellan var de olika banorna konvergerar

Toleranskvantilen q, som kontrollerar vilken kvantil av partiklar som accepteras varje runda, verkar
inte påverka e�ektiviten vilket visas i �gur 8. Det som syns i �gur 9 är att med större q tar det
lite mer tid att utföra inferensen men den blir också lite bättre. E�ektiviteten är därför ungefär
densamma och skillnaden är att lägreq ofta stoppar tidigare.
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