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Sammanfattning
Rekommendationssystem som drivs av maskininlärning är en viktig del av många
e-tjänster. De föreslår produkter, filmer, bilder och dylikt till användare i hopp
om att de ska vara intressanta och driva engagemang. Att rekommendationer är
välanpassade för varje användare är målet med ett rekommendationssystem och
maskininlärning används i växande utsträckning för detta ändamål. Ett paradigm
inom maskininlärning som visat sig högst aktuell för rekommendationssystem är
förstärkningsinlärning. Forskning kring användningen av förstärkningsinlärning för
rekommendationssystem är pågående och det finns rum för att experimentera. Denna
uppsats presenterar olika förstärkningsinlärningsalgoritmer och modeller som formu-
lerats, implementerats och utvärderats. De modellerna som visat sig mest lovande
avviker från ett handlingsrum som innehåller alla möjliga rekommendationer och
istället bedömer om en specifik rekommendation är bra eller inte. Resultaten visar
att denna princip är värd att undersöka ytterligare. Värdena på hyperparamet-
rarna och andra förutsättningar visar sig ha stor roll i hur algoritmerna presterar.
Som indata till modellerna har både träningsbara inbäddningslager och resultat från
faltningsnät testats. Det går inte att visa att faltningsnät presterar bättre än trä-
ningsbara inbäddningslager och ytterligare undersökning av detta rekommenderas.

Nyckelord: rekommendationssystem, maskininlärning, förstärkningsinlärning, algo-
ritmer, modeller, tränigsbara inbäddningslager, faltningsnät
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Abstract
Recommender systems utilizing machine learning are an important part for many
internet services. They suggest products, movies, images and more to users in the
hope that they will be interesting and increase user engagement. It is paramount
that recommendations are well personalized to produce optimal results, and machine
learning has proven to be a promising method for this purpose. One paradigm with-
in machine learning which has shown itself particularly suited for recommender
systems is reinforcement learning. Research on the subject of reinforcement learning
for recommender systems is ongoing and there is room for experimenting. This
degree project report presents various reinforcement learning algorithms and models
which have been formulated, implemented and evaluated. The models which have
shown the most promising results are those which deviate from an action space
with all possible recommendations. Instead, the model makes a decision on whether
a specific recommendation is good or bad. The results show that this principle is
worth exploring further. Hyperparameter values and other conditions which the
algorithms operate on have a considerable impact on the results. Both trainable
embedding layers and convolutional neural networks have been tested as inputs to
the model. It can not be shown that convolutional neural networks perform better
than trainable embedding layers, a topic which warrants further research.

Keywords: recommender systems, machine learning, reinforcement learning, algo-
rithms, models, trainable embedding layers, convolutional neural networks
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Akronymer

En lista av akronymer som används i texten sorterad i alfabetisk ordning:

AI Artificiell intelligens (eng. Artificial intelligence)
ANN Artificiella neuronnät (eng. Artificial neural network)
CNN Faltningsnät (eng. Convolutional neural network)
RL Forstärkningsinlärning (eng. Reinforcement learning)
CF Kollaborativ filtrering (eng. Colaborative filtering)
MDP Markov beslutsprocess (eng. Markov decision process)
ML Maskininlärning (eng. Machine learning)
MSE Medelkvadratfel (eng. Mean squared error)
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Ordlista

Rekommendationsystem: Ett verktyg för att producera rekommendationer till
användare, ofta i en kommersiell miljö

Inspirationsbild: En iscensatt bild av en samling produkter på Ikeas webbplatser

Maskininlärning: Ett fält inom datavetenskap och mer specifikt inom artificiell
intelligens som ofta kännetecknas av självlärande

Förstärkningsinlärning: Ett av de tre grundläggande paradigmen inom maski-
ninlärning som fokuserar på att maximera en erhållen belöning genom att låta en
agent bestämma optimala handlingar

Algoritm: En serie av instruktioner som följs för att utföra en uppgift

Modell: En abstraktion av ett system som ofta bygger på matematiska samband
och används för att utifrån ett antal värden producera andra värden som ett resultat

Artificiella neuronnät: En modell som används inom maskininlärning som består
av en mängd noder uppdelade i lager och anslutna till varandra

Hyperparametrar: Variabler som bestäms innan en maskininlärningsalgoritm körs
och som påverkar dess prestanda

Faltningsnät: Ett typ av neuronnät som generellt används för att analysera bild-
data
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Symboler

Listor av index, mängder, funktioner, hyperparametrar och variabler som används i
texten:

Index

i,j Används för allmän indexering av mängder
` Lager i ett neuronnät
t Tidsindex

Mängder

S Tillståndsrum
A Handlingsrum
B Erfarenhetsbuffer
D Datapunkter
T Sekvenser av användarinteraktioner
I Bilder med produkter
U Användarprofiler
Z Heltal
R Reella tal
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Funktioner

ϕ Aktiveringsfunktion
Pa(s, s+) Sannolikheten för en tillståndövergång mellan s och s+ vid handling a
Ra(s, s+) Belöning för en tillståndövergång mellan s och s+ vid handling a
Pr(a|b) Sannolikheten för händelse a givet händelse b
π(a, s) Policyfunktionen
R Framtida reducerade belöningen
Vπ(s) Värdefunktionen för ett tillstånd s givet en policy π

Hyperparametrar

m Storleken på inbäddningsvektorn
γ Reduktionsfaktorn
ε Girighetsfaktorn
τ Mjuk uppdateringsfaktor
buffer_size Storlek på erfarenhetsbuffer
batch_size Storlek på en batch från erfarenhetsbuffern som tränas på
epoch Antal epoker som tränas under inlärning
positive Antalet positiva bilder som väljs vid ett tillstånd
negative, r Förhållandet mellan negativa och positiva bilder i träningsdata
forward Antal framtida användarinteraktioner som datapunkter konstrueras med
LR Inlärningshasitget

Variabler

w`i,j Vikt mellan nod i från lager `− 1 och nod j från lager `
W ` Samtliga vikter mellan noderna i lager `− 1 och `
n Storleken på en en-kodad vektor
θ Samtliga vikter i ett neuronnät
o Inbäddningsvektor
x En-kodad vektor
E Inbäddningsmatris
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1
Inledning

Detta avsnitt introducerar bakgrunden som gett upphov till detta examensarbete.
Syftet med arbetet och målet som vill uppnås de�nieras också. Dessutom presenteras
avgränsningar som gjorts avseende syftet.

1.1 Bakgrund

Rekommendationssystem är ett vanligt förekommande verktyg för att marknadsföra
olika tjänster eller produkter som erbjuds av företag [1]. Målet med dessa system är
att rekommendationerna som erbjuds ska vara skräddarsydda för varje användare
och anpassade efter deras preferenser.

1.1.1 Rekommendationssystem, Ikea och inpirationsbilder

Rekommendationssystem bygger vanligtvis på anonymiserad användardata som til-
lämpas för att föreslå produkter eller tjänster. Användardata kan samlas in från
webbsidor, mobilapplikationer och andra digitala plattformar. Informationen kan
exempelvis bestå av vilka produkter en användare interagerat med, vilka produkter
de har köpt och vilken marknad de tillhör. Insamlad användardata sparas i databa-
ser med hjälp av olika verktyg, exempelvis Google Analytics [2].

Ett exempel på rekommendationssystem �nns hos Ikea. På deras webbsidor används
data för att skapa dynamiska rekommendationer som avser att visa potentiellt int-
ressanta produkter och inspirationsbilder för användare (se �gur 1.1).

Inspirationsbilder från Ikea kan beskrivas som en samling av produkter. Det är
en scen med utplacerade produkter som är menade att inspirera användarna och
få dem intresserade av relaterade produkter. Inspirationsbilderna presenteras för
kunden på hemsidan, produktsidor och sidan man kommer till om man klickar på
en inspirationsbild.
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1. Inledning

Figur 1.1: Inspirationsbilder på Ikeas webbsida [3]

Produkterna som visas i inspirationsbilder kan vara mer eller mindre relaterade
sinsemellan. Detta påverkar hur en användare reagerar när en inspirationsbild re-
kommenderas eftersom den kan innehålla mycket intressanta eller helt irrelevanta
produkter för användaren i fråga.

Att rekommendera samlingar av produkter istället för individuella sådana utgör en
särskild utmaning. Det gäller inte längre att välja enstaka relaterade produkter,
utan att från ett förde�nierat antal på cirka 104 inspirationsbilder försöka fånga
användarens intresse.

Dessutom krävs det betydande resurser för att skapa inspirationsbilder. Antalet
olika möjliga samlingar av produkter är mycket stort. Antalet faktiska inspirations-
bilder måste därför begränsas på grund av resurserna de kräver för att produceras.
Vissa produkter är följaktligen underrepresenterade i bilderna eller förekommer inte
alls. Om en produkt anses relevant men saknas i relaterade inspirationsbilder blir
det utmanande att producera en rekommendation för den.

1.1.2 Maskininlärning och förstärkningsinlärning

Rekommendationssystem har undergått omfattande utvecklingar under de senaste
åren och dess funktionalitet baseras i dagsläget vanligen på maskininlärning (ML).

Maskininlärning är ett brett område inom datavetenskapen och klassas som en del
av arti�ciell intelligens (AI) [4]. ML kännetecknas av algoritmer som utför någon
form av bearbetning av be�ntlig data. Algoritmen tränar oftast på denna data och
lär sig att lösa ett problem.

2



1. Inledning

Exempel på olika typer av dessa problem kan vara att klassi�cera data i olika grup-
per, förutse ett värde givet en mängd datapunkter eller detektera kluster av punkter
i en datamängd. Problemlösningen som ML erbjuder har tillämpningar inom en
mängd olika områden, bland annat i e-post�ltrering [5], taligenkänning [6] och da-
torseende [7].

Maskininlärningsalgoritmer använder sig av en eller �era modeller som utvecklas
under inlärningen. Dessa modeller tillämpas sedan för att lösa problem. Arti�ciella
neuronnät (ANN) är ett exempel av en sådan modell. Ett ANN består av ett �ertal
sammankopplade noder och efterliknar funktionaliteten av ett biologiskt neuronnät.

Ytterligare ett koncept som är centralt för maskininlärning är hyperparametrar.
Dessa parametrar är ofta numeriska variabler som bestämmer hur algoritmen pre-
sterar. Hyperparametrar kan också �njusteras för att begränsa komplexiteten av en
modell och styr därför hur mycket resurser självinlärningen kräver och hur lång tid
den tar att fullföljas [8].

Vissa maskininlärningsalgoritmer har visat sig användbara för att utveckla rekom-
mendationssystem. Exempelvis är kollaborativ �ltrering (eng. collaborative �ltering,
CF), en av de mest använda teknikerna bakom rekommendationssystem. Kollabora-
tiv �ltrering lider dock av vissa brister, exempelvis genom antagandet att användar-
nas preferenser inte ändras med tiden [9]. Populariteten hos alternativa varianter av
rekommendationssystem har följaktligen växt sedan CF introducerades. Ett sådant
alternativ är förstärkningsinlärning (eng. reinforcement learning, RL) [10].

Förstärkningsinlärning är ett av de grundläggande paradigmen inom maskininlär-
ning. RL avser att modellera en problemställning och bestämma en optimal handling
vid ett givet tillstånd. Målet är att bestämma den handling som för alla möjliga till-
stånd maximerar en erhållen belöning [11]. Exempel på förstärkningsinlärningsalgo-
ritmer är Q-inlärning ( eng. Q-learning) och Djup Q-inlärning (eng. Deep Q-learning),
som använder sig av det förutnämnda arti�ciella neuronnätet.

För att bestämma dessa optimala handlingar kräver algoritmerna stora mängder
data [12]. Dessutom är ML och RL algoritmer i synnerhet mycket känsliga för vilka
värden deras hyperparametrar ges. Eftersom dessa värden påverkar algoritmernas
prestanda krävs det vanligen att de anpassas från problem till problem [13].

RL har visat mycket stor potential i olika forskningsprojekt som använt benchmar-
king för att evaluera förstärkningsinlärning [14][15]. Potentialen förstärkningsinlär-
ning erbjuder tillsammans med de bristande egenskaperna hos traditionella algo-
ritmer för rekommendationssystem som CF leder i dagsläget till att RL används i
växande utsträckning för att implementera rekommendationssystem.
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1. Inledning

1.2 Syfte

Hur inspirationsbilder visas till och väljs av användare är centralt för rekommen-
dationssystemet hos Ikea. Förstärkningsinlärning har möjlighet att välja relevanta
rekommendationerna som driver engagemang.

Syftet med arbetet är att undersöka och implementera rekommendationssystem och
försöka avgöra hur alternativa förstärkningsinlärningsalgoritmer och modeller kan
användas för detta ändamål.

1.3 Mål

Målet med arbetet är att implementera, utvärdera och föreslå algoritmer och model-
ler för ett rekommendationssystem med förstärkningsinlärning som utgångspunkt.
Modellerna ska uppnå en prestanda över en given baslinje, ett minsta prestandakrav
som används för jämförelse. Minst två modeller ska implementeras och en jämförelse
mellan deras prestanda ska kunna genomföras.

Arbetet ska ge inspiration för hur rekommendationssystem kan utvecklas samt hur
system baserade på förstärkningsinlärning generellt kan användas.

1.4 Avgränsningar

Algoritmerna som implementeras kommer endast att utformas för att passa Ikeas
användningsfall. Data som används kommer att vara från Ikea.

Möjligheterna till att utföra en fullskalig testning av algoritmerna är begränsade.
Därför kommer utvärderingen av hur algoritmerna samt modellerna presterar endast
att ske i en simulerad testmiljö med insamlad användardata.

Det �nns ett stort antal hyperparametrar som skulle kunna undersökas för att för-
bättra prestandan. På grund av tidsbrist kommer antalet hyperparametrar som �n-
justeras under kalibreringen av algoritmerna att begränsas.
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2
Metod

Detta avsnitt redogör för metoden som använts vid genomförandet av examensar-
betet.

2.1 Instudering

För att öka förståelse för rekommendationssystem och förstärkningsinlärning kom-
mer arbetet att börja med en instudering. I stor del kommer instudering att handla
om att söka fram och läsa rapporter och andra publikationer. Forskningen kommer
att relatera till ämnen som rekommendationssystem och förstärkningsinlärning. Da-
tabaser av artiklar som Chalmers Bibliotek och Google Scholar kommer att användas
för att hitta forskningsartiklar. Som komplement till dessa artiklar kommer video-
material att studeras. Videomaterial kommer internt från Ikea och från Coursera
[16].

Möjligheten att diskutera arbetet med anställda på Ikea samt att få handledning
kommer att utnyttjas. Kunskapsutbyte med anställda på Ikea kommer att vara
en viktig del av arbetet. Diskussioner angående hur det nuvarande systemet har
designats är nödvändigt för att utforska alternativa algoritmer. Kunskapsutbyte
med handledare på Ikea kommer att ske regelbundet och kan också inkludera hjälp
med programmering och instudering.

2.2 Konstruktion av algoritmer och modeller

Arbetet kommer att fokusera på att utifrån vedertagna algoritmer utveckla dessa
genom att variera angreppssätt och strategier. Variationerna kan bestå av förenk-
lingar av vissa delar av algoritmerna för att e�ektivisera dem. Samtidigt kommer ny
funktionalitet att undersökas med hjälp av dessa variationer.

För att underlätta implementeringen av algoritmer kommer färdiga kodbibliotek an-
vändas. Ett sådant arbetssätt undviker grundarbetet med att implementera bland
annat neuronnät. Arbetet med att implementera algoritmer kommer därför att bör-
ja med att leta efter relevanta kodbibliotek.

Data som kommer att användas för att kalibrera algoritmerna kan sorteras på bland
annat tid och plats. Rangordningen av data kommer att användas för att under
träningen begränsa och sedan öka datamängden. Till en början kommer data vara
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2. Metod

begränsad till Sverige och under en period inte längre än ett dygn. Datamängden
kommer senare att utökas för att �njustera algoritmens kalibrering.

2.3 Utvärdering av resultat

Ett sätt att utvärdera algoritmerna som tas fram under detta arbete är att utföra
ett AB-test. En sådan utvärdering innebär att jämföra hur en ny algoritm presterar
jämfört med en redan existerande sådan. Denna utvärderingsmetod har fördelen att
algoritmen testas i ett verkligt sammanhang. AB-testning har dessutom potential
att upptäcka problem med en ny algoritm som inte detekteras på grund av begräns-
ningar i ett simulerat testningssammanhang.

Även om AB-testning i skarp miljö skulle vara önskvärt �nns risker med det. Om en
ny algoritm visar sig prestera sämre kan det innebära bland annat mindre inkomster
och förlorade kunder. På grund av dessa risker med AB-testning kommer algoritmer
att utvärderas i en simulerad testmiljö.

Utifrån insamlade användarinteraktioner kommer en kvantitativ utvärdering av al-
goritmerna genomföras och en uppskattning av algoritmens pricksäkerhet kan be-
räknas. Pricksäkerheten beskriver hur bra algoritmen förutser och rekommenderar
något som användaren har visat intresse för. Pricksäkerhet och andra utvärderings-
mått från den simulerade testmiljön kommer användas för att utvärdera algoritmens
prestanda.
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3
Teoretisk bakgrund

Detta avsnitt introducerar den teoretiska grunden som examensarbetet baseras på.

3.1 Maskininlärning

Maskininlärning är ett fält inom datavetenskap och mer speci�kt inom AI. Fältet
omfattar många typer av algoritmer som går ut på att lära en maskin ett beteende
för att lösa ett problem [4]. Maskininlärningsalgoritmer bearbetar oftast stora da-
tamängder utifrån vilka de kan lära sig ett beteende som avser att lösa ett givet
problem utan att de speci�kt blivit programmerade för det.

3.1.1 Arti�ciella neuronnät

Arti�ciella neuronnät är en typ av modell som tillämpas inom maskininlärning.
Dessa neuronnät är ursprungligen inspirerade av dess biologiska motsvarighet och
är uppbyggda av noder och anslutningar mellan dem. Noderna struktureras i olika
lager och kopplas sedan till noder från andra lager [17].

Varje nod producerar ett värde som beräknas av den viktade summan av invärdena
till noden. Den viktade summan passerar sedan aktiveringsfunktionen' som produ-
cerar det slutliga utvärdet från en given nod. Ett exempel på en aktiveringsfunktion
är ReLU [18] som ges av ekvation 3.1.

' = f (x) = max(0 ; x) =

8
<

:
x if x � 0

0 if x < 0
(3.1)

En överblick av beräkningen som genomförs i varje nod i ett neuronnät visas i �gur
3.1.
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3. Teoretisk bakgrund

Figur 3.1: Beräkningen som sker i en nod med tre invärden

Mängden av alla vikternawij mellan ett lager ` och det föregående lagret̀- 1 i ett
neuronnät betecknasW ` . Mängden av samtliga vikter för neuronnätet betecknas
� och kallas även för nätets parametrar. Detta ska inte förväxlas med algoritmens
hyperparametrar.

Det första lagret i ett neuronnät kallas för ingångslagret, och det sista kallas för ut-
gångslagret. Lagren däremellan kallas för gömda lager. Vanligtvis har alla noder från
ett lager anslutningar till samtliga noder i nästa lager, vilket utgör en tät koppling.
Vid ingångslagret och utgångslagret saknas föregående respektive påföljande lager.
Invärden och utvärden till och från dessa lager genomgår ingen aktiveringsfunktion
och viktas inte. Dessa värden är alltså direkt kopplade eller ett direkt resultat från
ingångslagret respektive utgångslagret.

Figur 3.2: Ett framåtgående neuronnät

En speci�k typ av ANN är framåtgående neuronnät [19] (eng. feed-forward neural
networks), i vilka kopplingar mellan noder endast förekommer mellan intilliggande
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3. Teoretisk bakgrund

lager (se �gur 3.2). Andra typer av ANN som återkommande neuronnät (eng.recur-
rent neural networks) tillåter däremot kopplingar mellan övriga lager [20].

Parametrarna i neuronnät måste tränas � eller optimeras � för att försöka uppnå det
problemlösande beteendet som önskas. Bakåtpropagering används vanligen för att
justera vikterna baserat på ett beräknat förlustvärde (eng. loss). En vanlig algoritm
för att optimera neuronnät är Adam, som använder sig av en variant av stokastisk
gradientnedstigning (eng.stochastic gradient decent) för att minimera förlustvärdet
[21].

3.1.2 Hyperparametrar

Hyperparametrar är variabler som bestäms innan algoritmens modell börjar träna,
till exempel antal lager och noder i neuronnät. Dessutom ingår hyperparametrar i
många av ekvationerna som står till grund för maskininlärningsalgoritmer [13]. Små
justeringar i dem kan ha omfattande konsekvenser för algoritmens prestanda. Att
justera hyperparametrarna är en del av att kalibrera en maskininlärningsalgoritm.

3.2 Markov-beslutsprocess

En Markov-beslutsprocess (eng. Markov decision process, MDP) är ett användbart
verktyg för att modellera verkliga situationer där en viss slumpmässighet är förvän-
tad. Beslutsprocessen är uppbyggd av fyra komponenter [22]. Komponenterna be-
skriver tillsammans en värld (eng.environment) och hur den utforskas av en agent.
Världen i ett MDP kan illustreras med en tillståndsgraf (se �gur 3.3).

Figur 3.3: Tillståndsgrafen av en Markov beslutsprocess
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3. Teoretisk bakgrund

Världen i en Markov-beslutsprocess utforskas av en agent som utför handlingar.
Handlingarna har sannolikheter att för�ytta agenten från ett tillstånd till ett annat.
När en för�yttning sker får agenten en belöning. Dessa komponenter beskrivs med
notationen som presenteras i tabell 3.1.

Tabell 3.1: Notation för komponenter som beskriver en Markov beslutsprocess

S En mängd av tillstånd s kallat tillståndsrum

A En mängd av handlingara kallat handlingsrum

Pa(s; s+) Sannolikheten att en för�yttnings mellan tillstånd s och s+ sker om
handling a väljs, ges avPr(st+1 = s+jst = s; at = a).

Ra(s; s+) Den omedelbara belöningen som erhålls vid en tillståndför�yttning
mellan s och s+ samt val av handlinga

3.3 Förstärkningsinlärning

Förstärkningsinlärning är ett av tre grundläggande paradigm inom maskininlärning.
Målet i RL är att lösa problemet som ett MDP presenterar. Problemet är att be-
stämma vilka handlingar agenten ska utföra i varje tillstånd för att maximera den
kumulativa belöningen över tident.

I förstärkningsinlärning bestäms en policyfunktion som kalibreras för att för att
uppnå den maximala kumulativa belöningen [11]. Policyfunktionen (se ekvation 3.2)
ger sannolikheten att agenten väljer handlinga när den be�nner sig i tillstånd s.

� (a; s) = Pr(at = ajst = s) (3.2)

Policyfunktionen kan användas för att värdera den förväntade framtida reducerade
belöningen (se ekvation 3.3) när agenten be�nner sig i tillstånds och tillämpar �
för att bestämma vilka handlingar den ska välja framöver [11].

R =
1X

t=0

 t r t (3.3)

Den förväntade framtida reducerade belöningen - också kallad avkastning - använ-
der sig av reduktionsfaktorn 2 [0; 1) som är en hyperparameter vald baserat på
problemet förstärkningsinlärningsalgoritmen ska lösa. Värdet av bestämmer hur
belöningar viktas beroende på hur långt i framtiden de ligger.

Tillsammans kan policyfunktionen och den förväntade framtida reducerade belö-
ningen användas för att de�niera en värdefunktionV� (s) (se ekvation 3.4). Värde-
funktionen består av väntevärdetE (eng. expected value) av den framtida reducerade
belöningen R givet ett initialt tillstånd s och en policyfunktion � [11].

V� (s) = E[R] = E

" 1X

t=0

 t r t js0 = s

#

(3.4)
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3.3.1 Diskreta och kontinuerliga komponenter inom MDP

Problemet som modelleras med ett MDP bestämmer om mängdernaS och A är
diskreta eller kontinuerliga. Om det för allas 2 S och alla a 2 A gäller att s; a 2 Z
då är mängdernaS och A diskreta. Däremot oms; a 2 R då är mängderna konti-
nuerliga [11].

Eftersom Pa : S2 ! [0; 1] och Ra : S2 ! R bestämmer tillståndsmängdenS om Pa

och Ra har diskreta eller kontinuerliga de�nitionsmängder.

Ett exempel på diskreta tillstånd- och handlingsmängder är de som beskriver ett luf-
farschack. Om mängderna däremot är kontinuerliga kan dessa exempelvis användas
för att beskriva tillståndet av en helikopter. Antalet möjliga positioner, rotationer
och hastigheter helikoptern kan ha i ett tredimensionellt rum går ej att beskriva
enbart med heltal.

En enkel typ av förstärkningsinlärningsalgoritm är Q-inlärning. Denna algoritm ar-
betar med en Q-tabell � en typ av uppslagstabell � för att bestämma en handling
för varje tillstånd. Storleken på en Q-tabell ges avjSj � jAj och värdena i tabellen
kallas för Q-värden. Den optimala handlingen i ett givet tillstånd kan således väljas
utifrån handlingen som ger det högsta Q-värdet.

Även om bådeS och A är diskreta mängder kan tillräckligt stora tillstånds- och
handlingsrum göra det opraktiskt att använda Q-inlärning. För att lösa problemet
med att dimensionerna blir ohanterbara introduceras en eller �era modeller i and-
ra typer av algoritmer. Neuronnät tillämpas exempelvis av vissa algoritmer för att
approximera Q-värden när tillstånds- och handlingsrum är opraktiskt stora. Dessa
typer av algoritmer kallas för djupa förstärkningsinlärningsalgoritmer [14].

3.3.2 Numerisk data, kategorisk data och inbäddningslager

Data till en modell går oftast att sortera in i två kategorier, numerisk och katego-
risk. Numerisk data har en inbördes ordning. Det kan till exempel vara ett mått
för temperatur eftersom skillnader i temperatur har en betydelse. Kategorisk data
behöver till skillnad från numerisk data inte ha en inbördes ordning. Exempelvis har
olika länder som en person kan komma från ingen självklar inbördes ordning. I en
datamängd som innehåller sådan information skulle USA kunna representeras som
numeriskt värde 1 och Sverige som 46. Skillnaden mellan 1 och 46 saknar således
betydelse i detta fall.

Neuronnät förutsätter att all indata är numerisk, vilket innebär att kategorisk data
måste omvandlas till numeriska värden. För att undvika problematiken med kate-
gorisk data som saknar inbördes ordning kan inbäddningslager användas.

En inbäddning består av ett yttre lager som omvandlar indata till en modell från
kategorisk data utan inbördes ordning till numerisk data med inbördes ordning.

11



3. Teoretisk bakgrund

Kategorisk data kan representeras av en en-kodad (eng. one-hot encoded) vektor
[23]. I en sådan vektor ersätts kategorisk data av en vektor med ett värde för varje
kategori. Den aktuella kategorin ges värde 1 medan övriga kategorier får värde 0.
Ett exempel på en sådan omvandling illustreras i tabell 3.2 och 3.3.

Tabell 3.2: Kategorisk data

Land Befolkning (mn.) [24]

Kina 1412

USA 331.9

Sverige 10.42

Tabell 3.3: En-kodad data

Kina USA Sverige Befolking (mn.)

1 0 0 1412

0 1 0 331.9

0 0 1 10.42

Om x är en en-kodad vektor av kategorisk indata ochE är en inbäddningsmatris går
det att beräkna värdena för inbäddningsvektorno genom en matrismultiplikation
(se ekvation 3.5). Värdena i matrisE justeras som andra vikter i ett neuronnät
under träning.

o = x � E =
h
x1 x2 : : : xn

i
�

h
e|

1 e|
2 : : : e|

m

i
(3.5)

Antalet kategorier i den en-kodade vektornx i ekvation 3.5 ges avn, medan storleken
av den resulterade inbäddningsvektorno ges avm.

3.3.3 Epsilon-girig policy

Inledningsvis kommer en agent välja handlingar som kan tolkas som slumpmässiga.
Att utföra slumpmässiga handlingar tillåter agenten att undersöka vilken belöning
som erhålls givet en handling och en tillståndsför�yttning. Värdet av den erhållna
belöningen används sedan för att förstärka beteenden som anses positiva och stra�a
oönskade beteenden. Detta händelseförlopp upprepas för att successivt bestämma
den optimala policyfunktionen . De allra �esta algoritmer inom området av förstärk-
ningsinlärning följer detta mönster.

Om agenten strikt tillämpar en policyfunktion som den tror maximerar den erhållna
belöningen kallas beteendet girigt. Problemet med girigt beteende är att handlingen
sällan är den globalt optimala handlingen, åtminstone i början av modellens trä-
ning. För att förhindra att algoritmen fastnar i ett lokalt optimalt beteende kan
slumpmässig utforskning tillämpas [16].

Slumpmässig utforskning innebär att agenten utför slumpmässiga handlingar. En
metod för att tillämpa slumpmässig utforskning kallas epsilon-girig (eng. Epsilon-
Greedy) policy. Den introducerar ett värde för hur girig agenten får vara och beskri-
ver hur värdet ändrar på sig över tid (se ekvation 3.6).

" t = "end + (" start - "end) � e- t=" decay (3.6)

Värdet som " antar vid tid t bestämmer hur sannolikt det är för algoritmen att
slumpmässigt utforska i stället för att tillämpa policyfunktionen � . Slumpmässigt
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