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Förord
Detta arbetet har resulterat i en kandidatuppsats som är skriven vid Institutionen för Matematiska
vetenskaper på Chalmers tekniska högskola våren 2023. Gruppen vill rikta ett stort tack till vår
handledare Larisa Beilina för vägledningen och den hjälp vi har fått med förståelsen av matema-
tiken och skrivandet av rapporten. Vi i gruppen är tacksamma för den kunskap och lärdomar som
detta arbetet gett oss. Slutligen vill vi skicka med en lärdom till er som läser denna rapport i syfte
att bli inspirerade i ert egna kandidatarbete. Vår lärdom är att jobba mycket i grupp vid rapport-
skrivning, för det ökar kvalitén och produktiviteten, istället för att skriva alla delar individuellt.
Samt att gemensam planering och organisation är en vital del av ett arbete.

En dokumentation av arbetet och varje individs bidrag och nedlagda tid ha skett genom en ge-
mensam dagbok och individuella tidsloggar. Arbetet har delats upp jämnt mellan medlemmarna
i gruppen, där Albin har haft ansvaret över programmeringen tillsammans med Joel och Bekir,
Enya hållt majoriteten av kontakten med externa parter, samt Hannes och Bekir varit drivande
i bearbetning av rapporten med hjälp av övriga gruppmedlemmar. Nedan presenteras skaparna
av figurerna i rapporten, se Tabell 1. Efter det visas en bidragsrapport över de olika delarna i
rapporten, där författaren är den som har skrivit första utkastet. Delarna har därefter omarbetats
flertalet gånger av alla gruppmedlemmar, för att uppnå en sammanhängande och korrekt text, se
Tabell 2.

Tabell 1: Skapare av figurerna i rapporten.

Avsnitt Figur Skapad av

2 Figur 1 Bekir

3.1.1 Figur 2 Albin
3.2.1 Figur 3 Albin
3.3 Figur 4 Joel
3.3.4 Figur 5 Bekir, Hannes

4.1 Figur 6 Bekir
4.2 Figur 7 Joel
4.2 Figur 8 Joel
4.3 Figur 9 Hannes

5 Figur 10-18 Albin



Tabell 2: Bidragsrapport.

Kapitel Rubrik Författare

Förord Enya, Joel
Populärvetenskaplig presention Hannes
Sammandrag Enya, Joel
Abstract Hannes, Joel

1 Inledning Bekir, Hannes

2 Problemformulering Bekir, Hannes

3 Matematiska metoder Bekir
3.1 Singulärvärdesuppdelning - SVD Bekir
3.1.1 Bildkompremering med SVD Albin
3.2 Principial komponent analys - PCA Albin, Hannes
3.2.1 Bildigenkänning med PCA Albin
3.3 Neurala nätverk - NN Enya, Joel
3.3.1 Framåtpropagering Joel
3.3.2 Förlustfunktion Enya
3.3.3 Bakåtpropagering Enya, Joel
3.3.4 Konvulutionellt neuralt nätverk - CNN Enya, Joel

4 Implementation och Arkitektur Joel
4.1 Dataset Joel
4.2 Arkitekturen av neurala nätverk Joel
4.3 Implementation Joel

5 Numeriska tester Albin
5.1 PCA Albin
5.2 LNN Albin
5.3 CNN Albin
5.4 Illustration av tester Albin

6 Diskussion Albin
6.1 PCA Albin
6.2 LNN Albin
6.3 CNN Albin
6.4 Jämförelse Albin

7 Samhälleliga och etiska aspekter Hannes

Appendix A – Ordlista Alla
Appendix B1 – Singulärvärdesuppdelning Bekir
Appendix B2 – Algoritmer för beräkning av SVD Albin
Appendix C – Källkod Albin



Populärvetenskaplig presentation
Bildigenkänning är något vi gör i vardagen och som är trivialt för oss, men vi tänker sällan på att
det är ett oerhört komplext koncept. När barn kommer till världen vet de ingenting om former och
dess betydelser. Det är därför barn har svårt att förstå att de inte kan lägga en fyrkantig kub i ett
runt hål. De lär sig detta genom att träna många gånger - misslyckas och lyckas om och om igen,
och till slut förstår de att det är cylindern som passar i det runda hålet. På samma sätt är datorer
barn som är nya till världen och måste lära sig från grunden vad som är vad.

Artificiell intelligens innebär maskiners förmåga att uppta, analysera och dra slutsatser [1]. Med
den exponentiella utvecklingen av datorers kapacitet att beräkna ettor och nollor, växer deras
förmåga att lösa komplicerade uppgifter. Syn kan ses som människans mest komplexa sinne, till
exempel används en större del av vår hjärna till seende jämfört med andra sinnen [2]. Ett naturligt
steg i att ge maskiner intelligens är därför att lära dem analysera visuell data. Att ge en maskin
syn var nog otänkbart för några hundra år sedan, men som Arthur Clarke sa: ”Any sufficiently ad-
vanced technology is indistinguishable from magic.” [3]. Men med dagens matematik är det möjligt
och faktiskt begripligt.

Detta arbete har använt singularvärderuppdeling (SVD), principalkomponentanalys (PCA) och
neurala nätverk (NN). SVD är en uppdelning av en matris och kommer användas till att kompri-
mera datan. PCA är ett statistiskt instrument för att minska dimensionen och analysera datan.
Genom att se de mest särskiljande dragen i dataset kan metoden finna mönster och strukturer.

Neurala nätverk är likt ett barn när det kommer till läroprocessen. Nätverken tar emot data
och analyserar den genom flera lager av artificiella neuroner och kommer slutligen fram till en
slutsats [4]. Men, de måste tränas. På samma sätt som man påpekar att barnet lägger halvmånen
i det rektangulära hålet, säger man till det neurala nätverket hur långt ifrån rätt svar det är. Då
är förhoppningen att barnet och nätverket gör bättre vid nästa försök. Nätverket ändrar sedan på
lite värden i förloppet och försöker igen. Denna process repeteras tills slutsatserna börjar stämma.

Så hur bra är dessa metoder på att känna igen handskrivna siffror? Och går det att kombine-
ra dem för att skapa nya snabbare och bättre metoder? Dessa är frågorna vi ville söka svaret på.
Genom att representera bilderna som matriser där varje värde representerar hur starkt upplyst en
pixel är, kunde de matematiska modellerna analysera dem. Som riktmärke användes PCA-metoden,
ett linjärt och ett konvolutionellt neuralt nätverk. De nya metoderna gick ut på att använda det
linjära neurala nätverket på data som har genomgått delar av processerna från SVD och PCA.

Resultatet visade att originalmetoderna, alltså PCA, linjärt NN och konvolutionellt NN, fungerade
bäst. Medan de kombinerade metoderna inte riktigt nådde upp till samma nivå. Den bästa kombina-
tionsmetoden var PCA som kombinerades med linjärt NN genom poängvektor. Dock hade samtliga
metoder olika styrkor och svagheter, vilket resulterade i varierande träffsäkerheter, träningstider
och klassifieringstider. Val av metod beror därför i hög grad på den specifika tillämpningen och
de krav som ställs på träffsäkerhet och tidsaspekterna. Vid bildklassificering inom sjukvården är
träffsäkerheten av högst prioritet, då en felaktig klassificering kan vara livsavgörande. Medan vid
automatiseringsprossesser i realtid kräver att processen sker snabbt och därmed är klassificerings-
tiden en viktig aspekt. Så vilken är egentligen den bästa maskininlärningstekniken? Mycket jobb
har gjorts men mycket jobb finns kvar att göra innan man kan svara på den frågan.



Sammandrag

Dagens datorer är mer avancerade är någonsin och besitter kunskapen om att klassificera
en bild med hjälp av matematiska metoder. Bildigenkänning används inom ett flertal områden,
bland annat sjukvården och rättsväsendet. Syftet med arbetet var att analysera matematiska
metoder inom bildigenkänning var för sig och slutligen kombinera dem för optimering. Me-
toderna som undersöktes var singulärvärdesuppdelning (SVD), principialkomponentsanalys
(PCA) och neurala nätverk (NN). SVD är en matrisfaktorisering som används inom kom-
primering av bilder, medan PCA och NN är maskininlärningstekniker som används inom
klassificering av bilder. PCA bygger på SVD, medan NN är inspirerad av nervcellerna i den
mänskliga hjärnan.

Undersökningen gjordes genom att applicera maskininlärningsteknikerna på databasen
MNIST handwritten digits. Implementationen programmerades i Python där biblioteksram-
verket PyTorch användes. Analysen av PCA gjordes med avseende på parametrarna antalet
tränings bilder, reduceringgrad och trunkeringsgrad. För att kunna jämföra metoderna och
erhålla ett tillförlitligt resultat definierades ett linjärt nätverk som användes till alla kombi-
neringar. Ett konvolutionellt nätverk användes som referens vid jämförelse av metoderna och
tränades på originalbilder. Det linjära neurala nätverket tränades på originalbilder, trunkerad
PCA på originalbilder, poängvektor, Uk och V T

k .
Arbetets slutsats kring resultaten visade att de etablerade metoderna gav en hög och tillför-

litlig träffsäkerhet. Vid kombineringen av metoderna var poängvektorn från PCA tillsammans
med NN den mest lyckade.

Abstract

In today’s society, computers are more advanced than ever and are able to classify images
by using mathematical methods. Image recognition techniques are used in several industries,
eg. healthcare and the judiciary system. The project aimed to analyze different types of math-
ematical methods used in image recognition individually and combine them for optimization.
The project included the following methods: singular value decomposition (SVD), principal
components analysis (PCA), and neural networks (NN). SVD is a form of matrix factorization
used within the storage of images while PCA and NN are machine learning techniques used
in image recognition. PCA has its roots in SVD, and NN are inspired by the neurons in the
brain.

The research was done by applying machine learning techniques on the dataset MNIST
handwritten digits. The implementation was programmed in Python where the library PyTorch
was utilized. PCA was analyzed with regards to the parameters amount of training pictures,
degree of reduction, and degree of truncation. To be able to compare the methods and obtain a
reliable result, one linear network was defined and used for all the combinations of methods. A
convolutional neural network was also utilized with the original pictures, to create a reference
used for comparison. The linear network was trained on original pictures, truncated PCA on
original pictures, score vector, original pictures, Uk and V T

k .
The results showed that the established methods gave a high and reliable precision. From

the combination of methods, the one with the score vector from PCA incorporated with the
linear network was the most successful.
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1 Inledning
En tillbakablick på mänsklighetens historia visar att innovationer och ny teknik ständigt har för-
ändrat världen och varit en utslagsgivande faktor till människans förbättrade levnadstandard. Den
evolutionära utvecklingen av sofistikerad teknik har möjliggjort att datorer och maskiner idag
uppvisar allt mer människoliknande egenskaper [5]. Maskininlärningstekniker för bildklassificering
utgör en fundamental grundpelare för datorseende och är tekniker som tillskriver datorer mänsk-
liga drag, samt gör det möjligt för maskiner att interagera intelligent med omgivningen [6]. Denna
interaktion har stora möjligheter för framtida tekniker med tanke på dess potential.

Bildklassificering, eller bildigenkänning, omfattar en uppsättning metoder och algoritmer, som
bygger på matematiska modeller, vilka bearbetar innehållet i bilder [7]. Dessa metoder tillåter
datorer att analysera och tolka bilder med olika processer, exempelvis genom att utvärdera en
bild i jämförelse med ett omfattande bibliotek [8]. Andra adaptiva metoder försöker kartlägga en
relation mellan en uppsättning pixlar och ett objekt [9]. En digital bild kan representeras av en
matris bestående av numeriska värden [10] som utgör indata till bildigenkänningsalgoritmer. Med
hjälp av denna information kan systemet känna igen mönster och tolka innehållet i bilden [11].

Tekniker för bildigenkänning utvecklades strax efter de första elektroniskt programmerbara da-
torerna. Vissa tekniker försöker rekonstruera den mänskliga hjärnan och dess förmåga till logiskt
tänkande. I och med att en stor andel av information som bearbetas av hjärnan är visuell, utgjorde
bildklassificering den naturliga utveckling för datorer [2]. Ett av de tidigare vetenskapliga verken
inom området var Lawrence Roberts doktorstes ”Machine perception of three-dimensional solids”
från 1963, där han utvecklade en bildbehandlingsalgoritm för att extrahera objekts egenskaper från
bilder [12]. Det stora genombrottet inträffade däremot några decennium senare, närmare bestämt
år 1991, i samband med Matthew Turk och Alex Pentlands forskringsarbete där principalkompo-
nentanalys användes för att detektera och identifiera ansikten [13]. Bildigenkänning har sedan dess
utvecklats enormt och applicerat inom en rad olika områden och branscher [14].

Framsteg inom digital teknik har varit en drivkraft bakom utvecklingen av sociala medier, som
ursprungligen var utformade som ett sätt att etablera och vårda personliga kontakter. Dessa har
över tid utvecklats till en virtuell samlingsplats och handelsplattform, där användare delar en enorm
mängd data i form av videor och bilder [15]. Detta är en faktor till att många olika branscher har
tillgång till en stor mängd digital data som kan användas för olika syften, vilket gör bildklassifice-
ring till ett väldigt kraftfullt verktyg [16]. En av de viktigare tillämpningarna av bildigenkänning
är inom sjukvården, där det används för att diagnostisera olika sjukdomar som exempelvis cancer
[17]. Bildigenkänningsmetoder är även gynnsamma och förekommande inom statliga myndigheter,
där polis och andra myndigheter i allmänhet använder denna teknik för att känna igen människor
i videor eller bilder [18]. Dessutom har bildigenkänningstekniker en avgörande roll i datorseende
som gör det möjligt att samla in och analysera data i realtid, vilket ligger till grund för automati-
seringsprocesser [19].

Syftet med detta arbete är att undersöka olika maskininlärningstekniker för klassificering av bilder,
genom att tillämpa dessa på en datamängd för att sedan utvärderas och jämföras för bedömning
av dess effektivitet. Vidare ska maskinlärningsteknikerna kombineras i strävan efter optimering av
effektivitet. I detta projekt analyseras och tillämpas metoderna singulärvärdesuppdelning (SVD),
principalkomponentanalys (PCA) och neurala nätverk (NN) för bildklassificering. Kombinering av
metoderna innefattar att ett linjärt neuralt nätverk tränas på utdatan från SVD och PCA.
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2 Problemformulering
Bildigenkänning är en dators förmåga att identifiera vad en bild föreställer [20]. Problemet som
studerades i detta arbete utgick från en databas av bilder som klassificerades med hjälp av olika
matematiska metoder. Genom teorier kring matrisfaktorisering (SVD), dimensionreducering (PCA)
samt neurala nätverk har precision, träningstid och testtid undersökts. Precisionen P syftar på
andelen rättklassificerade bilder och beräknas enligt

P =

∑K
i=1 NT,i∑K

i=1

(
NT,i +NF,i

) , (1)

där K är antalet klasser, NT,i och NF,i är antalet bilder av klassen i som är korrekt, respektive
felaktigt klassificerade [21]. Träningstid avser den tid som krävs att träna en modell, medan testtid
representerar tiden det tar för en tränad modell att klassificera en bild.

Digitala bilder är numeriska representationer av visuell data och kan representeras som matri-
ser [10]. Varje element i matrisen korrelerar till en pixel i bilden, som motsvarar en viss färgs
intensitet vid den specifika punkten. Pixlarna antar vanligtvis ett heltalsvärde mellan 0 och 255
och definieras av 8 bitar [22]. Det finns många olika modeller som representerar bilder, två modeller
som använder just detta pixelintervall är gråskala och RGB. Gråskala är en monokrom illustra-
tion av en bild. Detta innebär att modellen endast innehåller information om ljusstyrkan, där 255
korrelerar till maximal ljusstyrka i form av vitt, medan 0 betyder att pixeln är svart [10]. Alla
intensitetsvärden däremellan representerar olika nyanser av grått. En bild kan således illustreras i
gråskala enligt Figur 1. Om bilden istället är i färg kan RGB-modellen användas som består av tre
matriser vilka beskriver intensiteten för rött, grönt och blått. Matriserna kombineras sedan för att
producera en fullständig färgbild.

(a) Matrisrepresentation (b) Orginalbild

Figur 1: Handskriven siffra i gråskala och dess matrisrepresentation.

Betrakta en svartvit bild som representeras med en matris A ∈ Rm×n, se Figur 1a för exempel.
Matrisen A kan faktoriseras med bland annat SVD, se sektion 3.1, där en approximation Ak tas
fram för att minska datamängden, se Figur 2. Matriserna kan användas på flera sätt för bildigen-
känning, bland annat genom principalkomponentanalys, se sektion 3.2, som skapar en poängmatris
och vid jämförelse med träningsdatan kan klassificera bilder. Bilder kan även klassificeras med
neurala nätverk, se sektion 3.3, som är en iterativ process för att hitta en funktion som bäst kan
särskilja olika bilder. I arbetet har ovanstående metoder analyserats, det har även framtagits hy-
bridmetoder som kombinerar SVD och PCA med neurala nätverk för optimering.

Det har satts avgränsningar på arbetet i syfte att undvika onödig komplexitet samt öka effek-
tiviteten i utredningsarbetet. Bilderna som användes för klassificering begränsades till att komma
från en databas, MNIST handwritten digit database [23]. Det är värt att notera att metoderna som
användes i detta arbete inte är begränsade till en specifik databas. Kombineringen av metoderna
SVD och PCA med neurala nätverk valdes att göras genom manipulation av indatan, och inte
förändring av matematiken bakom neurala nätverket då det anses vara en avancerad process. De
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valda metoderna har programmerats i Python där biblioteksramverket PyTorch [24] användes för
implementering av neurala nätverk.

3 Matematiska metoder
I och med att en bild har möjligheten att representeras som en matris A ∈ Rm×n kan matematiska
modeller för maskininlärning tillämpas. På så sätt kan modeller tränas till att utföra uppgifter som
bildklassificering och objektdetektering. För att ge läsaren en förståelse redogörs den matematiska
teorin bakom metoderna som användes för maskininlärning. Först introduceras SVD, vilket är en
metod som kan användas till approximering av bilder [25]. Därefter presenteras PCA och slutligen
beskrivs NN, som båda kan användas vid klassificering av bilder [4], [25]. För en sammanfattning
av definitioner finns även en ordlista, se Appendix A.

3.1 Singulärvärdesuppdelning - SVD
SVD är en faktoriseringsmetod för matriser med tillämpningar inom flera områden, bland annat
bildkomprimering och PCA [25]. Metoden bygger på att en matris kan faktoriseras till tre matriser
som multiplicerade med varandra återskapar ursprungmatrisen [26]. Låt A vara en godtycklig
matris sådan att A ∈ Rm×n där m ≥ n, då kan dess singulärvärdesuppdelning skrivas som

A = UΣV T , (2)

där U ∈ Rm×n och VT ∈ Rn×n är ortogonala matriser, vilket betyder att UUT = I och VVT = I
där I är identitetsmatrisen. Σ ∈ Rn×n är en diagonalmatris sådan att

Σ = diag(σ1, . . . , σn), där σ1 ≥ σ2 ≥, . . . ,≥ σn ≥ 0, (3)

vars element σi kallas för singulärvärden till A och är ordnade efter storlek [25]. Detta ger såldes
matriserna

Aa1 a2 . . . an


m× n

=

Uu1 u2 . . . un


m× n

Σ
σ1

. . .
. . .

σn


n× n

V T
vT1
vT2

...
...

...
vTn

 .

n× n

(4)

Singularvärdena är icke-negativa kvadratrötter av egenvärdena för ATA eller AAT , se Appendix
B.1 sats 2.1 och 2.2. Kolumnerna i U och V kallas för de vänstra respektive högra egenvektorerna
till matrisen A då de är egenvektorerna till AAT respektive ATA. Då singuarvärdena minskar i
storlek minskar även betydelsen de har för återskapandet av originalmatrisen. Detta går att utnyttja
för att reducera dimensionen på de faktoriserade matriserna genom att endast använda de k första
singularvärdena och egenvektorerna. Denna metod kallas för trunkerad SVD och beskrivs enligt

A ≈ Ak = UkΣkV
T
k , (5)

där Uk ∈ Rm× k och VT
k ∈ Rk×n är de k första kolumnerna av U och VT , matrisen Σk ∈ Rk× k

är undermatrisen av Σ som innehåller de k största singularvärdena. Den trunkerade SVD:n är
en optimal lågrangsapproximation av matrisen A, det vill säga att felet vid rekonstruktion av
A är det minsta möjliga med k stycken vektorer och singularvärden, se Appendix B.1, sats 2.4.
För beräkning av SVD kan flera olika metoder användas, bland annat jacobimetoden, söndra och
härska-algoritmen och QR-iteration, se Appendix B.2 för en förklaring av jacobimetoden.
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3.1.1 Bildkomprimering med singulärvärdesuppdelning

Ett användningsområde för trunkerad SVD är bildkomprimering [25]. För en färgbild med tre
kanaler, röd, grön och blå, kan detta göras genom att låta bilden representeras av tre matriser, en
för varje färgkanal. Genom att utföra trunkering på matriserna från SVD separat, kan varje kanal
representeras av Uk, Σk och V T

k . Då bilden ska rekonstrueras kan matriserna, för respektive färg,
multipliceras enligt (5) till en approximation av orginalbilden. Kvaliteten av approximationen och
den mängd lagringsutrymme som sparas beror på trunkeringsgraden k. Exempelvis, för en 784×784
pixlar stor bild med tre färgkanaler och 8-bitars färg kan lagringsutrymmet för en okomprimerad
och en komprimerad bild, med trunkeringsgrad k = 20, beräknas som

S0 = 784 · 784 · 3 · 8 bitar ≈ 1.84MB, (6)
Sk=20 = 784 · 20 · 3 · 32 bitar · 2 + 20 · 3 · 32 bitar ≈ 0.38MB, (7)

där S0 är lagringsutrymmet som krävs för den okomprimerade bilden och Sk=20 är lagringsutrym-
met som krävs för den trunkerade versionen. Värdena i de uppdelade matriserna Uk, Σk och VT

k

antas lagras med 32 bitars flyttal. Figur 2 illustrerar bildkvaliteten för olika trunkeringsgrader.

(a) k = 5 (b) k = 20

(c) k = 100 (d) Original

Figur 2: Bilder (784× 784 pixlar) komprimerade med hjälp av trunkerad SVD.

En bilds övergripande struktur fångas av de första singulärvärdena som identifierar de viktigaste
egenskaperna och konturerna i bilden, detta är något som framgår i Figur 2 där bilden redan kan
tydas för låga värden på k. För att de mindre detaljerna i bilden ska fångas krävs det att fler
singularvärden inkluderas.

3.2 Principalkomponentanalys - PCA
PCA är en dimensionsreducerande metod som kan användas för att hitta mönster och samband
i stora dataset [27]. Metoden transformerar en datamängd till ett hierarkiskt ortogonalt koordi-
natsystem som spänns upp av matrisens principalkomponenter (PK) [25]. Låt xn, n = 1, . . . , N
vara en datamängd där xn är en vektor av ett visst prov med d variabler. Syftet med PCA är att
projicera datamängden på ett rum med dimensionen M < d, samtidigt som variationen maximeras
hos den projicerade datan. Metoden används för att identifiera de mest relevanta variablerna som
representerar en större del av variationen av datamängden. Varje PK representerar en riktning i
datamängden och väljs så att de beskriver den maximala variansen i datasetet i fallande ordning
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[25], där den första komponenten representerar den riktning som beskriver den maximala variansen.

För illustration av beräkning av PCA, låt M = 1, vilket innebär att datamängden projiceras
på ett endimensionell rum [28]. Först beräknas medelvärdet x̄ av datamängden x enligt

x̄ =
1

N

N∑
n=1

xn. (8)

För att erhålla information om hur variablerna i datamängden samspelar med varandra, beräknas
kovariansmatrisen C av datamängden som

C =
1

N

N∑
n=1

(xn − x̄)(xn − x̄)T . (9)

Låt u1 vara enhetsvektorn som representerar det endimensionella rummet, där uT
1 u1 = 1. Då kan

varje prov xn projiceras som en skalär, uT
1 xn. Variansen av datan som projiceras blir

1

N

N∑
n=1

(uT
1 xn − uT

1 x̄)
2 = uT

1 Cu1, (10)

denna ska maximeras med avseende på u1. Detta görs med en Lagrangemultiplikator, λ, därefter
maximeras

L(u1) = uT
1 Cu1 + λ1(1− uT

1 u1). (11)

Om L′(u1) = 0 ansätts, fås

L′(u1) = Cu1 − λu1 = 0, (12)

vilket betyder att

Cu1 = λ1u1. (13)

Detta säger att λ1 är ett egenvärde till C med korresponderande engenvektor u1, och att uT
1 Cu1 =

λ1. Därmed fås största variansen då u är egenvektor som tillhör det största egenvärdet, detta
kallas den första principalkomponenten. De andra komponenterna hittas genom att titta på de
andra egenvärdena. För ett M dimensionellt rum, utvärderas istället M egenvektorer och respek-
tive egenvärden, som maximerar mängdens varians genom projicering.

PCA kan utföras med hjälp av SVD på en normaliserad datamängd X med olika variabler i kolum-
nerna och olika prover i raderna, då fås principalkomponenterna för X som de högra egenvektorerna
till X [25]. Det vill säga att kolumnerna i V från SVD:n X = UΣV T är principalkomponenterna
till X. Ett vanligt tillvägagångssätt för att bestämma PCA är att först beräkna kovariansmatrisen
C för datamängden X och sedan beräkna SVD. Då erhålls

C =
1

N
XXT =

1

N
(UΣV T )T (UΣV T ) =

1

N
V ΣUTUΣV T =

1

N
V Σ2V T , (14)

varifrån det går att erhålla egenvektorer V = (v1, v2, . . . ,vn) som motsvarar PK:er för X. För att
transformera datasetet till vektorrummet som spänns upp av principalkomponenterna projiceras
de på PK:erna. Denna projektion kan enkelt beräknas som

T = XV = (UΣV T )V = UΣ, (15)

där matrisen T defineras som poängmatrisen för X och är projektionen av X på dess PK:er.
Varje rad i poängmatrisen representerar projektionen av ett prov i X på PK:erna, låt en sådan
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projektion kallas för provets poängvektor. För att minska dimensionen av datanmändgen trunkeras
ofta poängmatrisen, likt trunkeringen för SVD. Den trunkerade poängmatrisen T k kan beräknas
enligt

Tk = XV k = UkΣk. (16)

Där V k, Uk och Σk fås från trunkerad SVD enligt (5).

3.2.1 Bildigenkänning med PCA

För att genomföra bildigenkänning kan PCA utföras på en träningsmängd med bilder för att erhålla
en poängmatris samt principalkomponenter för dessa. Träningsmängden ska innehålla bilder där
varje pixel är en variabel och varje bild är ett prov. Bilderna plattas därför ut till en endimensionell
vektor och staplas för att bilda en matris som PCA kan genomföras på. För att klassificera okända
bilder i en testmängd kan även dessa projiceras på PK:erna för träningsmängden, varefter en
poängvektor för testbilderna erhålls. Bilderna i testmängden kan därefter antas vara av samma
klass som den bild i träningsmängden där normen av skillnaden mellan de två poängvektorerna är
som minst. Matematiskt kan detta uttryckas som

min∥Tk(test(i))− Tk(träning(j))∥22. (17)

En bild i i testmängden antas ha samma klass som bild j i träningsmängden om absolutbeloppet
av skillnaden mellan deras poängvektorer är det minsta möjliga. Tiden det tar att klassificera
en bild beror dels på hur många bilder som ingår i träningsmängden, och dels på hur många
principalkomponenter som använts. Precisionen beror på samma parametrar, trunkeringsgraden
då det påverkar hur mycket detaljer som sparas, och träningsmängdens storlek eftersom en större
sådan medför en ökad sannolikhethet att innehålla en liknande bild som i träningsmängden. Ett
exempel på hur bilder ser ut med olika antal principalkomponenter bevarade finns i Figur 3. Figuren
innehåller även en plot på storleken av singularvärdena. I denna är det uppenbart att de första
principalkomponenterna har störst påverkan på bilden.

Figur 3: a), b), c) En handmålad tvåa återskapad med olika antal principalkomponenter. d) Storleken på
singularvärdena för SVD på datasetet MNIST.

3.3 Neurala nätverk - NN
Neurala nätverk kan bland annat användas för att klassificera bilder [4]. För att förstå hur ett NN
fungerar behöver först uppbyggnaden studeras. Det finns flertal olika NN modeller som har olika
komplexitet. Linjära neurala nätverk är den enklaste typen och består av linjära lager, där alla
neuroner i ett visst lager är genom vikter kopplade till nästkommande lager, se Figur 4. Det första
lagret i ett neuralt nätverk, kallas för det ingående lagret och agerar som mottagare av indata. Det
sista lagret, som är det utgående lagret, utgör nätverkets slutresultat. Mellan dessa två lager finns
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ett eller flera gömda lager. Mellan varje lager används också en aktiveringsfunktion samt läggs en
bias till, som innebär att en neurons värde kan förskjutas. Det som skiljer olika neurala nätverk åt
är uppbyggnaden av de olika lagren, där vikternas kopplingar kan skilja.

Figur 4: Exempel på uppbyggnaden av ett linjärt neuralt nätverk, där det ingående lagret består av tre
neuroner och det utgående lagret av två neuroner. Detta neurala nätverk består av ett gömt lager med
fyra neuroner.

För att ett NN ska kunna klassificera till exempel bilder, behöver det först tränas [4]. Till det
neurala nätverket ges en indata bestående av bilder och utdata bestående av bildernas klassifi-
cering, exempelvis träd eller boll. Nätverket försöker sedan att förutspå bildernas motiv, genom
framåtpropagering. Hur säkert nätverket klassificerar olika bilder räknas sedan ut med en förlust-
funktion. Efter det kommer nätverket att utföra så kallad bakåtpropagering, där uppdatering av
vikter sker för att klassificeringen av bilderna ska få högre precision. Dessa tre steg kommer sedan
att upprepas flera gånger om, tills dess att nätverket säkert kan klassificera bilderna. Under de
följande tre rubriker presenteras matematiken bakom de olika stegen på ett linjärt NN, som ligger
till grund för alla nätverk. Slutligen presenteras ett mer komplex, kallat konvolutionellt NN, som
är presenterat i sektion 3.3.4.

3.3.1 Framåtpropagering

Framåtpropagering används för att bearbeta indata genom de olika lagren i det neurala nätverket
för att slutligen generera en klassificering [29]. Denna metod ligger till grund för resterande del
av matematiken då det beräknade värdet jämförs med det önskade. Varje lagers neuroner kan
beskrivas som en vektor x och vikterna som en matris W [30]. Låt xl

i vara en specifik neuron i
lager l, på plats i. Denna neurons värde fås genom

xl
i = f(

N∑
j=1

(ω
(l)
ji x

(l−1)
j − θli)︸ ︷︷ ︸
bli

) (18)

där N är antalet neuroner i lagret. ωl
ji är vikten från neuronen j i lager (l− 1) till neuron i i lager

l och θlj är tillhörande bias till neuronen i. f är tillhörande akriveringsfunktion till lagret l.

Det kommer att användas två aktiveringsfunktioner, f , med olika syften. Den ena funktionen
används för att introducera icke-linjära egenskaper till nätverket, vilket gör att det kan modellera
komplexa funktioner. Den kallas ReLu (Rectified Linear Unit) och används efter varje lager på bli
för att beräkna xl

i. Den fås från
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ReLu(bi) = max(0, bi) =

{
bi, om bi ≥ 0

0, om bi < 0.
(19)

Den andra aktiveringsfunktionen som används kallas för Softmax och beräknas genom

Softmax(bLi ) =
eb

L
i∑M

k eb
L
k

. (20)

Den används på det utgående lagret, L, för att få det beräknade värdet som en sannolikhetsfördel-
ning över alla möjliga klasser och representeras av ett tal mellan [0,1] som kan jämföras med det
önskade värdet. Där i är den specifika neuronen och M är antalet neuronen i lagret.

3.3.2 Förlustfunktion

För att kunna utföra bakåtpropagering, som bygger på att jämföra skillnaden mellan det beräknade
värdet och det önskade värdet, behövs en förlustfunktion [30]. Då Softmax används som aktive-
ringsfunktion efter det utgående lagret kommer förlustfunktionen Binary Cross-Entropy Loss att
användas. Låt H vara det beräknade felet, för en specifik bild, mellan det beräknade värdet xL

i

och det önskade värdet yi. Då kan felet beräknas genom

H = −
K∑
i=1

yi log (x
L
i ), (21)

där K är antalet neuroner i det utgående lagret, det vill säga antalet klasser för databasen. L
betecknar det utgående lagret.

3.3.3 Bakåtpropagering

Bakåtpropagering är den matematiska delen i ett neuralt nätverk som uppdaterar alla vikter och
bias. Det kan göras genom flera olika metoder. Den metod som används i detta arbete är ”stochastic
gradient descent” som är en stokastik iterativ process där ett globalt minimum eftersöks [30]. Felet
mellan det beräknade värdet från framåtpropageringen och det önskade värdet tas i beaktning då
varje vikts påverkan på felet beräknas och uppdateras enligt Hebbs’s rule, som är

ω′l
ij = ωl

ij + δωl
ij . (22)

Där ω′l
ij är det nya värdet som ersätter det gamla värdet ωl

ij , och δωl
ij är litet steg mot en minimi-

punkt och ges av

δωl
ij = −η

∂H

∂wL
jk

= η · δli · x
(l−1)
j , (23)

där η är inlärningsgraden som är en faktor vid stegvisa iterationen. δli är felet vid neuronen i i
lagret l som beräknas med

δl−1
i =


∑

j δ
l
i · ωl

ij · f ′(b
(l−1)
j ) l < L

(yi − xL
i ) · f ′(bLi ) l = L

, (24)

där f ′ är derivatan av aktiveringsfunktionen och yi är det eftersökta värdet för neuronen xL
i

i det utgående lagret. På liknande sätt kan nya bias-värden θ′li beräknas och uppdateras. När
parametrarna är uppdaterade kommer träningsprocessen av det neurala nätverket att fortsätta
genom framåtpropagering, förlustfunktion, bakåtpropagering och uppdatering av vikter samt bias,
tills dess att det neurala nätverket presterar på den önskade nivån.
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3.3.4 Konvolutionellt neuralt nätverk - CNN

I detta avsnitt beskrivs konvolutionella neurala nätverk och relaterade begrepp. Dessa nätverk
presterar bra vid igenkänning av bilder eftersom bilder innehåller mönster [4]. Till exempel så ser
ett objekt likadant ut oberoende av om det placeras högt eller lågt i en bild. CNN är uppbyggda av
lager som har en längd, höjd och ett visst antal kanaler (djup), de är därmed tredimensionella, se
Figur 8. Bilder känns igen genom att de första lagrena identifierar enkla strukturer och de senare
lagrena hittar mer komplexa strukturer.

För att nätverken ska kunna identifiera dessa mönster har varje lager filter eller så kallade kernels
[4]. Ett filter har en lägre dimension på längd och höjd än lagret den appliceras på, men har samma
djup som lagret. Dimensionen av filtret kan skrivas som (k x k x C ), där C är djupet och k beteck-
nar storleken. En vanlig storlek av ett filter är k = 3. Filtret appliceras stegvis över lagret och utför
skalärprodukten mellan värdena i filtret och de korrelerande värdena i lagret, detta ger värden i
nästkommande lager. Varje filter som appliceras har olika parametrar och upptäcker därför olika
mönster hos lagrena. Dimensionen på det nästkommande lagret påverkas av filtrets storlek, antalet
filter som appliceras, stride och padding, se Figur 5. Stride, s, är det steg filtret tar vid varje ny
beräkning av skalärprodukten. Padding, p, innebär att matrisen som filtret tillämpas på förstoras,
det läggs på rader och kolumner med nollor, vilket gör att det inte tappas information vid hörn
och kanter när ett filter används.

Figur 5: Illustration av ett filter för ett konvolutionellt lager. Indatan representeras av den gröna matrisen,
där vita elementen motsvarar padding p = 1. Filtret i detta fall har storleken 3x3x1 och representeras av
den gråa matrisen. Stride, med värde ett, innebär att filtret förflyttas med en steglängd ett över matrisen.

Ett vanligt problem med konvolutionella lager är att dimensionen av datan efter flera lager ökar
och där med ökar träningstiden. Maxpooling är en vanlig lösning för att reducera storleken på
utgående data från ett lager. Likt vid ett konvolutionellt lager används ett filter, där värdet istället
fås från det maximala värdet inom filterområdet på matrisen i kanal C.
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4 Implementation och arkitektur
Innan en undersökning och analys av bildigenkänning genomfördes, bestämdes de metoder och
parametrar som skulle användas. Detta gjordes genom informationsökning och matematisk analys.
Vidare tillämpades en försöksprocess där olika metoder och strategier systematiskt testades till
den mest effektiva identifierades. Arbetet implementerades i programeringspråket Python och är
samlat på GitHub [31].

4.1 Dataset
Datamängden som användes genom arbetet är MNIST Handwritten Digit Database [23], som består
av handskrivna svartvita siffror från noll till nio (0-9). Den består av 70 000 bilder, där 60 000 är
träningsbilder och 10 000 är testbilder. Bilderna är representerade som en matris X ∈ Rm×n där
m = n = 28, det vill säga att bilderna har 28 x 28 pixlar, och siffrorna är centrerade i bilderna, se
Figur 6a. För att genomföra bland annat PCA krävs det en matris där varje kolumn representerar
en variabel och varje rad representerar ett prov av variabler. Det är därför viktigt att notera att
en bild representerad av en matris kan omvandlas till en vektor där dimensionen ändras som

Rm×n =⇒ R1×m·n, (25)

genom att varje rad från matrisen läggs efter varandra i en vektor. Sådana vektorer från flera bilder
kan staplas, varefter det erhålls en matris där varje kolumn representerar en variabel, i detta fall
ljusstyrkan på en pixel, och varje rad representerar ett prov av alla variabler, i detta fall en bild.
För ett exempel se Figur 6b.

(a) Slumpmässigt utvalda bilder på hand-
skrivna siffror.

(b) Handskrivna siffror representerade som
vektorer (prov) i en matris.

Figur 6: Illustration av utplattning av bilder ur MNIST Handwritten Digit Database.

4.2 Arkitekturen av neurala nätverk
För att kunna jämföra och analysera SVD, PCA och NN med tillförlitliga resultat sattes ett
ramverk för strukturen av de neurala nätverken. De olika arkitekturerna togs fram genom informa-
tionsökning och optimering efter egna undersökningar och analyser, men eftersom arbetets fokus
var jämförelse av metoderna presenteras inte arkitekturens framtagning. I arbetet har ett linjärt
och ett konvolutionellt nätverk tagits fram, se Figurer 7 och 8.

Linjära neurala nätverkets (LNN) arkitektur består av fyra fullt kopplade lager, där samt-
liga lager är uppbyggda på samma sätt med undantaget av att deras storlek varierar, se Figur 7.
Det ingående lagret har samma storlek, N, som den ingående datan. Det första gömda lagret har
storleken M, vilket är en variabel som undersöktes. Det andra gömda lagret är dubbelt så stort
som det första, 2 ·M . Storleken på det utgående lagret är 10, vilket motsvarar antalet klasser i da-
tamängden (siffrorna 0-9). Efter varje lager används aktiveringsfunktionen ReLu, se (19), förutom
efter det utgående lagret där aktiveringsfunktionen Softmax används istället, se (20).
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Figur 7: Arkitektur av det linjära neurala nätverket som användes i detta arbete.

Konvolutionella neurala nätverkets (CNN) arkitektur, se Figur 8, består av fyra lager varav
det ingående lagret och det första gömda lagret är konvolutionslager, som följs av ett gömt lager
och ett utgående lager som är fullt kopplade (linjära lager). Båda konvolutionella lagrena har
filterstorlek k = 3, stride s = 1 och padding p = 1. Det som skiljer lagrena åt är höjden, bredden och
mängden kanaler, se Figur 8. Relu, se (19), används som aktiveringsfunktion efter de konvolutionella
lagrena och det första linjära lagret. Efter det utgående används Softmax, se (20). För pooling har
funktionen maxpooling används, det vill säga att det nya värdet tas från det maximala värdet.
De värden som används är filterstorleken k = 2 och stride s = 2. Flatten plattar ut datan från
det konvolutionella lagret till vektorform, se (25), så att det linjära lagret får korrekt dimension
på indatan. Det första linjära lagret tar emot den utplattade datan till L neuroner som var en
variabel i undersökningen, och det utgående lagret klassificerar slutligen dessa mellan dem tio
olika siffrorna.

Figur 8: Arkitektur av det konvolutionella neurala nätverket som användes i detta arbete.

4.3 Implementation
Undersökningen genomfördes genom att analysera på vilket sätt olika bearbetningar av datan
påverkade hur väl metoderna klassificerade bilder. De parametrar som studerades var träffsäkerhe-
ten, träningstiden och klassificeringstiden. Träffsäkerheten är procentsatsen för det korrekta antalet
klassificeringar, och beräknades som antalet korrekt klassificerade bilder dividerat med antalet klas-
sificerade bilder. Testtiden syftar på den tid det tar i genomsnitt för en bild att klassificeras och
beräknades genom att dividera antalet klassificerade bilder med den totala tiden. Slutligen defi-
nieras träningstiden som tiden det tar att träna modellen till att bli redo att klassificera bilder.
För NN innebär det träningsfasen och för PCA antas det vara tiden för beräkningarna fram till
jämförelsen med poängmatrisen.

Analysen av principalkomponentsanalys gjordes genom att studera hur formateringen av
träningsmängden och testmängden påverkade klassificeringen av bilder. De formateringar som un-
dersöktes och analyserades var:
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1. Datamängdens storlek. I och med att en datamängd består av ett stort antal träning-
och testbilder är det inte alltid nödvändigt att träna en modell på samtliga bilder. För att
undersöka hur storleken på träningssetet, och därmed poängmatrisen T k(träning), påverkade
modellen testades olika storlekar.

2. Reduceringen av datamängden. Då datamängden består av många likartade bilder är
det mycket information som upprepas och därmed gör metoden långsammare. Därför kan
datamängden minskas genom att likartade bilder slås ihop. För att skapa den reducerade
träningsmängden beräknades ett genomsnitt av de euklidiska normerna mellan alla bilders
trunkerade poängvektorer. De vars skillnad var mindre än medelavståndet multiplicerat med
en konstant a, kallad reduktionsgrad, slogs därefter ihop till en ny bild. De bilder som upp-
fyllde kriteriet kombinerades genom att medelvärdet för respektive pixel beräknades. Den
kvarstående träningsmängden fick en mindre storlek och innehöll färre likartade bilder.

3. Trunkeringsgraden. Denna formatering innebär att bilderna i datamängden reducerades
genom PCA med trunkeringsgraden k, se (5). Genom att justera trunkeringsgraden kan da-
tamängden minskas, samtidigt som den mest värdefulla informationen bevaras.

Tabell 3: Den modifierade datan till PCA.

Formatatering Beskrivning Beräkning Variabel

Datamängdens
storlek

Antalet bilder som modellen
tränas på X ∈ Rm×k (Ekvation 17) m

Reducerad
datamängd Likartade bilder slås ihop Se 2. Reducering av

datamängden a

Trunkerin-
gsgraden

Datamängden har reducerats till
trunkeringsgraden k

Tk (Ekvation 16) k

Kombineringen av metoderna SVD, PCA och NN innefattade enbart formateringen av ingå-
ende data, och ingen ändring i matematiken bakom ett neuralt nätverk undersöktes. Metodernas
syfte var att minska dimensionen på datan in till det neurala nätverket, medan den viktigaste
informationen sparades. Detta för att minska träningstiden och samtidigt behålla träffsäkerheten
på modellen.

Det som undersöktes var resultaten från LNN då indatan var framtagen från SVD och PCA.
Från SVD användes trunkerade versioner av U och VT , och från PCA användes poängmatrisen
Tk, se (16). Slutligen användes PCA på originalbilden med hänsyn på olika trunkeringsgrader k,
som motsvarar antalet använda principalkomponenter. För att få ett resultat som basreferens tes-
tades även originalbilderna utan modifiering som ingående data både till LNN och CNN. I Figur
9 illustreras en sammanfattning av samtliga hybridmetoder och i Tabell 4 visas en förklaring av
dem olika modifieringarna och dess dimensioner.

Figur 9: Sammanfattning av ingående data till de neurala nätverken.
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Tabell 4: Sammanfattning av ingående data till de neurala nätverken, där dim(bild) = m× n.

Formatering Erhålls genom Dimension

Orginalbild Matrisrepresentation av orginalbild Rm×n

Trunkerad PCA på orginalbild PCA på varje enskild bildmatris Rm×k

Poängvektor PCA på en matris där varje rad
mosvarar en bild, se Figur 6b R1×k

Uk Trunkerad SVD (ekvation 5) Rm×k

V T
k Trunkerad SVD (ekvation 5) Rn×k

5 Numeriska tester
I detta avsnitt presenteras de numeriska testerna som genomfördes för de olika klassificeringsme-
toderna. Resultaten presenteras i figurform och de värden som användes för respektive test är
presenterat i tabellform under varje underrubrik. Tre olika aspekter togs hänsyn till i utvärdering-
en av modellerna, precisionen, träningstiden samt testtiden. Resultaten är baserade på numeriska
tester som genomfördes på MNIST-databasen, se sektion 4.1, med hjälp av en dator utrustad med
en Intel Core i7-13700K processor och ett NVIDIA RTX 4070 Ti grafikkort. Träningen och test-
ningen av de neurala nätverken gjordes med CUDA, en accelerator för beräkningar på grafikkort.
Alla andra beräkningar, inklusive PCA och SVD, utfördes på processorn eftersom det är mycket
mer komplext att implementera GPU-acceleration för dessa. Målet med testerna var att hitta de
metoder som ger den bästa precisionen med så liten träning- och testtid som möjligt.

5.1 PCA
Klassificering med PCA utfördes på två olika sätt, se sektion 4.3. I den första metoden undersök-
tes hur träningmängdens storlek samt trunkeringsgraden påverkade klassificeringen av bilder. Den
andra metoden undersökte hur reduceringen av antalet träningsbilder samt trunkeringsgraden på-
verkade resultatet. Vid högre reduceringsgrad ökade antalet ihopslagna bilder och träningsmängden
minskade. De värden som användes i ovanstående metoder är presenterade i Tabell 5.

Tabell 5: Sammanfattning av de värden som användes i undersökningen av PCA.

Parametrar Värden

Metod 1: Antalet träningsbilder 10 000, 30 000, 60 000

Metod 2: Reduceringsgrad , a 0.5, 0.75, 1

Trunkeringsgrad k för båda metoderna 1, 2, 4, 8, 16, 20, 28, 64, 128

Figur 10 visar utfallet från undersökningen av den första metoden för PCA. Resultatet visar att
samtliga undersökta parametrar ökade med antalet träningsbilder. Antalet principalkomponenter
k hade en stor inverkan på precisionen och precisionen planade ut för k ≥ 28. Trunkeringsgraden
får en påverkan på testtiden först vid cirka k ≥ 28 och har ingen tydlig påverkan på träningstiden.
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Figur 10: a) Precision, b) träningstid [s], c) testtid [ms] för olika antal principalkomponenter k och olika
antal bilder i träningssetet.

Resultat från den andra metoden illusterars i Figur 11, där varje graf representerar en viss redu-
ceringsgrad. Det visas att testtiden stabiliserades vid k ≥ 20 och precisionen ökade i takt med att
reduceringsgraden minskade. Däremot ökade träningstiden med reduceringsgraden.

Figur 11: a) Precision, b) träningstid [s], c) testtid [ms] för olika antal principalkomponenter k och olika
nivåer av reduktion.

Från Figur 10 och 11 noteras det att precisionen ökade hastigt för båda metoderna vid låga k
och planade av vid högre. Träningstiden varierade med en faktor 100 mellan metoderna då algo-
ritmen för reducering av datasetet tog lång tid. Vid k = 28 uppvisade både metoden med 30000
träningsbilder och metoden med en reduktionsfaktor på 0.5 en precision på mellan 96% och 97%.
Testtiden var i detta fall däremot bättre för metoden med reducerad träningsmängd då den hade
en tid på cirka 0.2 ms jämfört med 0.3 ms för den med 30000 bilder, vilket är en ökning med 50%.
Träningstiden var däremot flera gånger större för den reducerade metoden.

5.2 LNN
Det linjära neurala nätverket, se sektion 4.3, bestod av fyra fullt kopplade lager. Det ingående
lagret hade storleken N och definierades av indatans storlek, som bland annat berodde på trunke-
ringsgraden k. Det första gömda lagret hade storleken M och det andra gömda lagret hade halva
dess storlek. Värdena på M och k redovisas i Tabell 6.
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Tabell 6: Sammanfattning av värden som användes i undersökningen av LNN och hybridmetoder.

Indata Lagerstorlek, M Trunkeringsinterval

Originalbild 8, 32, 64, 128 och 256 –

Poängvektor 16, 32, 128 och 256 1 - 128

V T
k 16, 64 och 256 1 - 20

Uk 16, 64 och 256 1 - 20

Trunkerad PCA på originalbild 128 och 256 1 - 28

Som basreferens användes en obehandlad bild som indata till det linjära nätverket. Ingångslagret
bestod av en tillplattad bild, vilket var en vektor med längden 784. I figur 12 går det att se att
främst precisionen ökade med stigande storlek av de gömda lagrena. Tränings- och testtiden hade
en varians men överlag syns en svag ökning medan precisionens ökade snabbt till en början för att
sedan nå en platå.

Figur 12: a) Precision, b) träningstid [s], c) testtid [µs] för olika lagerstorlekar i ett LNN. Det övre och
undre numret på x-axeln anger storleken på det första respektive andra gömda lagret.

För metoden då poängmatrisen användes som indata till nätverket, berodde ingångslagret på
poängvektorn. Denna erhölls genom projicering på träningssetets k första principalkomponenter,
således var nätverkets ingångslager av storleken k. För de PCA-behandlade bilderna i Figur 13 gav
LNN på poängvektorn liknande resultat som de obehandlade bilderna i Figur 12. Ungefär samma
precision på 98% för höga k och en sämre precision då k var mindre. Träningstiden hade en viss
varians men var generellt sett lägre för denna metod. För en lagerstorlekM = 128 var träningstiden
cirka 9 sekunder, jämfört med 10 sekunder för den obehandlade bilden. Testtiden var liknande för
båda metoderna.
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Figur 13: a) Precision, b) träningstid [s], c) testtid [µs] för LNN med olika lagerstorlekar tränade på
poängvektorer från PCA med storleken k.

Vidare testades även att träna LNN med komponentmatriserna Uk och V T
k , från SVD. Detta

gjordes med avseende på olika trunkeringsgrader k, vilket innebar att de k första kolumnerna av
U och V T användes. Matriserna plattades ut och ingånslagret blev därmed m · k respektive n · k.
Testerna för LNN tränade på egenvektorer, presenterade i Figur 14 och 15, gav sämre precision
än basreferensen med orginalbilder i Figur 12. För dessa metoder nådde precisionen ett maximum
då k var mellan 3 och 5 för att sedan minska. Test- och träningstid var dock relativt oförändrad i
förhållande till referensen.

Figur 14: a) Precision, b) träningstid [s], c) testtid [µs] för LNN med olika lagerstorlekar tränade på de
k första vänstra egenvektorerna Uk.

Figur 15: a) Precision, b) träningstid [s], c) testtid [µs] för LNN med olika lagerstorlekar tränade på de
k första högra egenvektorerna V k.

För metoden med PCA utfört på varje bild enskilt, skapdes en poängmatris med dimensionen 28×k.
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Poängmatrisen plattades ut till en vektor, med längden 28 · k, som utgjorde indatan till LNN. För
metoden, vars resultat illustreras i Figur 16, var precisionen sämre än LNN på originalbilderna
med värden på under 90%. På samma vis var både träningstiden och testtiden mycket längre.

Figur 16: a) Precision, b) träningstid [s], c) testtid [ms] för LNN med olika lagerstorlekar tränade på
poängmatrisen från enskilda bilder med k principalkomponenter.

5.3 CNN
Det konvolutionella neurala nätverket bestod av två konvolutionella lager följt av två linjära lager.
Det ingående lagret tog emot orginalbilden med dimensionen 28× 28× 1 och producerade utdata
som bestod av C antal kanaler, och andra lagret producerade 2 ·C kanaler. Dessa plattades sedan
ut till en vektor för det första linjära lagret av storleken N . Nätverket testades för värdena 8, 16
och 32 på variabeln C, samt 8, 16, 32, 64, 128 och 256 för N . CNN-metoden, presenterad i Figur 17,
hade vid de största lagerstorlekarna, C = 32 och N = 256 en precision på över 99%, vilket var den
högsta av samtliga testade metoder. Träning- och testtiden för denna metod var däremot också en
utav de längre bland metoderna med neurala nätverk. För de testade lagerstorlekarna syns en stor
varians men generellt sätt ingen större skillnad på träningstid eller testtid.

Figur 17: a) Precision, b) träningstid [s], c) testtid [µs] för CNN med olika lagerstorlekar. Det övre och
undre numret på x-axeln anger storleken på det första respektive andra gömda linjära lagret.

5.4 Illustration av tester
I denna del presenteras klassificering från de använda metoderna på fem slumpmässigt utvalda
bilder från MNIST. Figur 18 visar att vissa metoder till exempel hade svårigheter att korrekt
klassificera ett exempel på en otydligt skriven femma, medan ett tydligare exempel på en tvåa
klassificerades rätt av samtliga metoder.
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(a) PCA1 : 7

PCA2 : 7

LNN1 : 7

LNN2 : 7

LNNV k : 7

LNNUk : 7

LNNPoäng : 7

CNN : 7

Korrekt : 7

(b) PCA1 : 2

PCA2 : 2

LNN1 : 2

LNN2 : 2

LNNV k : 2

LNNUk : 2

LNNPoäng : 2

CNN : 2

Korrekt : 2

(c) PCA1 : 4

PCA2 : 4

LNN1 : 4

LNN2 : 4

LNNV k : 9

LNNUk : 4

LNNPoäng : 4

CNN : 4

Korrekt : 4

(d) PCA1 : 9

PCA2 : 4

LNN1 : 9

LNN2 : 9

LNNV k : 4

LNNUk : 4

LNNPoäng : 9

CNN : 9

Korrekt : 9

(e) PCA1 : 5

PCA2 : 2

LNN1 : 5

LNN2 : 6

LNNV k : 8

LNNUk : 2

LNNPoäng : 6

CNN : 5

Korrekt : 5

Figur 18: Exempel på klassificeringar på 5 bilder från MNIST. PCA1 och PCA2 är klassificerade med
60000 bilder i träningsmängden och trunkerad till 30 respektive 10. LNN1 och LNN2 är tränade på orgi-
nalbilderna där de första lagerstorlekarna är 128 och 16 respektive. LNN V k är klassificerat av ett LNN
tränat på V k med storleken 256 på första lagret och k = 3. LNN Poäng är ett LNN tränat på poängma-
trisen med första lagerstorleken som 128 och k = 30. CNN är ett konvolutionsnätverk med storleken 128
på det linjära lagret och 16 på det första konvolutionslagret. Korrekt är siffran som bilden föreställer, med
felaktiga klassificeringarna som fetmarkerade.

6 Diskussion
I denna del presenteras en analys och jämförelse av de olika metoderna utifrån de utförda testerna.
Först diskuteras metoderna som enbart bygger på PCA, därefter analyseras LNN och dess hybrid-
metoder och till sist CNN. Slutligen jämförs samtliga metoder och slutsatser dras. En metod som
maximerar precisionen och minimerar träning- samt testtiden ansågs vara optimal.

6.1 PCA
För PCA var det tydligt att de första principalkomponenterna innehåller den viktigaste informatio-
nen. Denna slutsats går att dra både från att precisionen ökade snabbt vid låga k och långsamt vid
höga k i Figur 10, men också då storleken på singulärvärdena, och därmed mängden ny information
per principalkomponent, minskade snabbt i Figur 3 d). Att inkludera fler principalkomponenter
än cirka 30 gav ingen förbättring för klassificeringen av siffrorna från MNIST, utan är oönskat
då testtiden ökar. Större träningsmängd resulterade i högre precision enligt Figur 10, detta för-
väntades eftersom sannolikheten att en bild liknande testbilden återfinns i träningsdatan ökade.
Testtiden ökade vid stora k linjärt i takt med antalet principalkomponenter och visas i Figur 10,
något som går att förklaras med hjälp av (17) där poängvektorns dimension ökar linjärt med k.
Av samma anledning är det även förväntat att testtiden ökar med ökat antal träningsbilder vilket
också går att se i resulatet. Att ökningen inte var linjär vid små k kan möjligtvis förklaras med
att andra hårdvarubegränsningar då hade en större inverkan på tiden. Metoden som reducerade
träningsmängden i Figur 11 hade en längre träningstid i förhållande till den andra, men uppvisade
däremot en lägre testtid vid vissa precisionsnivåer.

6.2 LNN
För LNN var de bästa metoderna med avseende på precision LNN på originalbild och på poäng-
vektor, som visas i Figur 12 och 13. Dessa hade som bäst en precision på cirka 98%, och varierade
beroende på storleken på de gömda lagrena och antalet principalkomponenter i poängvektorn. Det
visade sig också att vinsten i att öka lagerstorleken minskade för att sedan nå en platå vid en storlek
på cirka 128 och 64 neuroner i respektive gömd lager. Det var förväntat att test- och träningstiden
skulle öka med lagerstorlek och poängvektorns storlek då antalet beräkningar som måste göras
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ökar med fler neuroner och principalkomponenter. Träningstiden och testtiden för dessa visade
dock endast en svag ökning med ökande lagerstorlek och antal principalkomponenter.

Olika anledningar till varför ökningen inte var större kan vara bland annat att grafikkortet gjorde
beräkningarna parallellt eller att det fanns någon annan faktor eller hårdvarubegränsning med
större påverkan på tiden. Det är troligt att både lagerstorleken och antalet principalkomponenter
hade haft en större påverkan om den bild som skulle klassificeras hade haft större dimensioner.
Detta då tiden det hade tagit för datorn att utföra beräkningarna i så fall hade utgjort en större
andel, och den slumpmässiga faktorn hade utgjort en mindre del. Det är också möjligt att det finns
ett tröskelvärde som beror på graffikkortet där alla beräkningar inte längre kan ske parallellt och
efter tröskelvärdet kan det finnas en skillnad i tidsåtgång. För att säkerställa varför lagerstorleken
hade så liten påverkan och om påverkan är större för bilder med fler pixlar hade ytterligare test
behövt utföras.

De andra testade metoderna med LNN gav avsevärt sämre precision och ingen förbättring av
varken träning- eller testtid. En orsak till varför dessa presterade sämre skulle kunna vara att
dimensionsreduceringen i dessa metoder gjordes individuellt på alla bilderna. Låt principalkompo-
nenterna representera olika egenskaper i bilderna. Då PCA genomförs enskilt för varje bild kommer
egenskapernas ordning sorteras efter singulärvärdenas storlek för den specifika bilden. I och med
att olika egenskaper kommer ha olika stor betydelse för alla bilder så kommer också singulärvär-
denas storlek och därmed egenskapernas ordning att variera. På grund av detta kan variablerna i
ingångslagret till det linjära nätverket representera olika egenskaper beroende på vilken bild som
testas. Detta förklarar varför precisionen för metoderna blev sämre, till skillnad från poängmatrisen
och originalbilden där varje variabel alltid representerade samma egenskap.

6.3 CNN
Det konvolutionella nätverket presterade bäst av samtliga metoder med avseende på precisionen.
Nätverket klassificerade 99% av testbilderna korrekt med tillräckligt stora gömda lager. Likt de
linjära nätverken nådde precisionen en platå vid en storlek på cirka 128 neuroner i det gömda
linjära lagret. Platån indikerar att det finns ett maximalt antal neuroner som kan ha en effekt på
nätverket och om nätverket är överdimensionerat kommer överflödiga neuroner att få en väldigt
liten påverkan och vikter nära noll. Vinsten i att öka storleken på konvolutionslagret var på samma
sätt störst i början för att sedan minska och det är troligt att även denna var nära att nå en platå
vid en storlek på cirka 32 kanaler. Att CNN lyckades så bra kan bero på att filtrerna har förmågan
att detektera mönster och egenskaper, som bland annat kanter och hörn i bilderna, se sektion 3.3.4.
Tidsåtgången för CNN var lite större än för LNN på den obehandlade bilden, både vad det gällde
träningstid och testtid. Skillnaden var däremot relativt liten då det rörde sig om en ökning på
träningstid från cirka 10 sekunder till 13 sekunder och en ökning av testtid från cirka 9 µs till cirka
11.5 µs.

6.4 Jämförelse
De testade metoderna visade alla olika styrkor och svagheter och den metod som bör användas
beror därför på tillämpningsområdet. Överlag visade det konvolutionella nätverket den bästa pre-
cisionen för bildigenkänning av siffror i MNIST och då den inte heller visade någon större ökning i
tidsåtgång jämfört med LNN är detta troligen den metod som är lämpligast för bildklassificering.
LNN på både originalbild och poängmatris från PCA var också väl fungerande metoder med en
precision som var något lägre än CNN. De hade dessutom något snabbare träning- och testtider.
Användning av PCA för klassificering av bilder visade sig ha god prestanda vad gäller träningstid,
men med en precision som var något sämre än CNN och LNN-metoderna. PCA hade mycket snab-
bare träningstider, upp till 50 gånger, dock också mycket långsammare testtider, cirka 30 gånger,
jämfört med LNN-metoderna.

Metoderna med LNN på Uk och Vk gav ej bra resultat ur någon aspekt och de bör därför inte
användas för bildklassificering. Det bör också kommenteras att resultaten i rapporten är kraftigt
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påverkade av den hårdvara och de algoritmer som användes. Bland annat kunde träningen och
testningen av NN göras med hjälp av ett grafikkort, vilket kraftigt minskade tiden för dessa be-
räkningar. Vid avsaknad av ett grafikkort hade resultaten för dessa troligtvis blivit långsammare.
För PCA användes jämförelsevis bara processorn. Algoritmen för beräkningen av de reducerade
datamängderna för PCA (se avsnitt 4.3) är inte heller optimal och det är troligt att tiden för denna
metod hade kunnat minskas om en bättre algoritm utvecklades.

Slutligen har förmodligen även klassificeringsuppgiften stor påverkan på vilken metod som fun-
gerade bäst. I denna undersökning testades metoderna enbart på ett dataset, MNIST, vilket är
ett relativt enkelt dataset jämfört med vad som finns i många andra tillämpningsområden. För
att tillämpa metoderna på mer komplexa uppgifter, exempelvis identifiering av hudcancer, skulle
metoderna för varje bild behöva klara av att hantera miljontals pixlar och flera färgkanaler. En
intressant uppföljande studie skulle därför vara att se om resultaten fortfarande håller för större
bilder. Det skulle även vara lämpligt att undersöka om dimensionsreducering med PCA kan ge
en större vinst för stora bilder. I en sådan undersökning hade det även kunnat testas om GPU-
acceleration hade kunnat implementeras för PCA-metoden.

7 Samhälleliga och etiska aspekter
Datorseende har en stor potential att hjälpa mänskligheten i vår allt mer datoriserade och automa-
tiserade värld [32]. Att låta datorer ta över monotona, tråkiga eller svåra uppgifter kommer kunna
göra samhället bättre, men vi måste vara försiktiga i vår jakt på framtiden. Det kommer även med
risker och faror när man ger vissa arbetsuppgifter till maskiner.

Anonymitet och integritet är viktigt för åtskilliga människor, att kunna ha sin identitet och var-
dag skild från omvärlden värderas högt. Med bildigenkänning som är tillräckligt kompetent finns
möjligheten att identifiera individer från bilder och videor. Det kan vara väldigt användbart, som
i fallet med mobiltelefoner som kan låsas upp genom att bara visa sitt ansikte, men det kan också
användas på kränkande vis. Till exempel finns det möjlighet för ett rättsväsende att skapa ett
nätverk av övervakningskameror i samhället som konstant filmar gator och torg, de kan med bildi-
genkänning spåra hur individer rör sig och interagerar med sin omgivning. Detta i syfte att finna
kriminalitet med ändamålet att göra samhället tryggare. Ett konstant övervakande tar dock bort
människors anonymitet och integritet. Det är viktigt skapa lagstiftning och praxis som säkerställer
individens trygghet och integritet i fortsatt utveckling av bildigenkänning.

En tillämpning av AI är automatisering av uppgifter [33]. Det kan handla både om uppgifter
som människor kan genomföra, men även lösa komplexa problem som tidigare varit svåra att lösa.
Positiva konsekvenser kan vara att ge människor mer fritid och bättre användning av vardagen
samt att med hjälp av bildigenkänning kunna lösa problem som varit ytterst invecklade eller omöj-
liga tidigare. Ett exempel på jobb som redan kan utföras av människor och som kan försvinna till
konsekvens av automatisering är vägtransport. Denna form av automatisering kan ersätta många
människor samt skapa sociala och ekonomiska svårigheter.
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A Appendix – Ordlista

Bildigenkänning En dators förmåga att klassificera bilderkänning. Finns många metoder som
används för bildigen, bland annat PCA och NN.

Bit En binär enhet som kan ha ett av två möjliga värden, 0,1. Används för att representera
information i dotorn genom binär kod.

Byte Är en enhet inom datorkunkap som består av 8 bitar. Används av oss mäniskor för att förstå
information.

CNN Konvolutionellt nätverk (faltningsnätverk), mer komplicerad typ av neuralt nätverk som
innehåller minst ett konvolutionellt lager (eng. convolutional neural network).

Filter Mindre matris som förs över större matris, för att generera utgående data. Kan användas
inom konvolutionella lager, maxpooling, etc (eng. kernel).

Flatten En matris plattas ut till en endimensionell vektor genom att raderna i matrisen läggs
efter varandra.

Flyttal Datatyp, är en beteckning inom datorprogramering och matematik för att representera
decimaltal med hög precision (eng. foating-point number).

Fullt sammankopplade lager Linjära lager som ligger efter varandra i neurala nätverk, där
varje neuron i ett lager är kopplad till varje neuron i nästkommande lager (eng. fully connected
layer).

LNN Linjärt neuralt nätverk, enklaste typen av neuralt nätverk med linjära lager (eng. linear
neural network).

Maxpooling En metod för att minska ner storleken på en matris. Ett filter förs över matrisen
och största värdet från filterområdet tas vidare till utdatan.

NN Neuralt nätverk, en maskininlärningsmetod för klassificering som är inspirerad av hjärnans
neuroner (eng. neural network).

Padding Antalet pixlar med värde noll som läggs till i kanten på en bild innan en operation med
ett filter. Används innom konvolutionellet lager, maxpooling, etc.

PCA Principalkomponentanalys, en dimentionsreducerande metod som kan användas för bild-
klassificering och klustering (eng. principal component analysis).

PK Principalkomponent, en linjär kombination som beskriver en viss variation i en datamängd,
byggstenar i PCA (eng. principal component).

Poängmatris Projektionen av en matris på dess principalkomponenter från PCA (eng. score
matrix ).

Poängvektor Projektionen av en vektor på principalkomponenterna från PCA (eng. score vector).

Stride Steglängden för varje operation av ett filter, vilket varierar beroende på filtret. Används i
konvolutionellt lager eller maxpooling.

SVD Singulärvärdesuppdelning, en typ av matrisfaktorisering vanlig inom matematiken (eng. sin-
gular value decomposition).
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B Appendix – Teori

B.1 Singulärvärdesuppdelning
Låt A vara en godtycklig matris sådan att A ∈ Rm×n där m ≥ n. Då kan dess singulärvärdesupp-
delning skrivas som

A = UΣV T ,

där U ∈ Rm×n och VT ∈ Rn×n är ortogonala matriser, vilket betyder att UUT = I och VVT = I
där I är identitetsmatrisen. Σ ∈ Rn×n är en diagonalmatris sådan att

Σ = diag(σ1, . . . , σn), där σ1 ≥ σ2 ≥, . . . ,≥ σn ≥ 0,

Då gäller följande satser [26]:

Sats 2.1 Egenvärdena av den symmetriska matrisen ATA är σ2. Kolumnerna i matrisen V =
(v1, v2, . . . , vn) är motsvarande egenvektorer.

Bevis. ATA = (UΣV T )T (UΣV T ) = V ΣUTUΣV = V Σ2V T . Detta är ett egenvärdesproblem, där
σ2 är egenvärden och vi är tillhörande ortonomerad egenvektor.

Sats 2.2 Egenvärdena av den symmetriska matrisen AAT är σ2 och m - n nollor. Kolumnerna i
matrisen U = (u1, u2, . . . , un) är motsvarande egenvektorer.

Bevis. Välj en godtycklig matris Ũ sådan att dim(Ũ) = m × (m − n), så att [U, Ũ ] är kvadratisk
och ortognonal. Då gäller följande

AAT = (UΣV T )(UΣV T )T = UΣV TV ΣUT = UΣ2UT =
[
U Ũ

]
·

[
Σ2 0

0 0

]
·
[
U Ũ

]T
Detta är ett egenvärdesproblem, där σ2 är egenvärden och ui är motsvarande ortonomerad egen-
vektor.

Sats 2.3 Om A har full rang, är x = V Σ−1UT b lösningen till minx∥Ax− b∥2.

Bevis. ∥Ax− b∥22 = ∥UΣV Tx− b∥22. Då A och Σ har full rang. Låt Ũ vara en matris så att
[
U, Ũ

]
är kvadratisk och ortogonal.

∥UΣV Tx− b∥22 =

∥∥∥∥∥
[
UT

ŨT

]
(UΣV Tx− b)

∥∥∥∥∥
2

2

=

∥∥∥∥∥
[
ΣV Tx− UT b

−ŨT b

]∥∥∥∥∥
2

2

= ∥ΣV Tx− UT b∥22 + ∥ŨT b∥22

För att minimera uttrycket ovan måste ∥ΣV Tx− UT b∥22 = 0, vilket gäller för x = V Σ−1UT b.

Sats 2.4 Låt U =
[
u1, u2, . . . , un

]
och V =

[
v1, v2, . . . , vn

]
så A = UΣV T =

∑n
i=1 σiuiv

T
i . Då

är matrisen, av rang k < n, Ak =
∑k

i=1 σiuiv
T
i närmast A och ∥A−Ak∥2 = σk+1.
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Bevis. Normen av skillnaden mellan matriserna A och Ak kan skrivas enligt

∥A−Ak∥2 =

∥∥∥∥∥
n∑

i=1

σiuiv
T
i −

k∑
i=1

σiuiv
T
i

∥∥∥∥∥
2

=

∥∥∥∥∥
n∑

i=k+1

σiuiv
T
i

∥∥∥∥∥
2

=

∥∥∥∥∥∥∥∥∥∥
U


0

σk+1

. . .
σn

V T

∥∥∥∥∥∥∥∥∥∥
2

= σk+1

Det återstår att visa att det inte finns en matris av rang k som är närmre A än Ak. Låt B vara
en godtycklig rang k matris, så att dess nollrum har dimensionen n − k. Rummet spänns upp
av {v1, . . . , vk+1} och har dimensionen k + 1. Då summan av dimensionerna för nollrummet och
rummet är (n − k) + (k + 1) > n, måste dessa överlappa varandra. Låt h vara en enhetsvektor i
skärningspunkten. Då

∥A−B∥22 ≥ ∥(A−B)h∥22 = ∥Ah∥22 =
∥∥UΣV Th

∥∥2
2
=

∥∥Σ(V Th)
∥∥2
2

≥ σ2
k+1

∥∥ΣV Th
∥∥2
2
= σ2

k+1
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B.2 Algoritmer för beräkning av SVD
Jacobialgoritmen är en iterativ numerisk metod beräkning för av SVD och bygger på en mer
generell Jacobimetod som med hjälp av Jacobi-rotation stegvis diagonaliserar en matris A till
en matris med egenvärdena av A på diagonalen [26]. Mer precist så skapar Jacobimetoden en
serie Ai, i = 0, . . . ,m ortogonalt lika matriser som konvergerar till en diagonalmatris Am med
egenvärdena till A på diagonalen. Matriserna Ai kan stegvis beräknas med ekvationen

Ai+1 = JT
i AiJi (26)

där matrisen Ji är en speciell Jacobi-rotationsmatris. Om steget upprepas erhålls

Am = JT
m−1Am1

Jm−1 = JT
m−1J

T
m−2 . . . J

T
0 Am1

J0 . . . Jm−2Jm−1 = JTAJ. (27)

Genom att välja Ji så att Am konvergerar till en diagonal matris Λ för stora m kan ekvationen
skrivas

Λ ≈ JTAJ (28)

JΛJT ≈ A (29)

varifrån det går att se att J och JT approximerar egenvektorer till A. För att ovanstående ska
stämma krävs det att Ji väljs så att matrisen iterativt blir mer diagonal. Detta görs genom att
låta Ji vara en Givens-rotationsmatris där värdet på θ väljs så att Aj,k och Ak,j i matrisen Ai+1

blir 0. Rotationsmatriserna har formen

Ji = R(j, k, θ) ≡

j k



1

1
. . .

j cos θ − sin θ
. . .

k sin θ cos θ
. . .

1

1

. (30)

Det går att visa att sin θ och cos θ kan beräknas med hjälp av följande ekvationer:

τ =
aijj − aikk

2aijk
(31)

t =
sign(τ)

|τ |+
√
1 + τ2

(32)

c = cos θ =
1√

1 + τ2
(33)

s = sin θ = tc (34)
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För härledningar av ovanstående ekvationer se [26]. Det kan även visas att matrisen A blir mer
diagonaliserad för varje iteration med olika (j, k) vilket i sin tur innebär att vi kan upprepa
proceduren för olika (j, k) tills det att A är tillräckligt diagonal. Ett exempel på en algoritm som
uppnår detta är algoritm 1:

Algoritm 1 Ensidig-Jacobi

function One-Sided-Jacobi-Rotation(G, j, k)
Compute ajj = (GTG)jj , ajk = (GTG)jk and akk = (GTG)kk

τ ←
aijj − aikk

2aijk

t← sign(τ)

|τ |+
√
1 + τ2

c← 1√
1 + τ2

s← tc
G← GR(j, k, θ) ▷ θ väljs så att c = cos θ och s = sin θ
J ← J R(j, k, θ)

end function

while GTG not diagonal enough do
for j = 1 to n− 1 do

for k = j + 1 to n do
One-Sided-Jacobi-Rotation(G, j, k)

end for
end for

end while
σi ← ∥G(:, i)∥2 ▷ 2-normen av kolumn i i G
U ← [u1, . . . , un] where ui = G(:, i)/σi

V ← J ▷ produkten av Jacobirotationerna

Algoritm 1 förutsätter att vi har en symmetrisk matris A = GTG och att G är av storleken n× n.
Algoritmen beräknar singularvärdena σi, den vänstra singularvektormatrisen U och den högra
singularvektormatrisen V så att G = UΣV T där Σ = diag(σi). Den gör detta genom att iterativt
gå igenom olika par (j, k) tills det att matrisen är tillräckligt diagonal. Med att vara tillräckligt
diagonal menas det att de värdena i matrisen som inte ligger på diagonalen är försumbart små.
Det går att visa att algoritm 1 kan beräkna SVD med hög precision. Se [26] för sats och bevis på
detta.
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C Appendix – Källkod
All källkod finns även tilgänglig på github [31].

C.1 Bildkomprimering
1 import os
2 from PIL import Image
3 import numpy as np
4 import e x t r a_ f i l e r . ext ra_too l s as t o o l s
5
6
7 def read_image ( path=’ ze lda . png ’ ) :
8 img = Image .open( path )
9 img_array = np . array ( img )

10 return img_array
11
12
13 def compress_image ( path , k ) :
14 or ig ina l_image = read_image ( path )
15 SVD_list = [ np . l i n a l g . svd ( or ig ina l_image [ : , : , i ] , f u l l_mat r i c e s=

False ) for i in range (3 ) ]
16
17 # Separate the U, S , and Vh components in t o t h e i r own l i s t s
18 U_list , S_l i s t , Vh_list = l i s t (map( l i s t , zip (∗ SVD_list ) ) )
19 for idx , (u , s , v ) in enumerate( zip ( U_list , S_l i s t , Vh_list ) ) :
20 U_list [ idx ] = u . astype (np . f l o a t 3 2 )
21 S_l i s t [ idx ] = s . astype (np . f l o a t 3 2 )
22 Vh_list [ idx ] = v . astype (np . f l o a t 3 2 )
23
24 # Mul t i p l y t o g e t h e r on ly the k f i r s t s i n gu l a r va l u e s and v e c t o r s

components to c r ea t e a new image
25 compressed_svd_list = [ np . dot ( U_list [ i ] [ : , : k ] ∗ S_l i s t [ i ] [ : k ] ,

Vh_list [ i ] [ : k , : ] ) for i in range (3 ) ]
26
27 # Combine the co l o r channe l s again and save i t as a new image
28 # Also c l i p the c o l o r s to 0 to 255 to prevent them from turn ing

in t o a rainbow co l o r .
29 compressed_img_array = np . dstack ( compressed_svd_list ) . c l i p (0 , 255) .

astype ( ’ u int8 ’ )
30 compressed_img = Image . fromarray ( compressed_img_array )
31 save_path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

svd_image_compression ’ , ’ compressed_images ’ )
32 name = os . path . basename ( path )
33 i f not os . path . i s d i r ( save_path ) :
34 os . makedirs ( save_path )
35 save_name = os . path . j o i n ( save_path , f ’ compressed_{name . r ep l a c e ( " .

jpg " , ␣ "") . r ep l a c e ( " . png " , ␣ "") }_k({k}) . png ’ )
36 compressed_img . save ( save_name )
37
38 return save_name

C.2 Klassificering med PCA
1 import numpy as np
2 from abc import ABC, abstractmethod
3 import e x t r a_ f i l e r . ext ra_too l s as t o o l s
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4 from s k l e a rn . decomposit ion import PCA
5 import time
6 import os
7 import pandas as pd
8
9 t l = t o o l s . EasyTimeLog ( )

10
11
12 class GeneralPCA(ABC) :
13 """
14 Def ines the s t r u c t u r e and what methods a PCA ca l c u l a t i n g c l a s s must

conta in
15 """
16
17 def __init__( s e l f , tra ining_data , test ing_data ) :
18 s e l f . t ra in ing_data = tra in ing_data
19 s e l f . tes t ing_data = test ing_data
20 s e l f . center_data ( )
21
22 @abstractmethod
23 def get_training_components ( s e l f , k ) :
24 pass
25
26 @abstractmethod
27 def get_testing_components ( s e l f , k ) :
28 pass
29
30 def get_components ( s e l f , k ) :
31 training_comp , tra in ing_time = s e l f . get_training_components ( k )
32 testing_comp , test in_t ime = s e l f . get_testing_components ( k )
33 return training_comp , training_time , testing_comp , test in_t ime
34
35 def __len__( s e l f ) :
36 return len ( s e l f . test ing_data )
37
38 def center_data ( s e l f ) :
39 mean = s e l f . t ra in ing_data .mean( ax i s=0)
40 s e l f . t ra in ing_data = s e l f . t ra in ing_data − mean
41 s e l f . tes t ing_data = s e l f . tes t ing_data − mean
42 total_mean = s e l f . t ra in ing_data .mean ( )
43 tota l_std = s e l f . t ra in ing_data . std ( )
44 s e l f . t ra in ing_data = ( s e l f . t ra in ing_data − total_mean ) /

tota l_std
45 s e l f . tes t ing_data = ( s e l f . test ing_data − total_mean ) /

tota l_std
46
47
48 class CovariancePCA(GeneralPCA) :
49 """
50 Ca l cu l a t e s PCA using SVD and a covar iance matrix
51 """
52
53 def __init__( s e l f , tra ining_data , test ing_data ) :
54 t t = t l . s ta r t_log ( f ’ t r a i n i ng_s i z e : ␣{ l en ( tra in ing_data ) } ’ )
55 super ( ) . __init__( training_data , test ing_data )
56 C = np . cov ( training_data , rowvar=False )
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57 s e l f .V, _, _ = np . l i n a l g . svd (C)
58 t t . stop ( )
59 s e l f . i n i t i a l_t r a i n i ng_t ime = t t . time ( )
60
61 def get_training_components ( s e l f , k ) :
62 t t = t l . s ta r t_log ( f ’ components : ␣{k} , ␣ t r a i n i ng_s i z e : ␣{ l en ( s e l f .

t ra in ing_data ) } ’ )
63 comp = s e l f . t ra in ing_data @ s e l f .V[ : , : k ]
64 t t . stop ( )
65 return comp , t t . time ( ) + s e l f . i n i t i a l_t r a i n i ng_t ime
66
67 def get_testing_components ( s e l f , k ) :
68 t t = t l . s ta r t_log ( f ’ components : ␣{k} , ␣ t e s t i n g_s i z e : ␣{ l en ( s e l f .

tes t ing_data ) } ’ )
69 comp = s e l f . test ing_data @ s e l f .V[ : , : k ]
70 t t . stop ( )
71 return comp , t t . time ( )
72
73
74 class SvdPCA(GeneralPCA) :
75 """
76 Ca l cu l a t e s PCA using SVD on the o r i g i n a l matrix
77 """
78
79 def __init__( s e l f , tra ining_data , test ing_data ) :
80 t t = t l . s ta r t_log ( f ’ t r a i n i ng_s i z e : ␣{ l en ( tra in ing_data ) } ’ )
81 super ( ) . __init__( training_data , test ing_data )
82 U, S , Vt = np . l i n a l g . svd ( s e l f . t ra in ing_data )
83 s e l f .U = U
84 s e l f .V = Vt .T
85 s e l f . S = S
86 t t . stop ( )
87 s e l f . i n i t i a l_t r a i n i ng_t ime = t t . time ( )
88
89 def get_training_components ( s e l f , k ) :
90 t t = t l . s ta r t_log ( f ’ components : ␣{k} , ␣ t r a i n i ng_s i z e : ␣{ l en ( s e l f .

t ra in ing_data ) } ’ )
91 # Uk = s e l f .U[ : , : k ]
92 # Sk = np . d iag ( s e l f . S [ : k ] )
93 comp = s e l f . t ra in ing_data @ s e l f .V[ : , : k ]
94 t t . stop ( )
95 return comp , t t . time ( ) + s e l f . i n i t i a l_t r a i n i ng_t ime
96
97 def get_testing_components ( s e l f , k ) :
98 t t = t l . s ta r t_log ( f ’ components : ␣{k} , ␣ t e s t i n g_s i z e : ␣{ l en ( s e l f .

tes t ing_data ) } ’ )
99 comp = s e l f . test ing_data @ s e l f .V[ : , : k ]

100 t t . stop ( )
101 return comp , t t . time ( )
102
103
104 class SklearnPCA(GeneralPCA) :
105 """
106 Ca l cu l a t e s PCA using the e x i s t i n g l i b r a r y s k l e a rn
107 """
108
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109 def __init__( s e l f , tra ining_data , test ing_data ) :
110 t t = t l . s ta r t_log ( f ’ t r a i n i ng_s i z e : ␣{ l en ( tra in ing_data ) } ’ )
111 super ( ) . __init__( training_data , test ing_data )
112 t t . stop ( )
113
114 def get_training_components ( s e l f , k ) :
115 t t = t l . s ta r t_log ( ’TRAINING␣TIME ’ , f ’ components : ␣{k} , ␣

t r a i n i ng_s i z e : ␣{ l en ( s e l f . t ra in ing_data ) } ’ )
116 pca = PCA(k )
117 pca . f i t ( s e l f . t ra in ing_data )
118 t t . stop ( )
119 t t = t l . s ta r t_log ( f ’ components : ␣{k} , ␣ t r a i n i ng_s i z e : ␣{ l en ( s e l f .

t ra in ing_data ) } ’ )
120 comp = pca . trans form ( s e l f . t ra in ing_data )
121 t t . stop ( )
122 return comp , t t . time ( )
123
124 def get_testing_components ( s e l f , k ) :
125 t t = t l . s ta r t_log ( ’TRAINING␣TIME ’ , f ’ components : ␣{k} , ␣

t r a i n i ng_s i z e : ␣{ l en ( s e l f . t ra in ing_data ) } ’ )
126 pca = PCA(k )
127 pca . f i t ( s e l f . t ra in ing_data )
128 t t . stop ( )
129 t t = t l . s ta r t_log ( f ’ components : ␣{k} , ␣ t r a i n i ng_s i z e : ␣{ l en ( s e l f .

t ra in ing_data ) } ’ )
130 comp = pca . trans form ( s e l f . t ra in ing_data )
131 t t . stop ( )
132 return comp , t t . time ( )
133
134 def get_components ( s e l f , k ) :
135 t t = t l . s ta r t_log ( ’TRAINING␣TIME ’ , f ’ components : ␣{k} , ␣

t r a i n i ng_s i z e : ␣{ l en ( s e l f . t ra in ing_data ) } ’ )
136 pca = PCA(k )
137 pca . f i t ( s e l f . t ra in ing_data )
138 comp_training = pca . trans form ( s e l f . t ra in ing_data )
139 t t . stop ( )
140 t1 = t t . time ( )
141
142 t t = t l . s ta r t_log ( f ’ t e s t i n g ␣ t e s t i n g ’ , f ’ components : ␣{k} , ␣

t r a i n i ng_s i z e : ␣{ l en ( s e l f . t ra in ing_data ) } ’ )
143 comp_testing = pca . trans form ( s e l f . test ing_data )
144 t t . stop ( )
145 return comp_training , t1 , comp_testing , t t . time ( )
146
147
148 class LoadPCA(GeneralPCA) :
149 """
150 Laods a da t a s e t in the same format as you ’ d ge t i f you computed i t
151 """
152
153 def __init__( s e l f ) :
154 """ Class f o r l oad ing in p r e v i o u s l y c a l c u l a t e d f i l e s r e turns 0

f o r the t imes """
155 super ( ) . __init__(np . array ( [ 0 ] ) , np . array ( [ 0 ] ) )
156
157 def get_training_components ( s e l f , k ) :
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158 train_array , _, _, _ = to o l s . load_pca_mnist ( f ’
pca_transformed_MNIST_k={k} ’ )

159 return train_array , 0
160
161 def get_testing_components ( s e l f , k ) :
162 _, _, test_array , _ = t o o l s . load_pca_mnist ( f ’

pca_transformed_MNIST_k={k} ’ )
163 return test_array , 0
164
165 def get_components ( s e l f , k ) :
166 train_array , _, test_array , _ = t o o l s . load_pca_mnist ( f ’

pca_transformed_MNIST_k={k} ’ )
167 return train_array , 0 , test_array , 0
168
169
170 class ReducedSizePCA(GeneralPCA) :
171 def __init__( s e l f , pca : GeneralPCA , t ra in ing_ labe l s ,

r educt ion_factor =0.5) :
172 super ( ) . __init__( pca . training_data , pca . test ing_data )
173 s e l f . pca = pca
174 s e l f . t r a i n i n g_ l ab e l s = t r a i n i n g_ l ab e l s
175 s e l f . new_training_labels = None
176 s e l f . r educt ion_factor = reduct ion_factor
177
178 def get_training_components ( s e l f , k ) :
179 t t = t l . s ta r t_log ( f ’ Reducing␣ s i z e ␣ from␣{ l en ( s e l f . t ra in ing_data )

} ’ , f ’ r educt ion ␣ f a c t o r={ s e l f . r educt ion_factor } ’ ,
180 f ’ k={k} ’ )
181 training_components , t ra in ing_time = s e l f . pca .

get_training_components ( k )
182 new_components , new_labels = t o o l s . reduce_pca_dataset (

training_components , s e l f . t r a i n ing_labe l s ,
183 s e l f .

r educt ion_factor
)

184 s e l f . new_training_labels = new_labels
185 t t . stop ( )
186 return new_components , t t . time ( ) + tra in ing_time
187
188 def get_testing_components ( s e l f , k ) :
189 return s e l f . pca . get_testing_components ( k )
190
191 def get_new_labels ( s e l f ) :
192 return s e l f . new_train ing_labels
193
194
195 def c a l c u l a t e_pr ed i c t i on s ( pca : GeneralPCA , l abe l s_t ra in , l abe l s_te s t ,

k_ l i s t : l i s t [ int ] ) :
196 a c cu r a c i e s = np . z e ro s ( len ( k_ l i s t ) )
197 tra in ing_t imes = np . z e ro s ( len ( k_ l i s t ) )
198 tes t ing_t imes = np . z e r o s ( len ( k_ l i s t ) )
199 for i , k in enumerate( k_ l i s t ) :
200 t ra in ing_score s , tra ining_time , t e s t ing_score s ,

test ing_preprocess_t ime = pca . get_components ( k )
201 i f isinstance ( pca , ReducedSizePCA) :
202 l ab e l s_t r a i n = pca . get_new_labels ( ) # i f i t i s a reduced
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s i z e pca then the l a b e l s need to be r e f r e s h ed
203 print ( f ’ k : ␣{k} , ␣ l en ( t r a i n i n g ) : ␣{ l en ( l ab e l s_t r a i n ) } ’ )
204 t0 = time . time ( )
205 for j , row in enumerate( t e s t i ng_sco r e s ) :
206 i f j % 200 == 0 :
207 print ( j )
208 d i s t an c e s = np .sum(np . square ( t r a i n ing_sco r e s − row ) , ax i s

=1)
209 predicted_number = l abe l s_t r a i n [ np . argmin ( d i s t an c e s ) ]
210 i f predicted_number == lab e l s_ t e s t [ j ] :
211 a c cu r a c i e s [ i ] += 1
212 tes t ing_t imes [ i ] = time . time ( ) − t0 + test ing_preprocess_t ime
213 tra in ing_t imes [ i ] = tra in ing_time
214 a c cu r a c i e s /= len ( pca )
215 tes t ing_t imes /= len ( pca )
216 return accurac i e s , t ra in ing_times , te s t ing_t imes
217
218
219 def test_pca ( save=True , t r a in ing_se t_s i z e s=None , k_ l i s t=None ) :
220 # tra in ing_se t_s i z e s = [−1 , −2, −3, 1000 , 5000 , 10000 , 30000 ,

60000]
221 i f t r a in ing_se t_s i z e s i s None :
222 t ra in ing_se t_s i z e s = [999 , 1000 , 1001 , 5000 , 10000 ]
223 i f k_l i s t i s None :
224 k_l i s t = [ 1 , 2 , 3 , 5 , 8 , 14 , 20 , 28 , 64 , 128 ]
225
226 a c c u r a c i e s_ l i s t = [ ]
227 t ra in ing_t imes_ l i s t = [ ]
228 t e s t i ng_t imes_ l i s t = [ ]
229 test_data , t e s t_ l ab e l s = t o o l s . load_mnist ( Fa l se )
230 test_data = np . array ( test_data )
231 t e s t_ l ab e l s = np . array ( t e s t_ l ab e l s )
232 for i , s i z e in enumerate( t r a in ing_se t_s i z e s ) :
233 i f s i z e == −1:
234 train_data , t r a i n_ l abe l s = t o o l s . load_mnist (True )
235 train_data = np . array ( train_data )
236 t r a i n_ l abe l s = np . array ( t r a i n_ l abe l s )
237 pca = ReducedSizePCA(CovariancePCA( train_data , test_data ) ,

t ra in_labe l s , 0 . 5 )
238 e l i f s i z e == −2:
239 train_data , t r a i n_ l abe l s = t o o l s . load_mnist (True )
240 train_data = np . array ( train_data )
241 t r a i n_ l abe l s = np . array ( t r a i n_ l abe l s )
242 pca = ReducedSizePCA(CovariancePCA( train_data , test_data ) ,

t ra in_labe l s , 0 . 7 5 )
243 e l i f s i z e == −3:
244 train_data , t r a i n_ l abe l s = t o o l s . load_mnist (True )
245 train_data = np . array ( train_data )
246 t r a i n_ l abe l s = np . array ( t r a i n_ l abe l s )
247 pca = ReducedSizePCA(CovariancePCA( train_data , test_data ) ,

t ra in_labe l s , 1)
248 else :
249 train_data , t r a i n_ l abe l s = t o o l s . load_mnist (True , s i z e )
250 train_data = np . array ( train_data )
251 t r a i n_ l abe l s = np . array ( t r a i n_ l abe l s )
252 pca = CovariancePCA( train_data , test_data )
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253 accuracy , train_time , test_time = ca l cu l a t e_p r ed i c t i on s ( pca ,
t ra in_labe l s , t e s t_ labe l s , k_ l i s t )

254 a c c u r a c i e s_ l i s t . append ( accuracy )
255 t ra in ing_t imes_ l i s t . append ( train_time )
256 t e s t i ng_t imes_ l i s t . append ( test_time )
257
258 i f save :
259 save_dir = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

pca_image_c la s s i f i ca t i on ’ , ’ r e s u l t s ’ )
260 i f not os . path . e x i s t s ( save_dir ) :
261 os . makedirs ( save_dir )
262
263 pd . DataFrame (
264 a c cu r a c i e s_ l i s t , columns=k_l i s t , index=np . array (

t r a in ing_se t_s i z e s ) ) . to_csv (
265 os . path . j o i n ( save_dir , ’ accuracy . csv ’ ) , sep=’ ; ’ )
266
267 pd . DataFrame (
268 t ra in ing_t imes_l i s t , columns=k_l i s t , index=np . array (

t r a in ing_se t_s i z e s ) ) . to_csv (
269 os . path . j o i n ( save_dir , ’ t ra in ing_time . csv ’ ) , sep=’ ; ’ )
270
271 pd . DataFrame (
272 te s t ing_t imes_l i s t , columns=k_l i s t , index=np . array (

t r a in ing_se t_s i z e s ) ) . to_csv (
273 os . path . j o i n ( save_dir , ’ tes t ing_t ime . csv ’ ) , sep=’ ; ’ )
274
275
276 i f __name__ == ’__main__ ’ :
277 test_pca (True )

C.3 Plottning av PCA klassificering
1 import pandas as pd
2 import os
3 import e x t r a_ f i l e r . ext ra_too l s as t o o l s
4 import matp lo t l i b . pyplot as p l t
5
6
7 def p l o t_r e su l t s ( ) :
8 l i n e_ s t y l e s = [ ’− ’ , ’−− ’ , ’ −. ’ , ’ : ’ , ’ ’ ,
9 ’−− ’ , (0 , (1 , 1) ) , (0 , (3 , 1 , 1 , 1) ) , (0 , (5 , 1) ) ]

10 marker_styles = [ ’ o ’ , ’D ’ , ’^ ’ , ’+ ’ , ’> ’ , ’ 1 ’ , ’ 2 ’ , ’ 3 ’ ,
11 ’ 4 ’ , ’ s ’ , ’ p ’ , ’ ∗ ’ , ’ h ’ , ’H ’ , ’ v ’ , ’ x ’ , ’D ’ , ’ d ’ ]
12 tes t ing_accuracy = pd . read_csv (
13 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

pca_image_c la s s i f i ca t i on ’ , ’ r e s u l t s ’ , f ’ accuracy . csv ’ ) , sep
=’ ; ’ ,

14 index_col=0)
15 test ing_t ime = pd . read_csv (
16 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

pca_image_c la s s i f i ca t i on ’ , ’ r e s u l t s ’ , f ’ te st ing_time . csv ’ ) ,
sep=’ ; ’ ,

17 index_col=0)
18 tra in ing_time = pd . read_csv (
19 os . path . j o i n ( t o o l s . get_project_root ( ) , ’
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pca_image_c la s s i f i ca t i on ’ , ’ r e s u l t s ’ , f ’ t ra in ing_time . csv ’ )
, sep=’ ; ’ ,

20 index_col=0)
21
22 f i g , axs = p l t . subp lo t s (1 , 3 , f i g s i z e =(12 , 4) )
23
24 x = [ int ( v ) for v in te s t ing_accuracy . columns ]
25
26 s p e c i a l_ l ab e l s = {
27 −1: ’ reducerad , ␣ 0 .5 ’ ,
28 −2: ’ reducerad , ␣ 0 .75 ’ ,
29 −3: ’ reducerad , ␣1 ’
30 }
31 l a b e l s = [ f ’ {n} ’ i f n not in s p e c i a l_ l ab e l s else s p e c i a l_ l ab e l s [ n ]

for n in te s t ing_accuracy . index ]
32
33 # P l o t t i n g the accuracy
34 for idx , l i n e in te s t ing_accuracy . reset_index ( ) . i t e r r ows ( ) :
35 idx = int ( idx )
36 l i n e = l i n e . va lue s [ 1 : ]
37 axs [ 0 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] )
38 axs [ 0 ] . s e t_y labe l ( ’ P r e c i s i on ’ )
39 # axs [ 0 ] . set_yl im ( [ 0 . 5 , 1 ] )
40 axs [ 0 ] . s e t_ t i t l e ( ’ P r e c i s i on ␣ f r ␣ o l i k a ␣ s t o ra ␣ t r n i n g s s e t ␣och␣k ’ )
41
42 # P l o t t i n g the t r a i n i n g time
43 for idx , l i n e in tra in ing_time . reset_index ( ) . i t e r r ows ( ) :
44 idx = int ( idx )
45 l i n e = l i n e . va lue s [ 1 : ]
46 axs [ 1 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] )
47 axs [ 1 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
48 # axs [ 1 ] . set_yl im ( [ 0 , 4 ] )
49 axs [ 1 ] . s e t_ t i t l e ( ’ T r n i n g s t i d ␣ f r ␣ o l i k a ␣ s t o ra ␣ t r n i n g s s e t ␣och␣k ’

)
50
51 # P l o t t i n g the t e s t i n g time
52 test ing_time = test ing_time ∗ 1000
53 for idx , l i n e in test ing_t ime . reset_index ( ) . i t e r r ows ( ) :
54 idx = int ( idx )
55 l i n e = l i n e . va lue s [ 1 : ]
56 axs [ 2 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] )
57 axs [ 2 ] . s e t_y labe l ( ’ t i d ␣ (ms) ’ )
58 # axs [ 2 ] . set_yl im ( [ 0 , 3 ] )
59 axs [ 2 ] . s e t_ t i t l e ( ’ Tes t t id ␣ f r ␣ o l i k a ␣ s t o ra ␣ t r n i n g s s e t ␣och␣k ’ )
60
61 for ax in axs :
62 ax . s e t_x labe l ( ’ k ’ )
63 ax . l egend ( l ab e l s , t i t l e=’ T r n i n g s b i l d e r ’ )
64 ax . g r id ( )
65
66 for i , ax in enumerate( axs ) :
67 ax . t ex t ( −0.14 , 1 . 08 , f " ({ chr ( i ␣+␣97) }) " , trans form=ax . transAxes

,
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68 fontwe ight=’ bold ’ , f o n t s i z e =12, va=’ top ’ , ha=’ l e f t ’ )
69
70 f i g . t ight_layout ( )
71 p l t . show ( )
72
73
74 i f __name__ == ’__main__ ’ :
75 p l o t_r e su l t s ( )

C.4 Generering av modifierade dataset för NN
1 from e x t r a_ f i l e r . ext ra_too l s import append_matrix_to_csv , load_mnist ,

EasyTimeLog
2 from s k l e a rn . decomposit ion import PCA
3 import numpy as np
4 import os
5
6 t ime log = EasyTimeLog ( )
7
8
9 def create_pca_l ibrary ( tra in_set , l abe l_tra in , test_set , l abe l_te s t ,

principal_components , save_fo lder=None ,
10 dataset_name=’ ’ , normal ize=True ) :
11 # Define the pca , i t ’ s much ea s i e r i f we j u s t use a l i b r a r y
12 t l = t ime log . s ta r t_log ( f ’PCA␣on␣ the ␣ t r a i n i n g ␣ s e t ␣with␣{ l en (

t ra in_set ) }␣ images ’ , f ’ k={principal_components } ’ )
13 pca = PCA(n_components=principal_components )
14 pca . f i t ( t ra in_set )
15
16 pca_train = pca . trans form ( t ra in_set )
17 mean = 0
18 std = 1
19 i f normal ize :
20 mean = pca_train .mean ( )
21 std = pca_train . s td ( )
22 pca_train = ( pca_train − mean) / std
23 t l . s top ( )
24
25 t l = t ime log . s ta r t_log ( f ’PCA␣ p r o j e c t i o n ␣ o f ␣{ l en ( t e s t_se t ) }␣ t e s t i n g ␣

images ’ , f ’ k={principal_components } ’ )
26 pca_test = pca . trans form ( te s t_se t )
27 i f normal ize :
28 print ( f ’ normal i z ing ␣mean : ␣{mean} , ␣ std : ␣{ std } ’ )
29 pca_test = ( pca_test − mean) / std
30 t l . s top ( )
31
32 i f save_fo lder i s not None :
33 append_matrix_to_csv ( pca_train ,
34 f ’ pca_transformed_training_{dataset_name}

_k={principal_components } . csv ’ ,
35 r e l a t i v e_roo t=True ,
36 f o l d e r=os . path . j o i n ( save_fo lder ,
37 f ’ pca_transformed_{

dataset_name}_k={
principal_components
} ’ ) )
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38 append_matrix_to_csv ( pca_test ,
39 f ’ pca_transformed_testing_{dataset_name}_k

={principal_components } . csv ’ ,
40 r e l a t i v e_roo t=True ,
41 f o l d e r=os . path . j o i n ( save_fo lder ,
42 f ’ pca_transformed_{

dataset_name}_k={
principal_components
} ’ ) )

43 append_matrix_to_csv ( labe l_tra in ,
44 f ’ labels_svd_transformed_training_{

dataset_name}_k={principal_components
} . csv ’ ,

45 r e l a t i v e_roo t=True ,
46 f o l d e r=os . path . j o i n ( save_fo lder ,
47 f ’ pca_transformed_{

dataset_name}_k={
principal_components
} ’ ) )

48 append_matrix_to_csv ( labe l_te s t ,
49 f ’ labels_svd_transformed_test ing_{

dataset_name}_k={principal_components
} . csv ’ ,

50 r e l a t i v e_roo t=True ,
51 f o l d e r=os . path . j o i n ( save_fo lder ,
52 f ’ pca_transformed_{

dataset_name}_k={
principal_components
} ’ ) )

53
54
55 def c r ea t e_svd_l iba r i e s ( tra in_set , l abe l_tra in , test_set , l abe l_te s t ,

t runcat i on : int , save_fo lder=None ,
56 dataset_name=’ ’ , normal ize=True ) :
57 U_train = np . z e r o s ( ( t ra in_set . shape [ 0 ] , t ra in_set . shape [ 1 ] ∗

t runcat i on ) )
58 Vt_train = np . z e r o s ( ( t ra in_set . shape [ 0 ] , t ra in_set . shape [ 2 ] ∗

t runcat i on ) )
59 k = truncat i on
60 t l = t ime log . s ta r t_log ( f ’ svd␣on␣ the ␣ t r a i n i n g ␣ s e t ␣with␣{ l en (

t ra in_set ) }␣ images ’ , f ’ k={k} ’ )
61 Umean = 0
62 Vtmean = 0
63 Ustd = 1
64 Vtstd = 1
65 for i , img in enumerate( t ra in_set ) :
66 u , _, vt = np . l i n a l g . svd ( img )
67 v = vt .T
68 u_k = u [ : , : k ]
69 v_k = v [ : , : k ]
70 U_train [ i , : ] = u_k . f l a t t e n ( )
71 Vt_train [ i , : ] = v_k . f l a t t e n ( )
72 i f normal ize :
73 Umean = U_train .mean ( )
74 Vtmean = Vt_train .mean ( )
75 Ustd = U_train . std ( )
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76 Vtstd = Vt_train . std ( )
77 U_train = (U_train − Umean) / Ustd
78 Vt_train = ( Vt_train − Vtmean) / Vtstd
79 t l . s top ( )
80
81 U_test = np . z e r o s ( ( t ra in_set . shape [ 0 ] , t ra in_set . shape [ 1 ] ∗

t runcat i on ) )
82 Vt_test = np . z e ro s ( ( t ra in_set . shape [ 0 ] , t ra in_set . shape [ 2 ] ∗

t runcat i on ) )
83 t l = t ime log . s ta r t_log ( f ’ svd␣on␣ the ␣ t e s t i n g ␣ s e t ␣with␣{ l en ( t e s t_se t )

}␣ images ’ , f ’ k={k} ’ )
84 for i , img in enumerate( t e s t_se t ) :
85 u , _, vt = np . l i n a l g . svd ( img )
86 v = vt .T
87 u_k = u [ : , : k ]
88 v_k = v [ : , : k ]
89 U_test [ i , : ] = u_k . f l a t t e n ( )
90 Vt_test [ i , : ] = v_k . f l a t t e n ( )
91 i f normal ize :
92 U_test = (U_test − Umean) / Ustd
93 Vt_test = ( Vt_test − Vtmean) / Vtstd
94 t l . s top ( )
95
96 i f save_fo lder i s not None :
97 # Save f o r U
98 append_matrix_to_csv (U_train , f ’ U_SVD_transformed_training_{

dataset_name}_k={k } . csv ’ ,
99 r e l a t i v e_roo t=True ,

100 f o l d e r=os . path . j o i n ( save_fo lder , f ’
U_svd_transformed_{dataset_name}_k={k}
’ ) )

101 append_matrix_to_csv (U_test , f ’ U_SVD_transformed_testing_{
dataset_name}_k={k } . csv ’ ,

102 r e l a t i v e_roo t=True ,
103 f o l d e r=os . path . j o i n ( save_fo lder , f ’

U_svd_transformed_{dataset_name}_k={k}
’ ) )

104 append_matrix_to_csv ( labe l_tra in , f ’
labels_SVD_transformed_training_{dataset_name}_k={k } . csv ’ ,

105 r e l a t i v e_roo t=True ,
106 f o l d e r=os . path . j o i n ( save_fo lder , f ’

U_svd_transformed_{dataset_name}_k={k}
’ ) )

107 append_matrix_to_csv ( labe l_te s t , f ’
labels_SVD_transformed_testing_{dataset_name}_k={k } . csv ’ ,

108 r e l a t i v e_roo t=True ,
109 f o l d e r=os . path . j o i n ( save_fo lder , f ’

U_svd_transformed_{dataset_name}_k={k}
’ ) )

110 # Save f o r V
111 append_matrix_to_csv ( Vt_train , f ’ Vt_SVD_transformed_training_{

dataset_name}_k={k } . csv ’ ,
112 r e l a t i v e_roo t=True ,
113 f o l d e r=os . path . j o i n ( save_fo lder , f ’

V_svd_transformed_{dataset_name}_k={k}
’ ) )
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114 append_matrix_to_csv ( Vt_test , f ’ Vt_SVD_transformed_testing_{
dataset_name}_k={k } . csv ’ ,

115 r e l a t i v e_roo t=True ,
116 f o l d e r=os . path . j o i n ( save_fo lder , f ’

V_svd_transformed_{dataset_name}_k={k}
’ ) )

117 append_matrix_to_csv ( labe l_tra in , f ’
labels_SVD_transformed_training_{dataset_name}_k={k } . csv ’ ,

118 r e l a t i v e_roo t=True ,
119 f o l d e r=os . path . j o i n ( save_fo lder , f ’

V_svd_transformed_{dataset_name}_k={k}
’ ) )

120 append_matrix_to_csv ( labe l_te s t , f ’
labels_SVD_transformed_testing_{dataset_name}_k={k } . csv ’ ,

121 r e l a t i v e_roo t=True ,
122 f o l d e r=os . path . j o i n ( save_fo lder , f ’

V_svd_transformed_{dataset_name}_k={k}
’ ) )

123
124
125 def pca_library_main (k , dataset_name=’MNIST ’ ) :
126 n_test = −1 # a l l
127 p ixe l s_tra in , l ab e l s_t r a i n = load_mnist (True , n_test )
128 p ixe l s_te s t , l a b e l s_ t e s t = load_mnist ( False , n_test )
129 create_pca_l ibrary ( p ixe l s_tra in , l abe l s_t ra in , p ixe l s_te s t ,

l abe l s_te s t , k ,
130 save_fo lder=’ Generated␣ datase t ␣ va r i an t s ’ ,

dataset_name=dataset_name )
131
132
133 def svd_librar ies_main (k , dataset_name=’MNIST ’ ) :
134 n_test = −1 # a l l
135 p ixe l s_tra in , l ab e l s_t r a i n = load_mnist (True , n_test , True )
136 p ixe l s_te s t , l a b e l s_ t e s t = load_mnist ( False , n_test , True )
137 c rea t e_svd_l iba r i e s ( p ixe l s_tra in , l abe l s_t ra in , p ixe l s_te s t ,

l abe l s_te s t , k ,
138 save_fo lder=’ Generated␣ datase t ␣ va r i an t s ’ ,

dataset_name=dataset_name )

C.5 Modeller för NN
1 import torch
2 import torch . nn as nn
3 import torch . nn . f un c t i o n a l as f un c t i o n a l
4
5
6 class LinearModule (nn . Module ) :
7 """A c l a s s r ep re s en t a s imple NN fo r d i g i t a lnumber MNIST"""
8
9 def __init__( s e l f , input_size , h idden_layer_size ) −> None :

10 super ( ) . __init__ ( )
11 s e l f . input_s ize = input_s ize
12 s e l f . l inear_1 = nn . Linear ( s e l f . input_size , h idden_layer_size )
13 s e l f . l inear_2 = nn . Linear ( hidden_layer_size , h idden_layer_size

// 2)
14 s e l f . l inear_3 = nn . Linear ( hidden_layer_size // 2 , 10)
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15 # s e l f . dropout = nn . Dropout ( p=0.1)
16
17 def forward ( s e l f , x ) :
18 x = x . view (−1 , s e l f . input_s ize ) # Fla t t e rn
19 x = torch . r e l u ( s e l f . l inear_1 (x ) )
20 x = torch . r e l u ( s e l f . l inear_2 (x ) )
21 x = s e l f . l inear_3 (x )
22 return f u n c t i o n a l . log_softmax (x , dim=1)
23
24
25 class ConvModule (nn . Module ) :
26 def __init__( s e l f , fu l ly_connected_size , c onvo lu t i ona l_s i z e ) :
27 super (ConvModule , s e l f ) . __init__ ( )
28 # Define the convo l u t i ona l l a y e r s
29 s e l f . conv1 = nn . Conv2d (1 , convo lu t i ona l_s i z e , k e rne l_s i z e =3,

s t r i d e =1)
30 s e l f . conv2 = nn . Conv2d ( convo lu t i ona l_s i z e , c onvo lu t i ona l_s i z e ∗

2 , k e rne l_s i z e =3, s t r i d e =1)
31
32 # Define the f u l l y connected l a y e r s
33 s e l f . f c 1 = nn . Linear ( convo lu t i ona l_s i z e ∗ 2 ∗ 5 ∗ 5 ,

fu l ly_connected_s ize )
34 s e l f . dropout = nn . Dropout (p=0.5)
35 s e l f . f c 2 = nn . Linear ( fu l ly_connected_s ize , 10)
36
37 def forward ( s e l f , x ) :
38 # Apply the convo l u t i ona l l a y e r s
39 x = s e l f . conv1 (x )
40 x = nn . f un c t i o n a l . r e l u (x )
41 x = nn . f un c t i o n a l . max_pool2d (x , k e rne l_s i z e=2)
42 x = s e l f . conv2 (x )
43 x = nn . f un c t i o n a l . r e l u (x )
44 x = nn . f un c t i o n a l . max_pool2d (x , k e rne l_s i z e=2)
45
46 # Fla t t en the output from the convo l u t i ona l l a y e r s
47 x = torch . f l a t t e n (x , 1)
48
49 # Apply the f u l l y connected l a y e r s
50 x = s e l f . f c 1 ( x )
51 x = nn . f un c t i o n a l . r e l u (x )
52 x = s e l f . dropout (x )
53 x = s e l f . f c 2 ( x )
54 x = nn . f un c t i o n a l . softmax (x , dim=1)
55 return x

C.6 Träning och testning av NN
1 import os . path
2 import warnings
3 import torch . optim as optim
4 from t o r c hv i s i o n . da ta s e t s import MNIST
5 from t o r c hv i s i o n import t rans forms
6 from torch . u t i l s . data import DataLoader , Dataset
7 import numpy as np
8 import e x t r a_ f i l e r . ext ra_too l s as t o o l s
9 from neura l_network_image_class i f i cat ion . neural_network_models import ∗
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10 import time
11 import torch . nn . f un c t i o n a l as f un c t i o n a l
12
13 t ime log = t o o l s . EasyTimeLog ( )
14 dev i ce = torch . dev i c e ( ’ cuda ’ i f torch . cuda . i s_ava i l ab l e ( ) else ’ cpu ’ )
15
16
17 class SimpleDataset ( Dataset ) :
18 """A c l a s s r ep r e s en t data , Are needed to make a da ta l oader to

i n t e r a t e through when t r a i n i n g and t e s t i n g the model ’
19 The "SimpleDataset " has __len__ and __getitem__ as a b s t r a c t f u n c t i o n

−> th e r e f o r e t h i s c l a s sneed to have the same
20 """
21
22 def __init__( s e l f , data , l a b e l s ) :
23 s e l f . data = data
24 s e l f . t a r g e t s = l a b e l s
25 i f len ( data ) != len ( l a b e l s ) :
26 warnings . warn ( ’The␣ l a b e l s ␣and␣ the ␣ images ␣ are ␣not␣ the ␣same␣

length ’ )
27
28 def __len__( s e l f ) :
29 return len ( s e l f . t a r g e t s )
30
31 def __getitem__( s e l f , idx ) :
32 data = s e l f . data [ idx ]
33 l a b e l = s e l f . t a r g e t s [ idx ]
34 return torch . t en so r ( data , dev i c e=dev i c e ) , torch . t en so r ( int (

l a b e l ) , dev i c e=dev i c e )
35
36
37 class ScoreDataset ( Dataset ) :
38 """ This i s a da t a s e t f o r l oad ing the pca d imens i ona l i t y reduced

image """
39
40 def __init__( s e l f , k , datatype=’ t r a i n ’ , dataset_name=’MNIST ’ ) :
41 train_array , tra in_labe l_array , test_array , te s t_labe l_array =

t o o l s . load_pca_mnist (
42 f ’ pca_transformed_{dataset_name}_k={k} ’ )
43 i f datatype == ’ t r a i n ’ :
44 print ( f ’ Loading␣ t r a i n i n g ␣ s e t ␣pca_transformed_{dataset_name}

_k={k} ’ )
45 s e l f . data = torch . t enso r ( train_array , dev i c e=dev i ce )
46 s e l f . l a b e l = torch . t enso r ( tra in_labe l_array , dev i c e=dev i c e )
47 else :
48 print ( f ’ Loading␣ t e s t i n g ␣ s e t ␣pca_transformed_{dataset_name}

_k={k} ’ )
49 s e l f . data = torch . t enso r ( test_array , dev i c e=dev i c e )
50 s e l f . l a b e l = torch . t enso r ( test_labe l_array , dev i c e=dev i ce )
51
52 def __len__( s e l f ) :
53 return len ( s e l f . l a b e l )
54
55 def __getitem__( s e l f , idx ) :
56 data = s e l f . data [ idx ]
57 l a b e l = s e l f . l a b e l [ idx ]
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58 return data , l a b e l
59
60
61 class SVDDataset ( Dataset ) :
62 """ Parent f o r Uk and Vk da t a s e t """
63
64 def __init__( s e l f , k , u_v , datatype=’ t r a i n ’ , reshape=True ,

dataset_name=’MNIST ’ ) :
65 train_array , tra in_labe l_array , test_array , te s t_labe l_array =

t o o l s . load_svd_mnist (
66 f ’ {u_v}_svd_transformed_{dataset_name}_k={k} ’ , reshape=

reshape )
67 i f datatype == ’ t r a i n ’ :
68 print ( f ’ Loading␣ t r a i n i n g ␣ s e t ␣pca_transformed_{dataset_name}

_k={k} ’ )
69 s e l f . data = torch . t enso r ( train_array , dev i c e=dev i ce )
70 s e l f . l a b e l = torch . t enso r ( tra in_labe l_array , dev i c e=dev i c e )
71 else :
72 print ( f ’ Loading␣ t e s t i n g ␣ s e t ␣pca_transformed_{dataset_name}

_k={k} ’ )
73 s e l f . data = torch . t enso r ( test_array , dev i c e=dev i c e )
74 s e l f . l a b e l = torch . t enso r ( test_labe l_array , dev i c e=dev i ce )
75 s e l f . reshape = reshape
76
77 def __len__( s e l f ) :
78 return len ( s e l f . l a b e l )
79
80 def __getitem__( s e l f , idx ) :
81 data = s e l f . data [ idx ]
82 i f s e l f . reshape :
83 data = data [ None , : , : ]
84 l a b e l = s e l f . l a b e l [ idx ]
85 return data , l a b e l
86
87
88 class UkDataset ( SVDDataset ) :
89 """ Dataset f o r l oad ing in the Uk da t a s e t """
90
91 def __init__( s e l f , k , datatype=’ t r a i n ’ , reshape=True , dataset_name=

’MNIST ’ ) :
92 super ( ) . __init__(k , ’U ’ , datatype=datatype , reshape=reshape ,

dataset_name=dataset_name )
93
94
95 class VkDataset ( SVDDataset ) :
96 """ Dataset f o r l oad ing in the Vk da t a s e t """
97
98 def __init__( s e l f , k , datatype=’ t r a i n ’ , reshape=True , dataset_name=

’MNIST ’ ) :
99 super ( ) . __init__(k , ’V ’ , datatype=datatype , reshape=reshape ,

dataset_name=dataset_name )
100
101
102 class NormalMNISTDataset ( Dataset ) :
103 """ Normal da t a s e t j u s t to compare the p l o t s """
104
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105 def __init__( s e l f , datatype=’ t r a i n ’ , square=False ) :
106 i f datatype == ’ t r a i n ’ :
107 data , l a b e l = t o o l s . load_mnist ( )
108 else :
109 data , l a b e l = t o o l s . load_mnist ( Fa l se )
110 i f square :
111 data = data . reshape ([ −1 , 1 , 28 , 2 8 ] )
112 s e l f . data = torch . t enso r ( data , dev i c e=dev i c e )
113 s e l f . l a b e l = torch . t enso r ( l abe l , dev i c e=dev i ce )
114
115 def __len__( s e l f ) :
116 return len ( s e l f . l a b e l )
117
118 def __getitem__( s e l f , idx ) :
119 data = s e l f . data [ idx ]
120 l a b e l = s e l f . l a b e l [ idx ]
121 return data , l a b e l
122
123
124
125
126
127 def train_module (model : nn . modules , train_data : DataLoader , name : str ,

epochs : int ) :
128 """ A method which t r a i n s a module
129 Param : module = NN model , train_data = The t r a i n s e t , name = the

name o f model t h a t w i l l be saved
130 Return : The t o t a l time f o r the t r a i n i n g
131 """
132 # opt imi ze r = optim .SGD(module . parameters ( ) , l r =0.01) # S to cha s t i c

Gradient Decent
133 opt imize r = optim .Adam(model . parameters ( ) , l r =0.001)
134 # l o s s = nn . CrossEntropyLoss ( )
135 time_1 = time . time ( ) # s t a r t time
136 for epoch in range ( epochs ) :
137 print ( "Epoch : ␣" , epoch )
138 for (x , y ) in train_data :
139 y = torch . f l a t t e n (y )
140 opt imize r . zero_grad ( set_to_none=True ) # re s e t s the

g rad i en t s b e f o r e count inue to the next ba tch
141 p r ed i c t i on = model ( x ) # pred i c t and makes the forward
142 l u s s = fun c t i o n a l . n l l_ l o s s ( p r ed i c t i on , y )
143 l u s s . backward ( ) # compute the g r ad i en t s
144 opt imize r . s tep ( ) # updates the we i gh t s
145
146 time_2 = time . time ( ) # end time
147 train_time = time_2 − time_1 # t o t a l time
148
149 # Saves the model ( assume you are in the b i g f o l d e r )
150 path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ saved_models ’ , name + ’ .
pth ’ )

151 i f not os . path . e x i s t s ( os . path . dirname ( path ) ) :
152 os . makedirs ( os . path . dirname ( path ) )
153 torch . save (model . s ta t e_d ic t ( ) , path )
154 return train_time # the model don ’ t need to be returned , i t ’ s
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a l r eady updated
155
156
157 def test_model (model : nn . Module , test_data : DataLoader ) :
158 """ Test ing the model and c a l c u l a t e the p r e d i c t i on ra t e
159 param : model = the model to t e s t , t e s t_data = the t e s t data
160 re turn : p r e d i c t i on ra t e
161 """
162 model = model . eval ( ) # se t s the model in e v eu l a t i on mode , because

we dont want to update any we i gh t s
163 c o r r e c t = 0
164 tota l_matr ixes = 0
165
166 t0 = time . time ( )
167 for ( data , l a b e l s ) in test_data :
168 l a b e l s = l a b e l s . f l a t t e n ( )
169 outputs = model ( data )
170 # Want to c a l c u l a t e max o f each row in the matrix , t h e r e f o r 1 ,

(0 f o r colum )
171 # The output w i l l be a t u p l e ( va lue , index ) but we are on ly

i n t r e s t e d in the index because i t can be compered to the
l a b e l s

172 _, pr ed i c t ed = torch .max( outputs . data , 1)
173
174 # Ca lcu l a t e number o f c o r r e c t p r e d i c t i o n s
175 # ( pr ed i c t e d == l a b e l s ) −> Comperes the p r ed i c t e d va l u s wi th

the l a b e l s and re turns a vec to r wi th boo l ens
176 # . sum() −> sums the True boo len to a tensor
177 # . item () −> Transforms the t ensor to an i n t e g e r .
178 c o r r e c t += ( pred i c t ed == l a b e l s ) .sum( ) . item ( )
179
180 # ca l c u l a t e the t o t a l number o f images/matr ixes in a batch
181 # Shape ( x , y , z ) −> 0 corresponds to b a t c h s i z e
182 tota l_matr ixes += l a b e l s . s i z e (0 )
183 time_taken = time . time ( ) − t0
184
185 pred i c t i on_rate = co r r e c t / tota l_matr ixes
186
187 return pred ic t ion_rate , time_taken
188
189 def load_model (model : nn . Module , name : str ) :
190 """ A method which l oads the saved parameters in t o a model .
191 Param : module = NN model , name = the name o f model the saved model
192 """
193 # loads the model ( assume you are in the b i g f o l d e r )
194 path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ saved_models ’ , name + ’ .
pth ’ )

195 i f os . path . e x i s t s ( path ) :
196 model . load_state_dict ( torch . load ( path ) )
197 model . to ( dev i c e )
198 return True
199 else :
200 raise FileNotFoundError ( f ’Model␣doesn \ ’ t ␣ e x i s t : ␣{ os . path .

basename ( path ) } ’ )
201
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202
203
204 def train_score_nn (k , epochs=10, hidden_layer_size=128) :
205 """
206 Fast way to t r a i n a score−matrix da t a s e t
207 Trains a Neural network wi th on ly l i n e a r l a y e r s
208 """
209 datase t = ScoreDataset ( k )
210 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
211 module = LinearModule (k , hidden_layer_size )
212 module . to ( dev i c e )
213 tra in ing_time = train_module (module , data loader ,
214 f ’ linear_model_score_epoch_{epochs }_k

={k}_layers ize_{hidden_layer_size }
’ ,

215 epochs=epochs )
216 t ime log . l og ( training_time , f ’ k={k} ’ , f ’ hidden␣ l ay e r ␣ s i z e ␣{

hidden_layer_size } ’ , f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ ,
217 f ’ epochs={epochs } ’ )
218 return tra in ing_time
219
220
221 def test_score_nn (k , epochs=10, hidden_layer_size=128 , t e s t s =1) :
222 module = LinearModule (k , hidden_layer_size )
223 module . to ( dev i c e )
224 load_model (module , f ’ linear_model_score_epoch_{epochs }_k={k}

_layers ize_{hidden_layer_size } ’ )
225 datase t = ScoreDataset (k , datatype=’ t e s t ’ )
226 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
227 re su l t_array = np . array ( [ test_model (module , data loader ) for _ in

range ( t e s t s ) ] )
228 accuracy , test ing_t ime = resu l t_array .mean( ax i s=0)
229 test ing_time /= len ( datase t )
230 t ime log . l og ( test ing_time , f ’ k={k} ’ , f ’ hidden␣ l ay e r ␣ s i z e ␣{

hidden_layer_size } ’ , f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ ,
231 f ’ epochs={epochs } ’ , f ’ accuracy ␣{ accuracy } ’ )
232 return accuracy , test ing_time
233
234
235 def train_svd_nn (k , u_v , epochs=10, hidden_layer_size=128) :
236 """ Trains the U or V da ta s e t on a l i n e a r neura l network """
237 datase t = SVDDataset (k , u_v , reshape=False )
238 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
239 module = LinearModule ( k ∗ 28 , hidden_layer_size ) # We have k∗28

input va l u e s
240 module . to ( dev i c e )
241 tra in ing_time = train_module (module , data loader ,
242 f ’ linear_model_{u_v}_epochs={epochs }_k

={k}_laye r s i z e={hidden_layer_size }
’ ,

243 epochs=epochs )
244 t ime log . l og ( training_time , f ’ k={k} ’ , f ’ type : ␣{u_v} ’ , f ’ hidden␣ l ay e r

␣ s i z e ␣{ hidden_layer_size } ’ ,
245 f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ , f ’ epochs={epochs } ’ )
246 return tra in ing_time
247
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248
249 def test_svd_nn (k , u_v , epochs=10, hidden_layer_size=128 , t e s t s =1) :
250 module = LinearModule ( k ∗ 28 , hidden_layer_size )
251 module . to ( dev i c e )
252 load_model (module , f ’ linear_model_{u_v}_epochs={epochs }_k={k}

_laye r s i z e={hidden_layer_size } ’ )
253 datase t = SVDDataset (k , u_v , reshape=False , datatype=’ t e s t ’ )
254 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
255 re su l t_array = np . array ( [ test_model (module , data loader ) for _ in

range ( t e s t s ) ] )
256 accuracy , test ing_t ime = resu l t_array .mean( ax i s=0)
257 test ing_time /= len ( datase t )
258 t ime log . l og ( test ing_time , f ’ k={k} ’ , f ’ type : ␣{u_v} ’ , f ’ hidden␣ l ay e r ␣

s i z e ␣{ hidden_layer_size } ’ ,
259 f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ , f ’ epochs={epochs } ’ ,

f ’ accuracy ␣{ accuracy } ’ )
260 return accuracy , test ing_time
261
262
263 def train_normal_mnist_nn ( epochs=10, hidden_layer_size=128) :
264 """ Trains the U or V da ta s e t on a l i n e a r neura l network """
265 torch . no_grad ( )
266 datase t = NormalMNISTDataset ( )
267 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
268 module = LinearModule (784 , hidden_layer_size ) # We have k∗28 input

va l u e s
269 module . to ( dev i c e )
270 tra in ing_time = train_module (module , data loader ,
271 f ’ normal_mnist_linear_epochs={epochs }

_ laye r s i z e={hidden_layer_size } ’ ,
epochs=epochs )

272 t ime log . l og ( training_time , f ’ hidden␣ l ay e r ␣ s i z e ␣{ hidden_layer_size } ’
, f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ ,

273 f ’ epochs={epochs } ’ )
274 return tra in ing_time
275
276
277 def test_normal_mnist_nn ( epochs=10, hidden_layer_size=128 , t e s t s =1) :
278 module = LinearModule (784 , hidden_layer_size )
279 module . to ( dev i c e )
280 load_model (module , f ’ normal_mnist_linear_epochs={epochs }_ laye r s i z e

={hidden_layer_size } ’ )
281 datase t = NormalMNISTDataset ( datatype=’ t e s t ’ )
282 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
283 re su l t_array = np . array ( [ test_model (module , data loader ) for _ in

range ( t e s t s ) ] )
284 accuracy , test ing_t ime = resu l t_array .mean( ax i s=0)
285 test ing_time /= len ( datase t )
286 t ime log . l og ( test ing_time , f ’ hidden␣ l ay e r ␣ s i z e ␣{ hidden_layer_size } ’ ,

f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ ,
287 f ’ epochs={epochs } ’ , f ’ accuracy ␣{ accuracy } ’ )
288 return accuracy , test ing_time
289
290
291 def train_cnn_mnist_nn ( epochs=10, l i n ea r_ laye r_s i z e =128 ,

convo lu t i ona l_ laye r_s i z e=16) :
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292 """ Trains the U or V da ta s e t on a l i n e a r neura l network """
293 torch . no_grad ( )
294 datase t = NormalMNISTDataset ( square=True )
295 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
296 module = ConvModule ( l i nea r_laye r_s i z e , convo lu t i ona l_ laye r_s i z e )
297 module . to ( dev i c e )
298 tra in ing_time = train_module (module , data loader ,
299 f ’ cnn_mnist_epochs={epochs }_ laye r s i z e

={l i n ea r_ laye r_s i z e }_cnn{
convo lu t i ona l_ laye r_s i z e } ’ ,

300 epochs=epochs )
301 t ime log . l og ( training_time , f ’ hidden␣ l ay e r ␣ s i z e ␣{ l i n ea r_ laye r_s i z e } ’

,
302 f ’ l ength ␣ datase t : ␣{ l en ( datase t ) }␣and␣{

convo lu t i ona l_ laye r_s i z e } ’ , f ’ epochs={epochs } ’ )
303 return tra in ing_time
304
305
306 def test_cnn_mnist_nn ( epochs=10, l i n ea r_ laye r_s i z e =128 ,

convo lu t i ona l_ laye r_s i z e =16, t e s t s =1) :
307 module = ConvModule ( l i nea r_laye r_s i z e , convo lu t i ona l_ laye r_s i z e )
308 module . to ( dev i c e )
309 load_model (module , f ’ cnn_mnist_epochs={epochs }_ laye r s i z e={

l i n ea r_ laye r_s i z e }_cnn{ convo lu t i ona l_ laye r_s i z e } ’ )
310 datase t = NormalMNISTDataset ( datatype=’ t e s t ’ , square=True )
311 data loader = DataLoader ( dataset , batch_size=64, s h u f f l e=True )
312 re su l t_array = np . array ( [ test_model (module , data loader ) for _ in

range ( t e s t s ) ] )
313 accuracy , test ing_t ime = resu l t_array .mean( ax i s=0)
314 test ing_time /= len ( datase t )
315 t ime log . l og ( test ing_time , f ’ hidden␣ l ay e r ␣ s i z e ␣{ l i n ea r_ laye r_s i z e }␣

and␣{ convo lu t i ona l_ laye r_s i z e } ’ ,
316 f ’ l ength ␣ datase t : ␣{ l en ( datase t ) } ’ , f ’ epochs={epochs } ’ ,

f ’ accuracy ␣{ accuracy } ’ )
317 return accuracy , test ing_time
318
319
320 def test_joel_pca_nn (k , epochs : int , h idden_layer_size : int , t r a i n :

torch . Tensor , t e s t : torch . Tensor ) :
321 name = ’ linear_model_pca , k=’ + str ( k ) + ’ , l a y e r=’ + str (

hidden_layer_size )
322 # format ing data
323 T_k_train = joel_pca_matrix ( t r a i n . data , k )
324 T_k_test = joel_pca_matrix ( t e s t . data , k )
325 train_shape = T_k_train . shape [ 2 ] ∗ T_k_train . shape [ 3 ]
326 T_k_train = SimpleDataset (T_k_train , t r a i n . t a r g e t s )
327 T_k_test = SimpleDataset (T_k_test , t e s t . t a r g e t s )
328 # Makes the Data loader
329 data_train = DataLoader (T_k_train , batch_size=64, s h u f f l e=True )
330 data_test = DataLoader (T_k_test , batch_size=64, s h u f f l e=True )
331 # de f i n e s the nn
332 lnn = LinearModule ( train_shape , hidden_layer_size )
333 lnn . to ( dev i c e )
334 # tra in
335 train_time = train_module ( lnn , data_train , name , epochs )
336 # t e s t
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337 pre_rate , pre_time = test_model ( lnn , data_test )
338 pre_time = pre_time / len (T_k_test )
339
340 return pre_rate , train_time , pre_time
341
342
343
344 def joel_get_MNIST ( ) :
345 """A methods which w i l l r e turn the MNIST data in a form of t r a i n

and t e s t data as t en so r s """
346 mnist_train = MNIST( ’ . / data ’ , t r a i n=True , download=True , trans form=

trans forms . ToTensor ( ) )
347 mnist_test = MNIST( ’ . / data ’ , t r a i n=False , download=True , trans form=

trans forms . ToTensor ( ) )
348 return mnist_train , mnist_test
349
350
351 def joe l_truncated_svd (A, k : int , SVD_k=False ) :
352 """ A method f o r t runca ted svd , which re turn a the svd , U, Z and V

trunca ted wi th rang k
353 Param : A = data , k = Rang , SVD_k = i f you want the svd_k
354 Return : U, Z , V and mabe svd a l l t runka ted wi th rang k
355 """
356 U, Z , V = np . l i n a l g . svd (A, fu l l_mat r i c e s=True ) # Note : Z i s not a

d iagona l matrix , on ly a vec to r
357 # Checks the dimension on the input and then Ca l cu l a t e t runca ted U,

Z and V
358 i f A. ndim == 3 :
359 U_k = U[ : , : , : k ] # shape (60000 ,28 , k )
360 Z_k = Z [ : , : k ] # shape (60000 , k )
361 V_k = V[ : , : k , : ] # shape (60000 , k , 28 )
362 i f SVD_k i s True :
363 # Ca lcu l a t e the t runca ted SVD
364 # must use np . einsum because np . array matrix has a l im i t on

the shape , np . einsum w i l l mu l t i p l y e lementwise in
shape o f ’ i j k , ik , i k l −> i j l ’

365 svd_k = np . einsum ( ’ i j k , ik , i k l −> i j l ’ , U_k, Z_k, V_k) #
shape (60000 ,28 ,28)

366 return U_k, Z_k, V_k, svd_k
367 e l i f A. ndim == 2 :
368 U_k = U[ : , : k ] # shape (28 , k )
369 Z_k = Z [ : k ] # shape ( k )
370 V_k = V[ : k , : ] # shape ( k ,28)
371 i f SVD_k i s True :
372 # Ca lcu l a t e the t runca ted SVD
373 svd_k = np . matrix (U_k) ∗ np . diag (Z_k) ∗ np . matrix (V_k) #

shape (28 ,28)
374 return U_k, Z_k, V_k, svd_k
375 else :
376 raise ValueError ( " Input ␣matrix ␣ should ␣be␣2D␣or ␣3D. " )
377 return U_k, Z_k, V_k
378
379
380 def joel_pca_matrix (A, k ) :
381 """ Ca l cu l a t e s the score matrix by t runca ted svd and g iven rang
382 param : A = matrix , k = rang
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383 re turn : score matr is wi th rang k as a tensor
384 """
385 A_mean = torch .mean(A. f loat ( ) , dim=2, keepdim=True )
386 A = A − A_mean
387 U_k, Z_k, _ = joel_truncated_svd (A, k , SVD_k=False )
388 # Ca l cu l a t i on the score matix
389 T_k_nparray = np . einsum ( ’ i j k , ik−>i j k ’ , U_k, Z_k) # np . einsum w i l l

mu l t i p l y e lementwise in shape o f ’ i j k , ik−>i j k ’
390 T_k_tensor = torch . from_numpy(T_k_nparray )
391 T_k_tensor = T_k_tensor . unsqueeze (1 )
392 return T_k_tensor

C.7 Plottning av NN
1 import numpy as np
2 import pandas as pd
3 import e x t r a_ f i l e r . ext ra_too l s as t o o l s
4 import os
5 import matp lo t l i b . pyplot as p l t
6 import neura l_network_image_class i f i cat ion . neural_network_training as

neural_network_training
7 import os
8
9

10 def test_score_matrix ( on l y t e s t=False , h idden_layer_sizes=None , k_ l i s t=
None ) :

11 i f hidden_layer_sizes i s None :
12 hidden_layer_sizes = [ 8 , 16 , 32 , 64 , 128 , 256 ]
13 i f k_l i s t i s None :
14 k_l i s t = [ 1 , 2 , 3 , 5 , 8 , 14 , 20 , 28 , 64 , 128 ]
15
16 training_time_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len ( k_ l i s t

) ] )
17 test ing_time_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len ( k_ l i s t )

] )
18 test ing_accuracy_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len (

k_ l i s t ) ] )
19
20 for i , h idden_layer_size in enumerate( h idden_layer_sizes ) :
21 for j , k in enumerate( k_ l i s t ) :
22 print ( f ’ Test ing ␣network␣with␣k={k} , ␣ hidden_layer_size={

hidden_layer_size } ’ )
23 i f not on l y t e s t :
24 tra in ing_time = neural_network_training . train_score_nn (

k , hidden_layer_size=hidden_layer_size )
25 test ing_accuracy , test ing_t ime = neural_network_training .

test_score_nn (k ,
26 hidden_layer_size

=
hidden_layer_size
,

27 t e s t s
=10)

28
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29 i f not on l y t e s t :
30 training_time_array [ i , j ] = tra in ing_time
31 test ing_time_array [ i , j ] = test ing_t ime
32 test ing_accuracy_array [ i , j ] = test ing_accuracy
33
34 save_path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ )
35 i f not os . path . e x i s t s ( save_path ) :
36 os . makedirs ( save_path )
37
38 i f not on l y t e s t :
39 pd . DataFrame ( training_time_array , columns=k_l i s t , index=np .

array ( hidden_layer_sizes ) ) . to_csv (
40 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
41 ’ score_tra in ing_time . csv ’ ) , sep=’ ; ’ )
42 pd . DataFrame ( test ing_time_array , columns=k_l i s t , index=np . array (

hidden_layer_sizes ) ) . to_csv (
43 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
44 ’ score_test ing_time . csv ’ ) , sep=’ ; ’ )
45 pd . DataFrame ( test ing_accuracy_array , columns=k_l i s t , index=np . array

( hidden_layer_sizes ) ) . to_csv (
46 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
47 ’ score_test ing_accuracy . csv ’ ) , sep=’ ; ’ )
48
49
50 def test_u_v_matrix (u_v , on l y t e s t=False , h idden_layer_sizes=None ,

k_ l i s t=None ) :
51 i f hidden_layer_sizes i s None :
52 hidden_layer_sizes = [ 16 , 64 , 256 ]
53 i f k_l i s t i s None :
54 k_l i s t = [ 1 , 2 , 3 , 5 , 8 , 14 , 20 ]
55
56 training_time_array = np . z e ro s ( [ len ( h idden_layer_sizes ) , len ( k_ l i s t

) ] )
57 test ing_time_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len ( k_ l i s t )

] )
58 test ing_accuracy_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len (

k_ l i s t ) ] )
59
60 for i , h idden_layer_size in enumerate( h idden_layer_sizes ) :
61 for j , k in enumerate( k_ l i s t ) :
62 print ( f ’ Test ing ␣network␣with␣k={k} , ␣ hidden_layer_size={

hidden_layer_size } ’ )
63 i f not on l y t e s t :
64 tra in ing_time = neural_network_training . train_svd_nn (k ,

u_v , hidden_layer_size=hidden_layer_size )
65 test ing_accuracy , test ing_t ime = \
66 neural_network_training . test_svd_nn (k , u_v ,

hidden_layer_size=hidden_layer_size , t e s t s =10)
67 i f not on l y t e s t :
68 training_time_array [ i , j ] = tra in ing_time
69 test ing_time_array [ i , j ] = test ing_t ime
70 test ing_accuracy_array [ i , j ] = test ing_accuracy
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71
72 save_path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ )
73 i f not os . path . e x i s t s ( save_path ) :
74 os . makedirs ( save_path )
75
76 i f not on l y t e s t :
77 pd . DataFrame ( training_time_array , index=np . array (

hidden_layer_sizes ) ) . to_csv (
78 os . path . j o i n ( save_path , f ’ {u_v . lower ( ) }_training_time . csv ’ )

, sep=’ ; ’ )
79 pd . DataFrame ( test ing_time_array , index=np . array ( hidden_layer_sizes )

) . to_csv (
80 os . path . j o i n ( save_path , f ’ {u_v . lower ( ) }_testing_time . csv ’ ) , sep

=’ ; ’ )
81 pd . DataFrame ( test ing_accuracy_array , index=np . array (

hidden_layer_sizes ) ) . to_csv (
82 os . path . j o i n ( save_path , f ’ {u_v . lower ( ) }_test ing_accuracy . csv ’ ) ,

sep=’ ; ’ )
83
84
85 def test_normal_matrix ( on l y t e s t=False , h idden_layer_sizes=None ) :
86 i f hidden_layer_sizes i s None :
87 hidden_layer_sizes = [ 8 , 16 , 32 , 64 , 128 , 256 ]
88
89 training_time_array = np . z e ro s ( [ len ( h idden_layer_sizes ) ] )
90 test ing_time_array = np . z e r o s ( [ len ( h idden_layer_sizes ) ] )
91 test ing_accuracy_array = np . z e r o s ( [ len ( h idden_layer_sizes ) ] )
92
93 for i , h idden_layer_size in enumerate( h idden_layer_sizes ) :
94 print ( f ’ Test ing ␣network␣with␣ hidden_layer_size={

hidden_layer_size } ’ )
95 i f not on l y t e s t :
96 tra in ing_time = neural_network_training .

train_normal_mnist_nn ( hidden_layer_size=
hidden_layer_size )

97 test ing_accuracy , test ing_time = neural_network_training .
test_normal_mnist_nn (

98 hidden_layer_size=hidden_layer_size , t e s t s =10)
99

100 i f not on l y t e s t :
101 training_time_array [ i ] = tra in ing_time
102 test ing_time_array [ i ] = test ing_t ime
103 test ing_accuracy_array [ i ] = test ing_accuracy
104
105 save_path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ )
106 i f not os . path . e x i s t s ( save_path ) :
107 os . makedirs ( save_path )
108
109 i f not on l y t e s t :
110 pd . DataFrame ( training_time_array , index=np . array (

hidden_layer_sizes ) ) . to_csv (
111 os . path . j o i n ( save_path , ’ normal_training_time . csv ’ ) , sep=’ ;

’ )
112 pd . DataFrame ( test ing_time_array , index=np . array ( hidden_layer_sizes )
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) . to_csv (
113 os . path . j o i n ( save_path , ’ normal_testing_time . csv ’ ) , sep=’ ; ’ )
114 pd . DataFrame ( test ing_accuracy_array , index=np . array (

hidden_layer_sizes ) ) . to_csv (
115 os . path . j o i n ( save_path , ’ normal_testing_accuracy . csv ’ ) , sep=’ ; ’

)
116
117
118 def test_cnn_matrix ( on l y t e s t=False , l i n e a r_ l ay e r_s i z e s=None ,

convo lu t i ona l_ laye r_s i z e s=None ) :
119 i f l i n e a r_ l ay e r_s i z e s i s None :
120 l i n e a r_ l ay e r_s i z e s = [ 8 , 16 , 32 , 64 , 128 , 256 ]
121 i f convo lu t i ona l_ laye r_s i z e s i s None :
122 convo lu t i ona l_ laye r_s i z e s = [ 8 , 16 , 32 ]
123
124 training_time_array = np . z e r o s ( [ len ( l i n e a r_ l ay e r_s i z e s ) , len (

convo lu t i ona l_ laye r_s i z e s ) ] )
125 test ing_time_array = np . z e r o s ( [ len ( l i n e a r_ l ay e r_s i z e s ) , len (

convo lu t i ona l_ laye r_s i z e s ) ] )
126 test ing_accuracy_array = np . z e r o s ( [ len ( l i n e a r_ l ay e r_s i z e s ) , len (

convo lu t i ona l_ laye r_s i z e s ) ] )
127
128 for i , l i n ea r_ laye r_s i z e in enumerate( l i n e a r_ l ay e r_s i z e s ) :
129 for j , c onvo lu t i ona l_ laye r_s i z e in enumerate(

convo lu t i ona l_ laye r_s i z e s ) :
130 print ( f ’ Test ing ␣network␣with␣ f c c={l i n ea r_ laye r_s i z e } , ␣cn2d

={convo lu t i ona l_ laye r_s i z e } ’ )
131 i f not on l y t e s t :
132 tra in ing_time = \
133 neural_network_training . train_cnn_mnist_nn (
134 l i n ea r_ laye r_s i z e=l inea r_laye r_s i z e ,

convo lu t i ona l_ laye r_s i z e=
convo lu t i ona l_ laye r_s i z e )

135 test ing_accuracy , test ing_t ime = neural_network_training .
test_cnn_mnist_nn (

136 l i n ea r_ laye r_s i z e=l inea r_laye r_s i z e ,
convo lu t i ona l_ laye r_s i z e=convo lut iona l_layer_s i ze ,
t e s t s =10)

137
138 i f not on l y t e s t :
139 training_time_array [ i , j ] = tra in ing_time
140 test ing_time_array [ i , j ] = test ing_t ime
141 test ing_accuracy_array [ i , j ] = test ing_accuracy
142
143 save_path = os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ )
144 i f not os . path . e x i s t s ( save_path ) :
145 os . makedirs ( save_path )
146
147 i f not on l y t e s t :
148 pd . DataFrame ( training_time_array , columns=

convo lut i ona l_ laye r_s i ze s , index=np . array (
l i n e a r_ l ay e r_s i z e s ) ) . to_csv (

149 os . path . j o i n ( save_path , ’ cnn_training_time . csv ’ ) , sep=’ ; ’ )
150 pd . DataFrame ( test ing_time_array , columns=convo lut i ona l_ layer_s i ze s ,

index=np . array ( l i n e a r_ l ay e r_s i z e s ) ) . to_csv (
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151 os . path . j o i n ( save_path , ’ cnn_testing_time . csv ’ ) , sep=’ ; ’ )
152 pd . DataFrame ( test ing_accuracy_array , columns=

convo lut i ona l_ laye r_s i ze s , index=np . array ( l i n e a r_ l ay e r_s i z e s ) ) .
to_csv (

153 os . path . j o i n ( save_path , ’ cnn_testing_accuracy . csv ’ ) , sep=’ ; ’ )
154
155
156 def plot_result_matr ix ( test_name=’ s co r e ’ ) :
157 l i n e_ s t y l e s = [ ’− ’ , ’−− ’ , ’ −. ’ , ’ : ’ ,
158 ’−− ’ , (0 , (1 , 1) ) , (0 , (3 , 1 , 1 , 1) ) , (0 , (5 , 1) ) ]
159 marker_styles = [ ’ o ’ , ’D ’ , ’^ ’ , ’+ ’ , ’> ’ , ’ 1 ’ , ’ 2 ’ , ’ 3 ’ ,
160 ’ 4 ’ , ’ s ’ , ’ p ’ , ’ ∗ ’ , ’ h ’ , ’H ’ , ’ v ’ , ’ x ’ , ’D ’ , ’ d ’ ]
161 tes t ing_accuracy = pd . read_csv (
162 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
163 f ’ {test_name}_test ing_accuracy . csv ’ ) , sep=’ ; ’ ,

index_col=0)
164 test ing_time = pd . read_csv ( os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
165 f ’ {test_name}_testing_time .

csv ’ ) , sep=’ ; ’ ,
index_col=0)

166 tra in ing_time = pd . read_csv ( os . path . j o i n ( t o o l s . get_project_root ( ) ,
’ neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,

167 f ’ {test_name}
_training_time . csv ’ ) ,
sep=’ ; ’ , index_col=0)

168
169 # We don ’ t need to p l o t a l l the rows/ d i f f e r e n t l a y e r s i z e s
170 # se l e c t e d_ l ay e r_s i z e s = [16 , 32 , 128 , 256]
171 # se l e c t e d_ l ay e r_s i z e s = [16 , 64 , 256]
172 # tes t ing_accuracy = tes t ing_accuracy . l o c [ s e l e c t e d_ l ay e r_s i z e s ]
173 # tes t ing_t ime = tes t ing_t ime . l o c [ s e l e c t e d_ l ay e r_s i z e s ]
174 # training_t ime = train ing_t ime . l o c [ s e l e c t e d_ lay e r_s i z e s ]
175
176 f i g , axs = p l t . subp lo t s (1 , 3 , f i g s i z e =(12 , 4) )
177
178 x = [ int ( v ) for v in te s t ing_accuracy . columns ]
179
180 l a b e l s = [ f ’ { i n t ( l ) } , ␣{ i n t ( l ) ␣//␣2} ’ for l in te s t ing_accuracy .

index ]
181
182 # P lo t t i n g the accuracy
183 for idx , l i n e in te s t ing_accuracy . reset_index ( ) . i t e r r ows ( ) :
184 idx = int ( idx )
185 l i n e = l i n e . va lue s [ 1 : ]
186 axs [ 0 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] )
187 axs [ 0 ] . s e t_y labe l ( ’ P r e c i s i on ’ )
188 # axs [ 0 ] . set_yl im ( [ 0 . 5 , 1 ] )
189 axs [ 0 ] . s e t_ t i t l e ( ’ P r e c i s i on ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ␣och␣k ’ )
190
191 # P lo t t i n g the t r a i n i n g time
192 for idx , l i n e in tra in ing_time . reset_index ( ) . i t e r r ows ( ) :
193 idx = int ( idx )
194 l i n e = l i n e . va lue s [ 1 : ]
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195 axs [ 1 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=
marker_styles [ idx ] )

196 axs [ 1 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
197 # axs [ 1 ] . set_yl im ( [ 8 , 1 2 . 5 ] )
198 axs [ 1 ] . s e t_ t i t l e ( ’ T r n i n g s t i d ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ␣och␣k ’ )
199
200 # P lo t t i n g the t e s t i n g time
201 test ing_time = test ing_time ∗ 10 ∗∗ 6
202 for idx , l i n e in test ing_t ime . reset_index ( ) . i t e r r ows ( ) :
203 idx = int ( idx )
204 l i n e = l i n e . va lue s [ 1 : ]
205 axs [ 2 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] )
206 axs [ 2 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
207 # axs [ 2 ] . set_yl im ( [ 7 , 12 ] )
208 axs [ 2 ] . s e t_ t i t l e ( ’ Tes t t id ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ␣och␣k ’ )
209
210 for ax in axs :
211 ax . s e t_x labe l ( ’ k ’ )
212 ax . legend ( l ab e l s , t i t l e=’ Lage r s t o r l e ka r ’ )
213 ax . g r id ( )
214
215 for i , ax in enumerate( axs ) :
216 ax . t ex t ( −0.14 , 1 . 08 , f " ({ chr ( i ␣+␣97) }) " , trans form=ax . transAxes

,
217 fontwe ight=’ bold ’ , f o n t s i z e =12, va=’ top ’ , ha=’ l e f t ’ )
218
219 f i g . t ight_layout ( )
220 p l t . show ( )
221
222
223 def plot_normal_result ( ) :
224 tes t ing_accuracy = pd . read_csv (
225 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
226 f ’ {"normal "}_test ing_accuracy . csv ’ ) , sep=’ ; ’ ,

index_col=0)
227 test ing_time = pd . read_csv ( os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
228 f ’ {"normal "}_testing_time .

csv ’ ) , sep=’ ; ’ ,
index_col=0)

229 tra in ing_time = pd . read_csv ( os . path . j o i n ( t o o l s . get_project_root ( ) ,
’ neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,

230 f ’ {"normal "}_training_time
. csv ’ ) , sep=’ ; ’ ,
index_col=0)

231
232 f i g , axs = p l t . subp lo t s (1 , 3 , f i g s i z e =(12 , 4) )
233
234 x = test ing_t ime . index
235 x l = x . d e l e t e (1 )
236 x t i c k l a b e l s = [ f ’ { l }\n{ l ␣//␣2} ’ for l in x l ]
237
238 # P lo t t i n g the accuracy
239 axs [ 0 ] . p l o t (x , te s t ing_accuracy .T. i l o c [ 0 ] , ’−o ’ )
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240 axs [ 1 ] . s e t_y labe l ( ’ p r e c i s i o n ’ )
241 # axs [ 0 ] . set_yl im ( [ 0 . 8 5 , 1 ] )
242 axs [ 0 ] . s e t_ t i t l e ( ’ P r e c i s i on ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ’ )
243
244 # P l o t t i n g the t r a i n i n g time
245 axs [ 1 ] . p l o t (x , t ra in ing_time .T. i l o c [ 0 ] , ’−o ’ )
246 axs [ 1 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
247 # axs [ 1 ] . set_yl im ( [ 0 , 20 ] )
248 axs [ 1 ] . s e t_ t i t l e ( ’ T r n i n g s t i d ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ’ )
249
250 # P l o t t i n g the t e s t i n g time
251 test ing_time = test ing_time ∗ 10 ∗∗ 6
252 axs [ 2 ] . p l o t (x , test ing_time .T. i l o c [ 0 ] , ’−o ’ )
253 axs [ 2 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
254 # axs [ 2 ] . set_yl im ( [ 0 , 20 ] )
255 axs [ 2 ] . s e t_ t i t l e ( ’ Tes t t id ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ’ )
256
257 for ax in axs :
258 ax . s e t_x labe l ( ’ Lag e r s t o r l e ka r ’ )
259 ax . s e t_xt i ck s ( xl , x t i c k l a b e l s )
260 ax . g r id ( )
261
262 for i , ax in enumerate( axs ) :
263 ax . t ex t ( −0.14 , 1 . 08 , f " ({ chr ( i ␣+␣97) }) " , trans form=ax . transAxes

,
264 fontwe ight=’ bold ’ , f o n t s i z e =12, va=’ top ’ , ha=’ l e f t ’ )
265
266 f i g . t ight_layout ( )
267 p l t . show ( )
268
269
270 def plot_cnn_result ( ) :
271 l i n e_ s t y l e s = [ ’− ’ , ’−− ’ , ’ −. ’ , ’ : ’ ,
272 ’−− ’ , (0 , (1 , 1) ) , (0 , (3 , 1 , 1 , 1) ) , (0 , (5 , 1) ) ]
273 marker_styles = [ ’ o ’ , ’D ’ , ’^ ’ , ’+ ’ , ’> ’ , ’ 1 ’ , ’ 2 ’ , ’ 3 ’ ,
274 ’ 4 ’ , ’ s ’ , ’ p ’ , ’ ∗ ’ , ’ h ’ , ’H ’ , ’ v ’ , ’ x ’ , ’D ’ , ’ d ’ ]
275 tes t ing_accuracy = pd . read_csv (
276 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
277 f ’ {"cnn"}_test ing_accuracy . csv ’ ) , sep=’ ; ’ ,

index_col=0) .T
278 test ing_time = pd . read_csv ( os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
279 f ’ {"cnn"}_testing_time . csv ’

) , sep=’ ; ’ , index_col
=0) .T

280 tra in ing_time = pd . read_csv ( os . path . j o i n ( t o o l s . get_project_root ( ) ,
’ neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,

281 f ’ {"cnn"}_training_time .
csv ’ ) , sep=’ ; ’ ,
index_col=0) .T

282
283 f i g , axs = p l t . subp lo t s (1 , 3 , f i g s i z e =(12 , 4) )
284
285 x = [ int ( v ) for v in te s t ing_accuracy . columns ]
286 l a b e l s = [ f ’ {n} , ␣{ i n t (n) ␣∗␣2} ’ for n in te s t ing_accuracy . index ]
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287
288 # P l o t t i n g the accuracy
289 for idx , l i n e in te s t ing_accuracy . reset_index ( ) . i t e r r ows ( ) :
290 idx = int ( idx )
291 l i n e = l i n e . va lue s [ 1 : ]
292 axs [ 0 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] , l a b e l=l a b e l s [ idx ] )
293 # axs [ 0 ] . p l o t ( x , t e s t ing_accuracy .T. i l o c [ 0 ] , ’−o ’)
294 axs [ 1 ] . s e t_y labe l ( ’ p r e c i s i o n ’ )
295 # axs [ 0 ] . set_yl im ( [ 0 . 9 4 , 1 ] )
296 axs [ 0 ] . s e t_ t i t l e ( ’ P r e c i s i on ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ’ )
297
298 # P lo t t i n g the t r a i n i n g time
299 for idx , l i n e in tra in ing_time . reset_index ( ) . i t e r r ows ( ) :
300 idx = int ( idx )
301 l i n e = l i n e . va lue s [ 1 : ]
302 axs [ 1 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] , l a b e l=l a b e l s [ idx ] )
303 # axs [ 1 ] . p l o t ( x , t ra in ing_t ime .T. i l o c [ 0 ] , ’−o ’)
304 axs [ 1 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
305 # axs [ 1 ] . set_yl im ( [ 11 , 15 ] )
306 axs [ 1 ] . s e t_ t i t l e ( ’ T r n i n g s t i d ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ’ )
307
308 # P lo t t i n g the t e s t i n g time
309 test ing_time = test ing_time ∗ 10 ∗∗ 6
310 for idx , l i n e in test ing_t ime . reset_index ( ) . i t e r r ows ( ) :
311 idx = int ( idx )
312 l i n e = l i n e . va lue s [ 1 : ]
313 axs [ 2 ] . p l o t (x , l i n e , l i n e s t y l e=l i n e_ s t y l e s [ idx ] , marker=

marker_styles [ idx ] , l a b e l=l a b e l s [ idx ] )
314 # axs [ 2 ] . p l o t ( x , t e s t ing_t ime .T. i l o c [ 0 ] , ’−o ’)
315 axs [ 2 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
316 # axs [ 2 ] . set_yl im ( [ 9 , 13 ] )
317 axs [ 2 ] . s e t_ t i t l e ( ’ Tes t t id ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ’ )
318
319 for ax in axs :
320 ax . s e t_x labe l ( ’ S t o r l e k ␣ p ␣ l i n j r t ␣ l a g e r ’ )
321 # ax . s e t_x t i c k s ( x l , x t i c k l a b e l s )
322 ax . g r id ( )
323 ax . legend ( t i t l e=’ S to r l ek ␣ f a l t n i n g s l a g e r ’ )
324
325 for i , ax in enumerate( axs ) :
326 ax . t ex t ( −0.14 , 1 . 08 , f " ({ chr ( i ␣+␣97) }) " , trans form=ax . transAxes

,
327 fontwe ight=’ bold ’ , f o n t s i z e =12, va=’ top ’ , ha=’ l e f t ’ )
328
329 f i g . t ight_layout ( )
330 p l t . show ( )
331
332
333 def test_joel_pca_matrix ( ) :
334 """ A fun t i on t h a t s t r a i n s and t e s t s the models
335 −> i t i s t e s t i n g d i f f r e n t models depending on the parameters
336 −> Saves the r e s u l t s in csv f i l e s
337 """
338 # Sets the parameters

xxxiv



339 hidden_layer_sizes = [128 , 256 ]
340 k_l i s t = [ 1 , 2 , 3 , 5 , 8 , 14 , 20 , 28 ]
341 # Def ines v a r i b l e s
342 training_time_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len ( k_ l i s t

) ] )
343 test ing_time_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len ( k_ l i s t )

] )
344 test ing_accuracy_array = np . z e r o s ( [ len ( h idden_layer_sizes ) , len (

k_ l i s t ) ] )
345 # Loads the o r i g i n a l data
346 train_data , test_data = neural_network_training . joel_get_MNIST ( )
347
348 for i , h idden_layer_size in enumerate( h idden_layer_sizes ) :
349 for j , k in enumerate( k_ l i s t ) :
350 print ( f ’ Train ing ␣network␣with␣k={k} , ␣ hidden_layer_size={

hidden_layer_size } ’ )
351 # Ca l l s on test_pca_nn fo r t r a i n and t e s t the nn
352 test ing_accuracy , tra ining_time , test ing_time = \
353 neural_network_training . test_joel_pca_nn (k , epochs=10,
354 hidden_layer_size

=
hidden_layer_size
,

355 t r a i n=
train_data
, t e s t=
test_data )

356 # Stores the r e s u l t s to l a t e r save in a csv f i l e
357 training_time_array [ i , j ] = tra in ing_time
358 test ing_time_array [ i , j ] = test ing_t ime
359 test ing_accuracy_array [ i , j ] = test ing_accuracy
360 # Writes to a csv f i l e to save the data
361 pd . DataFrame ( training_time_array , columns=k_l i s t , index=np . array (

hidden_layer_sizes ) ) . to_csv (
362 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
363 ’ training_time_pca . csv ’ ) , sep=’ ; ’ )
364 pd . DataFrame ( test ing_time_array , columns=k_l i s t , index=np . array (

hidden_layer_sizes ) ) . to_csv (
365 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
366 ’ testing_time_pca . csv ’ ) , sep=’ ; ’ )
367 pd . DataFrame ( test ing_accuracy_array , columns=k_l i s t , index=np . array

( hidden_layer_sizes ) ) . to_csv (
368 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
369 ’ test ing_accuracy_pca . csv ’ ) , sep=’ ; ’ )
370
371
372 def plot_joel_pca_matrix ( ) :
373 """ taken from "plot_score_matrix " change som eparameters to f i t

the pca matrix
374 −> p l o t s the data
375 """
376 # Loads the a l r eady e x i s t i n g r e s u l t s from csv f i l e s
377 test ing_accuracy = pd . read_csv (
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378 os . path . j o i n ( t o o l s . get_project_root ( ) , ’
neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,

379 ’ test ing_accuracy_pca . csv ’ ) , sep=’ ; ’ , index_col=0)
380 test ing_time = pd . read_csv (
381 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
382 ’ testing_time_pca . csv ’ ) , sep=’ ; ’ , index_col=0)
383 tra in ing_time = pd . read_csv (
384 os . path . j o i n ( t o o l s . get_project_root ( ) , ’

neura l_network_image_class i f i cat ion ’ , ’ r e s u l t s ’ ,
385 ’ training_time_pca . csv ’ ) , sep=’ ; ’ , index_col=0)
386 # Creates the f i g u r e to p l o t in
387 f i g , axs = p l t . subp lo t s (1 , 3 , f i g s i z e =(12 , 4) )
388 # Takes out the k va l u e s from the loaded r e s u l t s
389 x = [ int ( v ) for v in te s t ing_accuracy . columns ]
390 # Takes out the l a y e r s i z e va l u e s from the loaded r e s u l t s
391 l a b e l s = [ f ’ { i n t ( l ) } , ␣{ i n t ( l ) ␣//␣2} ’ for l in te s t ing_accuracy .

index ]
392
393 # P lo t t i n g the accuracy
394 axs [ 0 ] . p l o t (x , te s t ing_accuracy . i l o c [ 0 ] , ’−o ’ )
395 axs [ 0 ] . p l o t (x , te s t ing_accuracy . i l o c [ 1 ] , ’ −.v ’ )
396 axs [ 0 ] . s e t_y labe l ( ’ P r e c i s i on ’ )
397 axs [ 0 ] . s e t_ t i t l e ( ’ P r e c i s i on ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ␣och␣k ’ )
398
399 # P lo t t i n g the t r a i n i n g time
400 axs [ 1 ] . p l o t (x , t ra in ing_time . i l o c [ 0 ] , ’−o ’ )
401 axs [ 1 ] . p l o t (x , t ra in ing_time . i l o c [ 1 ] , ’ −.v ’ )
402 axs [ 1 ] . s e t_y labe l ( ’ t i d ␣ ( s ) ’ )
403 axs [ 1 ] . s e t_ t i t l e ( ’ T r n i n g s t i d ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ␣och␣k ’ )
404
405 # P lo t t i n g the t e s t i n g time
406 test ing_time = test ing_time ∗ 1000
407 axs [ 2 ] . p l o t (x , test ing_time . i l o c [ 0 ] , ’−o ’ )
408 axs [ 2 ] . p l o t (x , test ing_time . i l o c [ 1 ] , ’ −.v ’ )
409 axs [ 2 ] . s e t_y labe l ( ’ t i d ␣ (ms) ’ )
410 axs [ 2 ] . s e t_ t i t l e ( ’ Tes t t id ␣ f r ␣ o l i k a ␣ l a g e r s t o r l e k a r ␣och␣k ’ )
411
412 for ax in axs :
413 ax . s e t_x labe l ( ’ k ’ )
414 ax . legend ( l ab e l s , t i t l e=’ Lage r s t o r l e ka r ’ )
415 ax . g r id ( )
416
417 for i , ax in enumerate( axs ) :
418 ax . t ex t ( −0.14 , 1 . 08 , f " ({ chr ( i ␣+␣97) }) " , trans form=ax . transAxes

,
419 fontwe ight=’ bold ’ , f o n t s i z e =12, va=’ top ’ , ha=’ l e f t ’ )
420
421 f i g . t ight_layout ( )
422 p l t . show ( )

C.8 Nedladdning av MNIST och hjälpfunktioner
1 import datet ime
2 import glob
3 import os
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4 from c o l l e c t i o n s import d e f a u l t d i c t
5 import numpy as np
6 import pandas as pd
7 from s c ipy . s p a t i a l . d i s t ance import c d i s t
8 from t o r c hv i s i o n import data s e t s
9 import time

10 import i n sp e c t
11
12
13 class EasyTimeLog :
14 """
15 Creates an easy way to l o g the time i t t a k e s f o r d i f f e r e n t

f unc t i on s and such to execu te
16 no parameters
17
18 Use l o g ( time , model , e t c )
19
20 Use s t a r t_ l o g ( ’ model ’ . . . e t c ) to s t a r t a new l o g .
21 The s t a r t_ l o g re turns a TimeTracker o b j e c t
22 c a l l t ime t racke r . s top ( ) to s top the time t r a c k e r
23 This l o g s the time i t took f o r the func t i on to execu te in a t i d s l o g

. t x t f i l e in the f o l d e r e x t r a_ f i l e r
24 """
25
26 def __init__( s e l f ) :
27 s e l f . path = os . path . j o i n ( get_project_root ( ) , ’ e x t r a_ f i l e r ’ , ’

t i d s l o g . txt ’ )
28 i f not os . path . e x i s t s ( s e l f . path ) :
29 # Create f i l e i f i t does not e x i s t
30 with open( s e l f . path , ’ a ’ ) :
31 pass
32
33 def s ta r t_log ( s e l f , ∗ args ) :
34 other = [ str ( arg ) for arg in args ]
35 c a l l e r = in sp e c t . s tack ( ) [ 1 ] [ 3 ]
36 s = ’ ␣␣␣␣ ’ . j o i n ( [ f ’ Date : ␣{ datet ime . datet ime . now( ) } ’ , f ’From : ␣{

c a l l e r } ’ , ∗ other , ’Time : ␣{} ’ ] ) + ’ \n ’
37 return TimeTracker ( s , s e l f . path )
38
39 def l og ( s e l f , log_time=None , ∗ args ) :
40 other = [ str ( arg ) for arg in args ]
41 c a l l e r = in sp e c t . s tack ( ) [ 1 ] [ 3 ]
42 s = ’ ␣␣␣␣ ’ . j o i n ( [ f ’ Date : ␣{ datet ime . datet ime . now( ) } ’ , f ’From : ␣{

c a l l e r } ’ , ∗ other , f ’Time : ␣{ log_time} ’ ] ) + ’ \n ’
43 with open( s e l f . path , ’ a ’ ) as f :
44 f . wr i t e ( s )
45
46
47 class TimeTracker :
48 def __init__( s e l f , l og_str ing , path ) :
49 s e l f . start_time = time . time ( )
50 s e l f . l og_st r ing = log_st r ing
51 s e l f . path = path
52
53 def stop ( s e l f ) :
54 """ Stops curren t time and l o g s the time the a c t i v i t y took """
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55 with open( s e l f . path , ’ a ’ ) as f :
56 f . wr i t e ( s e l f . l og_st r ing . format ( time . time ( ) − s e l f .

start_time ) )
57
58 def time ( s e l f ) :
59 """ Gets the time s ince the o b j e c t was crea t ed """
60 return time . time ( ) − s e l f . start_time
61
62
63 def get_project_root ( ) :
64 cu r r e n t_ f i l e = os . path . abspath (__file__)
65 cur rent_di r ec to ry = os . path . dirname ( cu r r e n t_ f i l e )
66 pro jec t_root = os . path . dirname ( cur rent_d i r ec to ry )
67 return pro ject_root
68
69
70 def append_matrix_to_csv ( array_to_append , save_path , r e l a t i v e_roo t=

False , f o l d e r=None ) :
71 i f f o l d e r i s not None :
72 i f r e l a t i v e_roo t :
73 fo lder_path = os . path . j o i n ( get_project_root ( ) , f o l d e r )
74 i f not os . path . e x i s t s ( fo lder_path ) :
75 os . makedirs ( fo lder_path )
76
77 i f r e l a t i v e_roo t :
78 save_path = os . path . j o i n ( get_project_root ( ) , f o l d e r , save_path )
79
80 i f not os . path . e x i s t s ( save_path ) :
81 # Create f i l e i f i t does not e x i s t
82 with open( save_path , ’ a ’ ) :
83 pass
84
85 df = pd . DataFrame ( array_to_append )
86 df . to_csv ( save_path , index=False , header=False , mode=’ a ’ , sep=’ ; ’ )
87 print ( f ’ Saved␣ f i l e ␣ to ␣{save_path} ’ )
88
89
90 def load_mnist ( t r a i n i n g=True , max_number=−1, keep_square=False ,

normal ize=True , dtype=’ f l o a t 3 2 ’ ) :
91 """
92 Loads the MNIST da ta s e t as NumPy arrays .
93 args :
94 t r a i n i n g ( boo l ) : Whether to load the t r a i n i n g data (True ) or

the t e s t data ( Fa lse ) .
95 max_number ( i n t ) : The maximum d i g i t l a b e l to in c l ude in the

da t a s e t ( d e f a u l t i s 9) .
96 keep_square ( boo l ) : Whether to reshape the data to n x 784 (

False ) or keep i t a t n x 28 x 28 (True )
97 re turns :A t up l e con ta in ing the data and l a b e l s as NumPy arrays .
98 """
99 save_path = os . path . j o i n ( get_project_root ( ) , ’MNIST ’ )

100 i f not os . path . e x i s t s ( save_path ) :
101 os . makedirs ( save_path )
102
103 # Load the MNIST da ta s e t as NumPy arrays
104 data_tra in ing = data s e t s .MNIST( root=save_path , t r a i n=True , download
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=True ) . train_data . numpy( )
105 l ab e l s_t r a i n i n g = data s e t s .MNIST( root=save_path , t r a i n=True ,

download=True ) . t r a i n_ l abe l s . numpy( )
106 data_test ing = data s e t s .MNIST( root=save_path , t r a i n=False , download

=True ) . test_data . numpy( )
107 l ab e l s_ t e s t i n g = data s e t s .MNIST( root=save_path , t r a i n=False ,

download=True ) . t e s t_ l ab e l s . numpy( )
108
109 i f normal ize :
110 data_tra in ing = data_tra in ing / 255
111 data_test ing = data_test ing / 255
112 training_mean = 0.1306604762738429 # data_tra in ing .mean()
113 t ra in ing_std = 0.3081078038564622 # data_tra in ing . s t d ( )
114 data_tra in ing = ( data_tra in ing − training_mean ) / t ra in ing_std
115 data_test ing = ( data_test ing − training_mean ) / t ra in ing_std
116
117 i f not keep_square :
118 data_tra in ing = data_tra in ing . reshape (−1 , 28 ∗∗ 2)
119 data_test ing = data_test ing . reshape (−1 , 28 ∗∗ 2)
120
121 i f t r a i n i n g :
122 data = data_tra in ing
123 l a b e l s = l ab e l s_t r a i n i n g
124 else :
125 data = data_test ing
126 l a b e l s = l ab e l s_ t e s t i n g
127
128 i f not keep_square :
129 data = data . reshape (−1 , 28 ∗∗ 2)
130
131 i f max_number > 0 :
132 data = data [ : max_number ]
133 l a b e l s = l a b e l s [ : max_number ]
134
135 data = data . astype ( dtype )
136
137 return data , l a b e l s
138
139
140 def load_pca_mnist ( directory_name , c rea te_i f_nonex i s t ent=True , dtype=’

f l o a t 3 2 ’ ) :
141 """
142 Easy way to load the PCA modi f ied da t a s e t .
143 : param dtype : −
144 : param crea te_i f_nonex i s t en t : −
145 : param directory_name : Direc tory name in s i d e "Generated da t a s e t

v a r i an t s " ex "pca_transformed_MNIST_k=10"
146 : r e turn : t r a i n i n g se t , t r a i n i n g l a b e l s , t e s t i n g se t , t e s t i n g l a b e l s
147 """
148 k = None
149 i f k i s None and ’ k=’ in directory_name :
150 k = int ( directory_name . s p l i t ( ’ k=’ ) [ −1])
151
152 load_path = os . path . j o i n ( get_project_root ( ) , ’ Generated␣ datase t ␣

va r i an t s ’ , directory_name )
153 i f not os . path . e x i s t s ( load_path ) :
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154 i f c reate_i f_nonex i s t ent :
155 from e x t r a_ f i l e r . dataset_var iant_generator import

pca_library_main
156 pca_library_main (k )
157 else :
158 raise Exception ( f "The␣ s p e c i f i e d ␣ d i r e c t o r y ␣does ␣not␣ e x i s t ␣ at

: ␣{ load_path}" )
159
160 f i l e s = glob . g lob ( os . path . j o i n ( load_path , ’ ∗ ’ ) )
161 test_label_path = None
162 train_label_path = None
163 test_path = None
164 train_path = None
165 for f i l e_path in f i l e s :
166 l a b e l = Fal se
167 t e s t = False
168 i f ’ l a b e l ’ in f i l e_path :
169 l a b e l = True
170 i f ’ t e s t ’ in f i l e_path :
171 t e s t = True
172 i f l a b e l and t e s t :
173 test_label_path = f i l e_path
174 e l i f l a b e l :
175 train_label_path = f i l e_path
176 e l i f t e s t :
177 test_path = f i l e_path
178 else :
179 train_path = f i l e_path
180 i f test_path i s None or train_path i s None or test_label_path i s

None or tra in_label_path i s None :
181 raise Exception ( f "The␣ s p e c i f i e d ␣ d i r e c t o r y ␣does ␣not␣ conta in ␣ a l l ␣

nece s sa ry ␣ f i l e s : ␣{ load_path}" )
182 test_labe l_array = pd . read_csv ( test_label_path , sep=’ ; ’ , header=

None ) . to_numpy ( )
183 tra in_labe l_array = pd . read_csv ( train_label_path , sep=’ ; ’ , header=

None ) . to_numpy ( )
184 test_array = pd . read_csv ( test_path , sep=’ ; ’ , header=None ) . to_numpy

( )
185 tra in_array = pd . read_csv ( train_path , sep=’ ; ’ , header=None ) .

to_numpy ( )
186
187 tra in_array = tra in_array . astype ( dtype )
188 test_array = test_array . astype ( dtype )
189
190 return train_array , tra in_labe l_array , test_array , tes t_labe l_array
191
192
193 def load_svd_mnist ( directory_name , reshape=False , k=None ,

c r ea te_i f_nonex i s t ent=True , dtype=’ f l o a t 3 2 ’ ) :
194 """
195 Easy way to load the modi f ied V or U da t a s e t s . Can re turn them both

as 2d matrix o f v e c t o r s or as a f l a t t e n e d ve r s i on
196 : param dtype : −
197 : param crea te_i f_nonex i s t en t : c r e a t e s the da t a s e t i f i t doesn ’ t

e x i s t
198 : param directory_name : Direc tory o f the f o l d e r i n s i d e "Generated
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da t a s e t v a r i an t s "
199 : param reshape : Reshapes each row in to 2d matr ixes f o r each

e i g env e c t o r
200 : param k : the t runca t i on number
201 : r e turn : t r a i n i n g se t , t r a i n i n g l a b e l s , t e s t i n g se t , t e s t i n g l a b e l s
202 """
203 i f k i s None and ’ k=’ in directory_name :
204 k = int ( directory_name . s p l i t ( ’ k=’ ) [ −1])
205 e l i f reshape :
206 raise Exception (
207 f ’The␣ d i r e c t o r y ␣ e i t h e r ␣has␣ to ␣ conta in ␣ the ␣number␣ o f ␣

p r i n c i p a l ␣components␣k , ␣ or ␣ i t ␣has␣ to ␣be␣ s p e c i f i e d ␣ i f ␣
reshape ␣ i s ␣ t rue ’ )

208
209 load_path = os . path . j o i n ( get_project_root ( ) , ’ Generated␣ datase t ␣

va r i an t s ’ , directory_name )
210 i f not os . path . e x i s t s ( load_path ) :
211 i f c reate_i f_nonex i s t ent :
212 from e x t r a_ f i l e r . dataset_var iant_generator import

svd_librar ies_main
213 svd_librar ies_main (k )
214 else :
215 raise Exception ( f "The␣ s p e c i f i e d ␣ d i r e c t o r y ␣does ␣not␣ e x i s t ␣ at

: ␣{ load_path}" )
216 f i l e s = glob . g lob ( os . path . j o i n ( load_path , ’ ∗ ’ ) )
217 test_label_path = None
218 train_label_path = None
219 test_path = None
220 train_path = None
221 for f i l e_path in f i l e s :
222 l a b e l = Fal se
223 t e s t = False
224 i f ’ l a b e l ’ in f i l e_path :
225 l a b e l = True
226 i f ’ t e s t ’ in f i l e_path :
227 t e s t = True
228 i f l a b e l and t e s t :
229 test_label_path = f i l e_path
230 e l i f l a b e l :
231 train_label_path = f i l e_path
232 e l i f t e s t :
233 test_path = f i l e_path
234 else :
235 train_path = f i l e_path
236 i f test_path i s None or train_path i s None or test_label_path i s

None or tra in_label_path i s None :
237 raise Exception ( f "The␣ s p e c i f i e d ␣ d i r e c t o r y ␣does ␣not␣ conta in ␣ a l l ␣

nece s sa ry ␣ f i l e s : ␣{ load_path}" )
238 test_labe l_array = pd . read_csv ( test_label_path , sep=’ ; ’ , header=

None ) . to_numpy ( )
239 tra in_labe l_array = pd . read_csv ( train_label_path , sep=’ ; ’ , header=

None ) . to_numpy ( )
240 test_array = pd . read_csv ( test_path , sep=’ ; ’ , header=None ) . to_numpy

( )
241 tra in_array = pd . read_csv ( train_path , sep=’ ; ’ , header=None ) .

to_numpy ( )
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242
243 i f reshape :
244 test_array = test_array . reshape ( ( len ( test_array ) , −1, k ) )
245 tra in_array = tra in_array . reshape ( ( len ( test_array ) , −1, k ) )
246
247 tra in_array = tra in_array . astype ( dtype )
248 test_array = test_array . astype ( dtype )
249
250 return train_array , tra in_labe l_array , test_array , tes t_labe l_array
251
252
253 def reduce_pca_dataset ( dtra in , t r a in_labe l s , threshold_mult =0.5 , dtype=

’ f l o a t 3 2 ’ ) :
254 """
255 Combines s im i l a r images in the t r a i n i n g s e t .
256 I f the
257 thresho ld_mul t : I f the d i s t ance between two images i s sma l l e r than

distance_mult ∗ average_dis tance then they w i l l be
258 combined
259 """
260 # dtra in=d t ra in . g e t ( )
261 # t ra i n_ l a b e l s = t r a i n_ l a b e l s . g e t ( )
262 dtrain_reduced = [ ]
263 dlabe ls_reduced = [ ]
264 for n in range (10) :
265 print ( f ’ Reducing : ␣{n}/9 ’ )
266 dnum_new = [ ]
267 dnum = dtra in [ ( t r a i n_ l abe l s == n) . reshape ( [ −1 ] ) ]
268 # Compute the average d i s t ance f o r the f i r s t 10 occurences o f

each number s ince
269 # tha t shou ld be c l o s e enough
270 average_distance = sum( [ np .sum(np . square (dnum − dnum[ i ] ) , ax i s

=1) .mean ( ) for i in range (10) ] ) / 10
271 th re sho ld = average_distance ∗ ( threshold_mult ∗∗ 2)
272 d i s t an c e s = np . array ( c d i s t (dnum, dnum, metr ic=’ sqeuc l i d ean ’ ) )
273 pa i r s = np . argwhere ( d i s t an c e s < thre sho ld )
274 pa i r s = [ ( i , j ) for ( i , j ) in pa i r s i f i < j ] # remove

du p l i c a t e s and s e l f −matches
275 pa i r_dict = d e f a u l t d i c t ( set )
276 used_set = set ( )
277 for idx , ( i , j ) in enumerate( p a i r s ) :
278 i f idx % 1000 == 0 :
279 pass
280 # pr in t ( f ’ i dx : { idx } out o f : { l en ( pa i r s ) } ’)
281 i f i not in used_set :
282 used_set . add ( j )
283 pa i r_dict [ i ] . add ( i )
284 pa i r_dict [ i ] . add ( j )
285 for key , item in pa i r_dict . i tems ( ) :
286 dnum_new . append (dnum[ l i s t ( item ) ] . mean( ax i s=0) )
287 dtrain_reduced += dnum_new
288 dlabe ls_reduced += [ n ] ∗ len (dnum_new)
289
290 dtrain_reduced = np . array ( dtrain_reduced )
291 dlabe ls_reduced = np . array ( dlabe ls_reduced )
292
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293 dtrain_reduced = dtrain_reduced . astype ( dtype )
294
295 return dtrain_reduced , d labe ls_reduced

C.9 Grafiskt användargränssnitt
1 import os
2 import sys
3 import warnings
4 from PyQt5 . QtGui import QIntVal idator
5 from PyQt5 . QtCore import QThread , pyqtSignal , Qt , QSize
6 from PyQt5 . QtWidgets import QApplication , QWidget , QCheckBox , QLabel ,

QLineEdit , QVBoxLayout , QHBoxLayout , QPushButton , \
7 QFileDialog , QGridLayout , QSpacerItem , QSizePol icy , QMessageBox ,

QScrol lArea , QMainWindow
8 from PyQt5 . QtGui import QPixmap
9 from PyQt5 import QtCore

10 import e x t r a_ f i l e r . ext ra_too l s as t o o l s
11 import svd_image_compression . image_compression as svd_imagecompression
12 import neura l_network_image_class i f i cat ion . neural_network_test ing as

nn_test ing
13 import pca_image_c la s s i f i ca t i on . p c a_c l a s s i f i c a t i o n as

p c a_c l a s s i f i c a t i o n
14 import pca_image_c la s s i f i ca t i on . p c a_c l a s s i f i c a t i o n_p l o t t e r as

pca_plotter
15
16
17 class MainWindow(QMainWindow) :
18 def __init__( s e l f ) :
19 super ( ) . __init__ ( )
20
21 s e l f . svd_image_path = None
22
23 s e l f . setWindowTitle ( "Kandidatarbete " )
24 s e l f . s e tS ty l eShe e t ( "background−co l o r : ␣#333333;␣ c o l o r : ␣white ; " )
25
26 s e l f . nn_label = QLabel ( "Neural ␣network␣ image␣ c l a s s i f i c a t i o n " )
27 s e l f . nn_label . s e tS ty l eShe e t ( " font−s i z e : ␣20px ; ␣ font−weight : ␣ bold

; ␣margin−bottom : ␣10px ; " )
28
29 s e l f . nn_input1_label = QLabel ( " Input ␣ 1 : " )
30 s e l f . nn_input1 = QLineEdit ( )
31 s e l f . nn_input2_label = QLabel ( " Input ␣ 2 : " )
32 s e l f . nn_input2 = QLineEdit ( )
33
34 s e l f . nn_button_train = QPushButton ( "Train␣and␣Test " )
35 s e l f . nn_button_train . c l i c k e d . connect ( s e l f . train_nn )
36
37 s e l f . nn_button_test = QPushButton ( "Only␣Test " )
38 s e l f . nn_button_test . c l i c k e d . connect ( s e l f . test_nn )
39
40 s e l f . nn_checkboxes = [QCheckBox( "Linear " ) , QCheckBox( "CNN" ) ,

QCheckBox( " Score " ) , QCheckBox( "Uk" ) ,
41 QCheckBox( "Vk" ) ]
42 for i , checkbox in enumerate( s e l f . nn_checkboxes ) :
43 checkbox . c l i c k e d . connect (lambda s ta te , n=i : s e l f .
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checkbox_cl icked (n) )
44
45 s e l f . nn_descr ipt ion = QLabel ( " F i l l ␣ the ␣ input ␣ f i e l d s ␣with␣comma␣

separated ␣ va lue s : ␣x1 , ␣x2 , ␣ . . . " )
46 s e l f . nn_descr ipt ion . s e tS ty l eShe e t ( " font−s i z e : ␣12px ; " )
47
48 s e l f . nn_layout = QVBoxLayout ( )
49 s e l f . nn_layout . addWidget ( s e l f . nn_label )
50 for checkbox in s e l f . nn_checkboxes :
51 s e l f . nn_layout . addWidget ( checkbox )
52 s e l f . nn_layout . addWidget ( s e l f . nn_descr ipt ion )
53 s e l f . nn_layout . addWidget ( s e l f . nn_input1_label )
54 s e l f . nn_layout . addWidget ( s e l f . nn_input1 )
55 s e l f . nn_layout . addWidget ( s e l f . nn_input2_label )
56 s e l f . nn_layout . addWidget ( s e l f . nn_input2 )
57 s e l f . nn_layout . addWidget ( s e l f . nn_button_train )
58 s e l f . nn_layout . addWidget ( s e l f . nn_button_test )
59
60 s e l f . pca_label = QLabel ( "PCA␣image␣ c l a s s i f i c a t i o n " )
61 s e l f . pca_label . s e t S ty l eShe e t ( " font−s i z e : ␣20px ; ␣ font−weight : ␣

bold ; ␣margin−bottom : ␣10px ; " )
62
63 s e l f . pca_input1_label = QLabel ( "Train ing ␣ s e t ␣ s i z e . ␣Use␣−1,␣−2␣

and␣−3␣ f o r ␣ reduced␣ s e t s ␣ 0 . 5 , ␣ 0 .75 ␣and␣1" )
64 s e l f . pca_input1 = QLineEdit ( )
65 s e l f . pca_input1 . setText ( " 1000 , ␣ 5000 , ␣ 10000 , ␣ 30000 , ␣60000" )
66 s e l f . pca_input2_label = QLabel ( " s co r e ␣matrix ␣ s i z e ␣ (k ) " )
67 s e l f . pca_input2 = QLineEdit ( )
68 s e l f . pca_input2 . setText ( " 2 , ␣ 8 , ␣ 32 , ␣ 128 , ␣512" )
69 s e l f . pca_button = QPushButton ( "Test " )
70 s e l f . pca_button . c l i c k e d . connect ( s e l f . run_pca )
71
72 s e l f . pca_layout = QVBoxLayout ( )
73 s e l f . pca_layout . addWidget ( s e l f . pca_label )
74 s e l f . pca_layout . addWidget ( s e l f . pca_input1_label )
75 s e l f . pca_layout . addWidget ( s e l f . pca_input1 )
76 s e l f . pca_layout . addWidget ( s e l f . pca_input2_label )
77 s e l f . pca_layout . addWidget ( s e l f . pca_input2 )
78 s e l f . pca_layout . addWidget ( s e l f . pca_button )
79
80 s e l f . svd_label = QLabel ( "SVD␣image␣ compress ion " )
81 s e l f . svd_label . s e tS ty l eShe e t ( " font−s i z e : ␣20px ; ␣ font−weight : ␣

bold ; ␣margin−bottom : ␣10px ; " )
82 s e l f . svd_descr ipt ion = QLabel ( "Enter ␣ the ␣number␣ o f ␣ s i n gu l a r ␣

va lue s ␣ to ␣keep␣ (k ) " )
83 s e l f . svd_descr ipt ion . s e tS ty l eShe e t ( " font−s i z e : ␣12px ; " )
84
85 s e l f . svd_input_label = QLabel ( " Input : " )
86 s e l f . svd_input = MyLineEdit ( )
87 # s e l f . svd_input . setReadOnly (True )
88 s e l f . svd_import_button = QPushButton ( " Import" )
89 s e l f . svd_import_button . c l i c k e d . connect ( s e l f . import_image )
90 s e l f . svd_run_button = QPushButton ( "Run" )
91 s e l f . svd_run_button . c l i c k e d . connect ( s e l f . run_svd )
92 s e l f . svd_image_label = QLabel ( )
93 s e l f . svd_image_label . s e tF ix edS i z e (200 , 200)
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94 s e l f . svd_image_label . setAl ignment (QtCore . Qt . Al ignCenter )
95 s e l f . svd_image_label . s e tS ty l eShe e t ( " border : ␣1px␣ s o l i d ␣white ; " )
96
97 s e l f . svd_image_output_label = QLabel ( )
98 s e l f . svd_image_output_label . s e tF ix edS i z e (200 , 200)
99 s e l f . svd_image_output_label . setAl ignment (QtCore . Qt . Al ignCenter )

100 s e l f . svd_image_output_label . s e tS ty l eShe e t ( " border : ␣1px␣ s o l i d ␣
white ; " )

101
102 s e l f . svd_layout = QGridLayout ( )
103 s e l f . svd_layout . addWidget ( s e l f . svd_label , 0 , 0 , 1 , 4)
104 s e l f . svd_layout . addWidget ( s e l f . svd_descr ipt ion , 1 , 0 , 1 , 4)
105 s e l f . svd_layout . addWidget ( s e l f . svd_input_label , 2 , 0 , )
106 s e l f . svd_layout . addWidget ( s e l f . svd_input , 2 , 1 , 1 , 3)
107 s e l f . svd_layout . addWidget ( s e l f . svd_import_button , 3 , 0)
108 s e l f . svd_layout . addWidget ( s e l f . svd_run_button , 3 , 1 , 1 , 3)
109 s e l f . svd_layout . addWidget ( s e l f . svd_image_label , 4 , 0 , 1 , 2)
110 s e l f . svd_layout . addWidget ( s e l f . svd_image_output_label , 4 , 2)
111 s e l f . svd_layout . setColumnStretch (1 , 1)
112
113 s e l f . l ayout = QVBoxLayout ( )
114 s e l f . l ayout . addLayout ( s e l f . nn_layout )
115 s e l f . l ayout . addLayout ( s e l f . pca_layout )
116 s e l f . l ayout . addLayout ( s e l f . svd_layout )
117
118 s e l f . s c r o l l = QScrol lArea ( )
119 s e l f . widget = QWidget ( )
120 s e l f . widget . setLayout ( s e l f . l ayout )
121 s e l f . s c r o l l . s e tV e r t i c a l S c r o l lB a rPo l i c y (Qt . ScrollBarAlwaysOn )
122 s e l f . s c r o l l . s e tHo r i z on t a l S c r o l lBa rPo l i c y (Qt . Scro l lBarAlwaysOf f )
123 s e l f . s c r o l l . s e tWidgetRes izab le ( Fa l se )
124 s e l f . s c r o l l . setWidget ( s e l f . widget )
125
126 s e l f . setCentra lWidget ( s e l f . s c r o l l )
127 s e l f . setGeometry (600 , 100 , 445 , 820)
128 s e l f . setWindowTitle ( ’Demo ’ )
129 s e l f . show ( )
130
131 # s e l f . se tLayout ( s e l f . l a you t )
132 s e l f . import_image ( False , os . path . j o i n ( t o o l s . get_project_root ( ) ,

’ svd_image_compression ’ , ’ z e lda . png ’ ) )
133
134 s e l f . show ( )
135
136 def train_nn ( s e l f ) :
137 s e l f . test_train_nn ( on l y t e s t=False )
138
139 def test_nn ( s e l f ) :
140 print ( ’ Test ing ␣NN’ )
141 s e l f . test_train_nn ( on l y t e s t=True )
142
143 def test_train_nn ( s e l f , o n l y t e s t ) :
144 print ( ’ Tra in ing ␣NN’ )
145 input1 = s e l f . nn_input1 . t ex t ( )
146 input2 = s e l f . nn_input2 . t ex t ( )
147
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148 checked = [ checkbox . checkState ( ) for checkbox in s e l f .
nn_checkboxes ]

149
150 tra in_test_func = None
151 plot_func = None
152
153 i f checked [ 0 ] :
154 input1 = s e l f . check_input ( input1 , 1024)
155 i f input1 i s None :
156 return
157 tra in_test_func = lambda : nn_test ing . test_normal_matrix (

on l y t e s t=on ly t e s t , h idden_layer_sizes=input1 )
158 plot_func = lambda : nn_test ing . plot_normal_result ( )
159 e l i f checked [ 1 ] :
160 input1 = s e l f . check_input ( input1 , 1024)
161 input2 = s e l f . check_input ( input2 , 128)
162 i f input1 i s None or input2 i s None :
163 return
164 tra in_test_func = lambda : nn_test ing . test_cnn_matrix (

on l y t e s t=on ly t e s t , l i n e a r_ l ay e r_s i z e s=input1 ,
165 convo lu t i ona l_ laye r_s i z e s

=
input2
)

166 plot_func = lambda : nn_test ing . plot_cnn_result ( )
167 e l i f checked [ 2 ] :
168 input1 = s e l f . check_input ( input1 , 1024)
169 input2 = s e l f . check_input ( input2 , 784)
170 i f input1 i s None or input2 i s None :
171 return
172 tra in_test_func = lambda : nn_test ing . test_score_matrix (

on l y t e s t=on ly t e s t , h idden_layer_sizes=input1 ,
173 k_l i s t

=
input2
)

174 plot_func = lambda : nn_test ing . p lot_result_matr ix ( ’ s c o r e ’ )
175 e l i f checked [ 3 ] :
176 input1 = s e l f . check_input ( input1 , 1024)
177 input2 = s e l f . check_input ( input2 , 28)
178 i f input1 i s None or input2 i s None :
179 return
180 tra in_test_func = lambda : nn_test ing . test_u_v_matrix ( ’U ’ ,

o n l y t e s t=on ly t e s t , h idden_layer_sizes=input1 ,
181 k_l i s t

=
input2
)

182 plot_func = lambda : nn_test ing . p lot_result_matr ix ( ’U ’ )
183 e l i f checked [ 4 ] :
184 input1 = s e l f . check_input ( input1 , 1024)
185 input2 = s e l f . check_input ( input2 , 28)
186 i f input1 i s None or input2 i s None :
187 return
188 tra in_test_func = lambda : nn_test ing . test_u_v_matrix ( ’V ’ ,
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on l y t e s t=on ly t e s t , h idden_layer_sizes=input1 ,
189 k_l i s t

=
input2
)

190 plot_func = lambda : nn_test ing . p lot_result_matr ix ( ’V ’ )
191
192 # thread = thread ing . Thread ( t a r g e t=tra in_tes t_func )
193 # thread . s t a r t ( )
194 s e l f . worker_nn = NormalWorker ( tra in_test_func )
195 s e l f . worker_nn . f i n i s h e d . connect ( plot_func )
196 s e l f . worker_nn . f i n i s h e d . connect ( s e l f . worker_nn . d e l e t eLa t e r )
197 s e l f . worker_nn . s t a r t ( )
198
199 def run_pca ( s e l f ) :
200 input1 = s e l f . pca_input1 . t ex t ( )
201 input2 = s e l f . pca_input2 . t ex t ( )
202 input1 = s e l f . check_input ( input1 , 60001 , lower_bound=−3)
203 input2 = s e l f . check_input ( input2 , 784)
204 i f input1 i s None or input2 i s None :
205 return
206 c l a s s i f y = lambda : p c a_c l a s s i f i c a t i o n . test_pca (

t r a in ing_se t_s i z e s=input1 , k_ l i s t=input2 )
207 p l o t_r e su l t s = lambda : pca_plotter . p l o t_r e su l t s ( )
208
209 s e l f . worker_pca = NormalWorker ( c l a s s i f y )
210 s e l f . worker_pca . f i n i s h e d . connect ( p l o t_r e su l t s )
211 s e l f . worker_pca . f i n i s h e d . connect ( s e l f . worker_pca . d e l e t eLa t e r )
212 s e l f . worker_pca . s t a r t ( )
213
214 def import_image ( s e l f , s ta te , f i le_name=None ) :
215 i f f i le_name i s None :
216 file_name , _ = QFileDia log . getOpenFileName ( s e l f , "Open␣

Image" , "" , "Image␣ F i l e s ␣ ( ∗ . png␣ ∗ . jpg ␣ ∗ .bmp) " )
217 i f f i le_name :
218 # s e l f . svd_input . s e tTex t ( fi le_name )
219 s e l f . svd_image_path = file_name
220 pixmap = QPixmap( fi le_name )
221 s e l f . svd_image_label . setPixmap (
222 pixmap . s c a l ed ( s e l f . svd_image_label . s i z e ( ) , QtCore . Qt .

KeepAspectRatio , QtCore . Qt . SmoothTransformation ) )
223
224 def run_svd ( s e l f ) :
225 input_path = s e l f . svd_image_path
226 k = s e l f . svd_input . t ex t ( )
227 i f k i s None or len ( k ) == 0 :
228 warnings . warn ( ’ Input ␣ f i e l d ␣can \ ’ t ␣be␣empty ’ )
229 return
230 k = int ( k )
231 s e l f . worker_svd = SVDWorker( svd_imagecompression . compress_image

, input_path , k )
232 s e l f . worker_svd . f i n i s h e d . connect ( s e l f . update_result_image )
233 s e l f . worker_svd . f i n i s h e d . connect ( s e l f . worker_svd . d e l e t eLa t e r )
234 s e l f . worker_svd . s t a r t ( )
235 # c a l l the func t i on t ha t hand les the SVD image compression
236
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237 def update_result_image ( s e l f , path ) :
238 pixmap = QPixmap( path )
239 s e l f . svd_image_output_label . setPixmap (
240 pixmap . s c a l ed ( s e l f . svd_image_label . s i z e ( ) , QtCore . Qt .

KeepAspectRatio , QtCore . Qt . SmoothTransformation ) )
241
242 def checkbox_cl icked ( s e l f , n ) :
243 for idx , checkbox in enumerate( s e l f . nn_checkboxes ) :
244 i f idx != n :
245 checkbox . setChecked ( Fa l se )
246 else :
247 checkbox . setChecked (True )
248 i npu t1_t i t l e s = [
249 "Layer␣ s i z e s ␣ (x , ␣x/2) " ,
250 "Linear ␣ l ay e r ␣ s i z e ␣ (x ) " ,
251 "Linear ␣ l ay e r ␣ s i z e s ␣ (x , ␣x/2) " ,
252 "Linear ␣ l ay e r ␣ s i z e s ␣ (x , ␣x/2) " ,
253 "Linear ␣ l ay e r ␣ s i z e s ␣ (x , ␣x/2) "
254 ]
255 i npu t2_t i t l e s = [
256 "Leave␣ t h i s ␣empty" ,
257 "Convolut iona l ␣ l ay e r ␣ s i z e s ␣ (x , ␣x∗2) " ,
258 "k␣ (x ) " ,
259 "k␣ (x ) " ,
260 "k␣ (x ) "
261 ]
262 input1_defau l t s = [
263 " 8 , ␣ 16 , ␣ 32 , ␣ 64 , ␣ 128 , ␣256" ,
264 " 8 , ␣ 16 , ␣ 32 , ␣ 64 , ␣ 128 , ␣256" ,
265 " 8 , ␣ 16 , ␣ 32 , ␣ 64 , ␣ 128 , ␣256" ,
266 " 16 , ␣ 64 , ␣256" ,
267 " 16 , ␣ 64 , ␣256"
268 ]
269 input2_defau l t s = [
270 "" ,
271 " 8 , ␣ 16 , ␣32" ,
272 " 1 , ␣ 2 , ␣ 3 , ␣ 5 , ␣ 8 , ␣ 14 , ␣ 20 , ␣ 28 , ␣ 64 , ␣128" ,
273 " 1 , ␣ 2 , ␣ 3 , ␣ 5 , ␣ 8 , ␣ 14 , ␣20" ,
274 " 1 , ␣ 2 , ␣ 3 , ␣ 5 , ␣ 8 , ␣ 14 , ␣20"
275 ]
276
277 s e l f . nn_input1_label . setText ( i npu t 1_t i t l e s [ n ] )
278 s e l f . nn_input2_label . setText ( i npu t 2_t i t l e s [ n ] )
279 s e l f . nn_input1 . setText ( input1_defau l t s [ n ] )
280 s e l f . nn_input2 . setText ( input2_defau l t s [ n ] )
281
282 def check_input ( s e l f , input : str , upper_bound : int , lower_bound=0) :
283 # Sp l i t the input s t r i n g in t o a l i s t o f s t r i n g s
284 inpu t_ l i s t = input . s p l i t ( ’ , ’ )
285
286 # Check t ha t a l l the e lements in the l i s t are i n t e g e r s
287 try :
288 i npu t_ l i s t = [ int ( x ) for x in i npu t_ l i s t ]
289 except ValueError :
290 print ( " I nva l i d ␣ input : ␣not␣ a l l ␣ e lements ␣ are ␣ i n t e g e r s " )
291 return None
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292
293 # Check t ha t a l l the i n t e g e r s are between 0 and upper_bound
294 for x in i npu t_ l i s t :
295 i f x <= lower_bound or x >= upper_bound :
296 print ( " Inva l i d ␣ input : ␣ i n t e g e r ␣out␣ o f ␣ range " )
297 return None
298
299 # Check t ha t t h e r e i s a t l e a s t one element in the l i s t
300 i f len ( i npu t_ l i s t ) == 0 :
301 print ( " I nva l i d ␣ input : ␣empty␣ l i s t " )
302 return None
303
304 # Return the l i s t o f i n t e g e r s i f e v e r y t h in g checks out
305 return i npu t_ l i s t
306
307
308 class SVDWorker(QThread ) :
309 f i n i s h e d = pyqtS igna l ( str )
310
311 def __init__( s e l f , func , ∗ args , ∗∗kwargs ) :
312 super ( ) . __init__ ( )
313 s e l f . func = func
314 s e l f . a rgs = args
315 s e l f . kwargs = kwargs
316
317 def run ( s e l f ) :
318 try :
319 r e s u l t = s e l f . func (∗ s e l f . args , ∗∗ s e l f . kwargs )
320 except Exception as e :
321 sys . excepthook ( e . __class__ , e , sys . exc_info ( ) [ 2 ] )
322 s e l f . e x i t ( )
323 s e l f . f i n i s h e d . emit ( r e s u l t )
324
325
326 class NormalWorker (QThread ) :
327 f i n i s h e d = pyqtS igna l ( )
328
329 def __init__( s e l f , func , ∗ args , ∗∗kwargs ) :
330 super ( ) . __init__ ( )
331 s e l f . func = func
332 s e l f . a rgs = args
333 s e l f . kwargs = kwargs
334
335 def run ( s e l f ) :
336 try :
337 s e l f . func (∗ s e l f . args , ∗∗ s e l f . kwargs )
338 except Exception as e :
339 sys . excepthook ( e . __class__ , e , sys . exc_info ( ) [ 2 ] )
340 s e l f . e x i t ( )
341 s e l f . f i n i s h e d . emit ( )
342 s e l f . f i n i s h e d . emit ( )
343
344
345 class MyLineEdit ( QLineEdit ) :
346 def __init__( s e l f , ∗ args , ∗∗kwargs ) :
347 super ( ) . __init__(∗ args , ∗∗kwargs )
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348 s e l f . s e tVa l i da t o r ( QIntVal idator (1 , 500) )
349
350
351 i f __name__ == "__main__" :
352 app = QApplication ( sys . argv )
353 window = MainWindow( )
354 sys . e x i t ( app . exec_ ( ) )
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